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Summary  

In social networking service (SNS), popularity of an entity (e.g., person, company and place) roles an important 

criterion for people and organizations, and several studies pose to predict the popularity. Although recent papers which 

addressing the problem of predicting popularity use the attributes of entity itself, typically, the popularity of entities depends on 

the attributes of other semantically related entities. Hence, we take an approach exploiting the background semantic structure of 

the entities. Usually, many factors affect a person’s popularity: the occupation, the parents, the birthplace, etc. All affect 

popularity. Predicting the popularity with the semantic structure is almost equivalent to solving the question: What type of 

relation most affects user preferences for an entity on a social medium? Our proposed method for popularity prediction is 

presented herein for predicting popularity, on a social medium of a given entity as a function of information of semantically 

related entities using DBpedia as a data source. DBpedia is a large semantic network produced by the semantic web community. 

The method has two techniques: (1) integrating accounts on SNS and DBpedia and (2) feature generation based on relations 

among entities. This is the first paper to propose an analysis method for SNS using semantic network. 

 

 

 

 

1 .  は じ め に  

近年，著名人や組織がソーシャルネットワーキングサ

ービス(SNS)上にアカウントを開設し情報発信を行うこ

とが増えている．世界で最もユーザの多い SNS である

Facebook1では，政治家，作家，企業，大学が Facebook

ページを作成し，ユーザは Like ボタンと呼ばれるボタン

を押すことで，それらに対する支持を表明することがで

きる．何人が Like ボタンを押したかという Like 数は，

SNS 上での人気の高さを表す指標になっており，個人や

組織にとっては Like 数をいかに高めることかが関心で

あることも多い．同様に，Twitter2でも組織や個人がアカ

ウントを開設し，いかにフォロワーを増やすかが大きな

関心になっている．Google 社の提供する Google+3でも同

様である．SNS において，人気を上げる，つまり Like

数やフォロワーを増やすことは，自分たちの情報発信力

を増強させることにつながるため，重要な目的の一つで

ある． 

                                                                 

1 http://www.facebook.com/ 
2 http://www.twitter.com/ 
3 http://www.google.com/+ 

こうした SNS 上での人気度を予測することはできな

いだろうか．人気度を予測することができれば，たとえ

ば，ある企業が Facebook ページを開設したときにどのく

らい支持を集めうるのかを知ることができ，Facebook ペ

ージを開設するかどうかの判断材料となる．また，人気

に貢献する要素を知ることで，より人気を上げることが

可能になるかもしれない． 

実際，SNS 上におけるエンティティの人気度を予測し

ようとする試みは，これまでに SNS の一種である Twitter 

[Yang 10]や YouTube [Szabo 10]を対象に行われているが．

これらの手法は，エンティティの持つ属性のみにもとづ

き予測を行っている．しかし，実際にはエンティティ自

体の人気度は，エンティティそのものだけでなく，関連

するエンティティに依存することが多い．たとえば，2013

年に誕生したイギリスのウィリアム王子の息子であるジ

ョージ王子に関する Facebook ページが新しく作られた

としよう．このとき，この Facebook ページは多くの Like

を獲得するだろう．これはウィリアム王子がすでに多く

の認知を得ているから，その息子に対しても多くの期待

を集めるためである．言い方を変えれば，ウィリアム王

子に対する Like 数がそもそも多いために，ウィリアム王

子と意味的な関係を持つ新しい人物も，多くの Like 数を
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獲得するわけである．つまり，意味的に関係のあるエン

ティティの人気が，他のエンティティの人気にも影響を

与えるため，あるエンティティの人気を予測する際には，

意味的に関係のある他のエンティティの情報を使うこと

が妥当である． 

本研究では，あるエンティティに対応するアカウント

が SNS 上に作られた場合に，そのアカウントが将来的に

獲得する人気度を，意味的に関連するアカウントの特徴

を用いて推定する手法を提案する．すなわち，SNS 上の

アイテム集合をセマンティックウェブの分野で広く用い

られている知識データ上のエンティティ（e.g., 人物，企

業，場所）集合に統合することで，アイテムの背景にあ

る意味的構造を用いた予測を行う．それによって，特定

のエンティティがもつ人気度を，アカウントを設置する

前に予測することができると同時に，異なる種類のエン

ティティにとって，異なる関係性がどのくらい人気に影

響を与えているかを知ることができる． 

意味的関係に基づく SNS 上のアカウントの人気度予

測の問題を解くためには，二つの処理が必要になる．一

つは，対象とするアカウントを，意味的な構造（本研究

では DBpedia）にマップする処理である．これをエンテ

ィティ・リンキングと呼ぶ．二つめは，マップされた意

味的な構造を用いて，どのように人気度予測の問題を解

くかである．前者に関しては，SNS と意味的な構造を結

びつけることに特化したエンティティ・リンキングの手

法を提案し，後者に関しては既存の技術を用いる． 

本研究では，SNS のひとつである Facebook を対象に本

手法を適用し実験を行う．Facebook は，2014 年現在もっ

ともユーザ数の大きい SNS であり，他の SNS と比べて

バイアスが小さいと考えられる．実験では，著者らが独

自にクローラを設計し，2 千万 Facebook ページと 3 百億

Likeを収集し，これをDBpediaにマッピングすることで，

人気度予測の問題を解いている．このデータセットは

2012 年 7 月時点で 25.8%の Facebook ページと 60.5%の

Like 数を網羅しており，著者らが知る限り Facebook ペー

ジに関する最も規模の大きなデータセットである． 

本論文の貢献は以下のようにまとめられる． 

・ 新しく SNS 上にアカウントを開設した場合に，ど

のくらいの人気度を獲得できるかを知ることが

できるモデルを構築した． 

・ SNS の分析において意味的な情報を用いる例を

示し，DBpedia に SNS をつなぐ研究例の一つを示

した． 

・ 特定の種類のエンティティの人気度に対して，影

響の大きい属性や意味的関係を特定することが

できた． 

以降の構成は次の通りである．第 2 章では関連研究に

ついて述べる．第 3 章では，Like 数の予測手法について

述べる．第 4 章では実験内容およびその結果について述

べる．第 5 章で本論文の学術的意義に関して考察し，第

6 章で本論文の結論について述べる． 

2.  関連研究  

本論文に関連する研究を，以下では，関係に基づく分

類，エンティティ・リンキングの二つに分けて説明する． 

2･1 関係に基づく分類 

エンティティの属性を予測する際に関連するエンテ

ィティの属性を利用するという手法には，これまでにい

くつか先行例が存在する．その中でも，特に分類タスク

に関するものはリンクに基づく分類 (Link-based 

Classification) [Lu 03]として広く知られている．リンクに

基づく分類とは，与えられたネットワークと，一部のノ

ードに割り当てられたクラスに基づき，残りのノード集

合に属するノードのクラスを，隣接するノードの関数と

して分類する問題である．Cheng らは，Twitter において

位置情報が未知のユーザの情報を，ユーザの友人の位置

情報に基づき予測している[Cheng 10]．友人関係の情報

を使わない他の手法と比較した結果，友人関係の情報を

利用することにより，位置情報の推定精度を改善するこ

とができることを示している．回帰タスクに関しても，

同様のアプローチを用いることができる．本手法も，属

性の推定に関係を用いているという観点で，リンクに関

する分類と同様の発想を用いているが，本手法が既存手

法と異なるのは，関係の種類に対して重み付けを行って

いる点である．本手法は，リンクに関する分類を拡張し

たものであるとも解釈できる．また，実験結果で示すよ

うに，関係の種類を区別することが，精度の向上につな

がっている． 

本論文と密接に関係する研究が[Paulheim 12]である．

この論文では，DBpedia からの特徴生成手法，FeGeLOD 

(Feature Generation for Linked Open Data)を提案した．この

手法は，自動的に生成したクエリを RDF (Resource 

Description Framework) 形式で記述された意味ネットワ

ークに対して実行し，特徴を生成する．意味的な関係性

を用いて，タスクの精度を上げるという観点では，本研

究に非常に近い4．しかし，本研究との違いをいくつか挙

げることができる．まず，FeGeLOD はエンティティ・リ

ンキングにおいて，単純に名前のみを比較することで

DBpedia との関連付けを行っている．本研究では複数の

手法によりその精度を検証している．一方で，特徴の生

成方法に関しては，FeGeLOD は SPARQL (SPARQL 

Protocol and RDF Query Language)のクエリを用いた汎用

的な枠組みを提案しており，本研究の場合はいくつかの

Facebook ページに特化したヒューリスティックを用い

                                                                 

4 実際，彼らの研究が先に出版されているものの，ほぼ同時期

に行われた研究である． 
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ている． 

2･2 エンティティ・リンキング 

テキストが与えられたときに，その中に記述されてい

るエンティティを認識することは，固有表現抽出(Named 

Entity Recognition)と呼ばれる．また，このエンティティ

を，何らかの外部のデータを結びつける処理は，エンテ

ィティ・リンキング(Entity Linking)と呼ばれる． 

エンティティ・リンキングを解くための最も単純な手

法は，文書中の単語と同じ名前を持つエンティティを結

びつけることである．しかし，問題は同音異義語である．

たとえば，Chris Knight という名前の人物に対応するエン

ティティは，DBpedia 上に二つ存在し，そのうち一つは

音楽家，もう一つは生物学者である．単純に文書中のフ

レーズと名前を比較するだけでは，誤ったエンティティ

に結び付けられる可能性が高くなる．したがって，エン

ティティ・リンキングでは，いかに同音異義語問題を扱

うかが重要となる．これは語義の曖昧性解消(Word Sense 

Disambiguation; WSD)と呼ばれる，文書中に出現する単語

の背景にある意味を推定する問題の特殊例である．Shen

らは，エンティティ・リンキングにおける WSD を扱う

ための手法として，LINDEN [Shen 12]を提案した．

LINDEN の主な特徴は，フレーズに加えてその周辺の単

語を用いた確率モデルを使った点である．Demartini ら

は，クラウドソーシングのプラットフォームを用いた

ZenCrowd [Demartini 12]を提案した．ZenCrowd は，まず，

機械学習の手法を用いてエンティティを結合したあと，

あらかじめ設定した最小確信度を下回ったタスクに関し

てはクラウドソーシングのプラットフォームに対して投

稿し，同プラットフォーム上のワーカー（タスクを処理

することを目的としてプラットフォームに参加している

ユーザ）に対して自動的に分類を依頼する． 

本研究でも，アカウントを DBpedia 上のエンティティ

と結びつける処理を行うが，これはエンティティ・リン

キングと同様の考え方により解くことができる．ただし，

既存手法の多くはテキストの単語を対象にすることを前

提にしており，同様の手法を SNS 上のエンティティを対

象に適用することは難しい．本論文では，SNS 上のエン

ティティを対象にしたヒューリスティックを提案してい

る． 

3.  提案手法  

図 1 に提案手法の概要を示す．本手法が想定する入力

はエンティティである．あるエンティティに関するアカ

ウントが作られた場合に，そのページが将来的に獲得す

る人気度を予測することが本手法の目標である．ここで

は，図 1(a)のように，イギリスのウィリアム王子の第一

子であるジョージ王子のアカウントが新しく作られた場

合に，その人気度を予測することを考える．まず，本手

法では図 1(b)のように，あらかじめアカウントと関連す

る DBpediaのエンティティとの等価関係を明らかにして

おく．これには 3･1 節に示すエンティティ・リンキング

の手法を用いる．赤い破線が，アカウントと DBpedia エ

ンティティの間の等価関係を表している．次に，ジョー

ジ王子(Prince George)と DBpedia 上で意味的関係を持つ

エンティティを探す．すると，ジョージ王子の親(parent)

であるウィリアム王子(Prince William)が見つかる．また，

ウィリアム王子に関連付けられているアカウントも同様

に見つかる．もし，親子関係を持つエンティティ間に高

い人気度の相関があることがわかれば，機械学習の手法

を用いることにより，ウィリアム王子の人気度を用いて

ジョージ王子の人気度を予測できる．具体的な特徴の生

成方法や用いる回帰手法に関しては 3･2 節で述べる．こ

れをより抽象的に表したのが図 1(c)である．あるアカウ

ントに対応する DBpedia エンティティは，写像𝑚によっ

て得られる．一度 Facebook と DBpedia のエンティティが

得られれば，図 1(c)赤字部分のように，そのエンティテ

ィに関するアカウントが作られた場合の人気度を得るこ

とができる．したがって，人気度の予測は，DBpedia に

存在する意味的関係を用いて，DBpedia のエンティティ

の人気度を求める問題に帰着できる． 

このように，本手法の精度はエンティティ・リンキン

グの精度に強く依存する．したがって，以下では，エン

ティティ・リンキングの手法と，DBpedia 上の属性およ

び意味的関係に基づき，人気度を予測する手法の二つに

 

図 1 提案手法の概要．(a) 本手法が想定する入力 (b) Facebook ページと DBPedia の関連付け．ここで，Prince George の Facebook ペ
ージは実在せず，仮想的なものであることに注意．(c) (b)の抽象表現．Facebook ページに対応する DBPedia のエンティティは，写像   

によって対応付けられる． 
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分けて説明を行う． 

3･1 エンティティ・リンキング 

本手法では，最初に Facebook と DBpedia を統合する処

理を行う必要がある．これを自然言語処理のアナロジー

を用いてエンティティ・リンキングと呼ぶ．これは，ア

カウント全体𝐴Fの部分集合𝐴F
′から DBpedia エンティテ

ィ全体𝐴Dへの写像𝑚:𝐴F
′ → 𝐴Dを見つけることを目的と

する．もちろん，DBpedia に対応するエンティティが存

在しないようなアカウントもあり得る．このようなアカ

ウントに対しても𝑚が定義できるような拡張を行うと，

𝑚:𝐴F → 𝐴D ∪ {⋄}となる．𝑚をマッチング写像(Matching 

Map)と呼ぶ．ここで，⋄は与えられたアカウント𝑎F ∈ 𝐴Fに

対応する DBpedia エンティティが存在しない場合に

𝑚(𝑎F)が取る値である．以降では𝐴D
∗ ≡ 𝐴D ∪ {⋄}と表記す

る． 

図 2 に本研究におけるエンティティ・リンキングの概

念的説明を示す．図中において𝑎F
1, 𝑎F

2, 𝑎F
3は𝐴Fの要素 , 

𝑎D
1 , 𝑎D

2は𝐴Dの要素である．両エンティティ間には非類似

度(Dissimilarity) d: 𝐴F × 𝐴D → ℝ
+が定義される．ただし，

ℝ+は非負の実数の集合を表す．なお，ここでは便宜上dを

平面上のユークリッド距離で表現しているが，dは必ず

しも距離の公理を満たす必要はない．ここで，𝑎F
1に対応

する DBpedia エンティティを𝐴Dの中から探すことを考

える．このとき，𝐴Dの要素のうち非類似度が𝜃未満であ

るものがその候補となる．これを満たすのは𝑎D
1のみであ

るから，𝑚(𝑎F
1) = 𝑎D

1である．次に，𝑎F
2について同じこと

を考えると，候補は𝑎D
1 , 𝑎D

2の二つになる．このような場

合，非類似度の小さい方を選択する．この場合は𝑎D
2であ

るので，𝑚(𝑎F
2) = 𝑎D

2となる．最後に，𝑎F
3について考える

と，候補がない．このような場合には，𝑚(𝑎F
3) =⋄とする． 

次に，エンティティ・リンキングについてより形式的

な説明を行う．まず，与えられた𝑎F ∈ 𝐴Fに対して非類似

度が𝜃 ∈ ℝ+未満であるような𝐴Dの要素の集合を𝐶𝜃(𝑎F)

で表す．定義より𝐶𝜃(𝑎F) = {𝑎D ∈ 𝐴D: d(𝑎F, 𝑎D) < 𝜃}であ

る．このとき，𝑚は次式の定義によって与えられる． 

𝑚𝜃(𝑎F) ≡ {
argmin
𝑎D∈𝐶𝜃(𝑎F)

d(𝑎F, 𝑎D) , 𝐶𝜃(𝑎F) ≠ ∅

⋄, 𝐶𝜃(𝑎F) = ∅
 

∅は空集合である．𝜃への依存性を強調するために，𝑚を

𝑚𝜃と記述している．ここで，d(𝑎F,⋄) = 𝜃となるような拡

張を行うと，𝑚𝜃はより簡潔に

𝑚𝜃(𝑎F) = argmin𝑎D∈𝐴D∗ d(𝑎F, 𝑎D)と記述できる． 

d(⋅,⋅)の選び方としてもっとも単純なものは，それぞれ

のタイトルが一致していれば 0 を，そうでなければ 1 を

取るような関数である．しかし，この非類似度はタイト

ルが同じ複数の DBpediaエンティティを区別することが

できず，また，表記ゆれに対して弱い．そこで，本論文

ではこの問題に対して，タイトル以外に，説明文やカテ

ゴリ同士の非類似度を用いることや，タイトル間の非類

似度を表記ゆれに強い編集距離に置き換えることで解決

を図る． 

本研究では，d(𝑎F, 𝑎D)を§1 項で定義するタイトル間非

類似度dt(⋅,⋅)，説明文間非類似度dd(⋅,⋅)，カテゴリ間非類

似度dc(⋅,⋅)の重み付き和とする．すなわち，次式によっ

て定義する． 

d(𝑎F, 𝑎D; 𝝀) ≡ 𝜆tdt(𝑎F, 𝑎D) + 𝜆ddd(𝑎F, 𝑎D) + 𝜆cdc(𝑎F, 𝑎D), 

𝝀 ≡ (𝜆t, 𝜆d, 𝜆c)
Tは各非類似度の重みであり，𝑁件のアカウ

ントと DBpediaエンティティの対応で構成される教師デ

ータ 𝒜 ≡ {𝐚1, … , 𝐚𝑁} (𝐚𝑘 ∈ 𝐴F × 𝐴D;  𝑘 ∈ {1,… , 𝑁})に基づ

き最適化する．𝐚 = (aF, aD) ∈ 𝒜は等価な二つのエンティ

ティaF, aDの組であり，𝑚(aF) = aDが成立することが望ま

しい．つまり，d(𝐚; 𝝀)はなるべく小さい値を取ることが

望ましい．ただし，この基準での最適解である𝝀 = 𝟎に対

しては，dが等価でないエンティティの組み合わせに対

しても常に 0 を取るため，非類似度として機能しなくな

る．そこで， 𝝀を次式で定義される損失関数𝐿dis(𝝀;𝒜)を

最小化することによって最適化する． 

𝐿dis(𝝀;𝒜) ≡
1

𝑁
∑ d(𝐚; 𝝀)

𝐚∈𝒜

+ Ω(𝝀), 

ここで，第 1 項は教師データに対する非類似度の平均で

あり，第 2 項は𝝀の小ささに対する罰金項である．本研

究ではΩ(𝝀) ≡ −log 𝜆t𝜆d𝜆c とする．Ω(𝝀)は𝜆t, 𝜆d, 𝜆cのどれ

か一つが 0 に漸近すると+∞に発散する5．𝝀の最適値 𝝀̂は

𝜵𝐿dis(𝝀) = 𝟎の解として得られ，その各要素𝜆̂x (x ∈

{t, d, c})はdxの𝒜上のエンティティに対して取る値の平

均値の逆数，すなわち，𝜆̂x = (∑ d𝑥(𝐚)𝐚∈𝒜 𝑁⁄ )−1となる．

本研究では以降断りのない限り𝝀̂をパラメータとして用

いる．𝜆̂xは等価なエンティティに対して低い非類似度を

取るものに対しては高い値を，高い非類似度を取るもの

に対しては低い値を取る． 

                                                                 

5 確率論的にこの式を解釈すると，𝐿dis(𝝀)は教師データに対す

る真のdx(⋅,⋅) (x ∈ {t, d, c})の分布として指数分布を仮定したモ

デルの負の対数尤度に等しく，したがって𝐿dis(𝝀)の最小化は𝒜

に対する𝝀の尤度最大化と等価になる． 

 

図 2 エンティティ・リンキングの概念的説明．ここでは d が

ユークリッド距離の場合を前提に図示を行っている． 
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§1 各非類似度の定義 

各非類似度の定義を以下に示す． 

タイトル間非類似度 タイトルの間の非類似度は，タイ

トル間の文字単位の編集距離（レーベンシュタイン距離）

として定義する．編集距離は表記ゆれの程度を扱うこと

ができ，完全一致による指標よりも SNS のようなユーザ

が手入力するようなデータに対しては効果的であると言

える．編集距離には，挿入・編集・削除のコストをそれ

ぞれどの程度重く扱うかによって幾つかのバリエーショ

ンが存在するが，本研究では各コストがすべて等しく 1

になるようなものを用いる．dtは形式的には以下のよう

に定義される． 

dt(𝑎F, 𝑎D) ≡ lev(𝑡F, 𝑡D), 

ここで，lev(⋅,⋅)は二つの文字列間の編集距離を，𝑡F, 𝑡Dは

それぞれ𝑎F, 𝑎Dのタイトルを表す．𝑡F, 𝑡Dが完全に等しい

時のみ，dtは 0 になる．ここでの計算法は[Levenshtein 66]

にしたがっている． 

説明文間非類似度 説明文はタイトルと比べて比較的長

く，タイトル間非類似度のように編集距離で比較するこ

とはほとんど意味をなさない．そこで，単語頻度間のコ

サイン距離によって説明文間の類似度を測る．すなわち，

ddは次式によって定義される． 

dd(𝑎F, 𝑎D) ≡ 1 −
(𝒗F)

T𝒗D
‖𝒗F‖‖𝒗D‖

 , 

ただし，𝒗F, 𝒗Dはそれぞれ𝑎F, 𝑎Dの説明文に対して，各要

素が単語頻度に等しくなるような，単語種類数だけの次

元を持つベクトルである．分母のノルムは L2 ノルムで

ある．それぞれの説明文が完全に等しいか，単語分布が

等しいときのみ，ddは 0 になる．最大値は 1 である．な

お，説明文は英語のみを対象にし，スペースで区切った

単語列を用い，すべての品詞を用いる．ストップワード

には，外部のストップワード辞書を用いる．ストップワ

ード辞書は Twitter を対象にしたテキストマイニングの

文献[Agarwal 11]を参考に採用している6．これは，含ま

れる前置詞・冠詞・代名詞・接続詞に加え，ウェブ上の

文書において多用される形容詞・動詞・副詞で構成され

る単語群で構成される．なお，本研究では Facebook や

DBpedia に特化した単語のような，新しい単語は辞書に

加えていない．以上の非類似度は，日本語に対しても，

形態素解析器を用いた分かち書きを前処理として行うこ

とで計算できる． 

カテゴリ間非類似度 FacebookとDBpediaにはそれぞれ

エンティティを分類するためのカテゴリがある．これら

はどちらもその名称とエンティティ集合の組で表される．

各エンティティ集合は，それぞれ𝐴F, 𝐴Dを分割する．す

なわち，各エンティティ集合は互いに素であり，一つの

エンティティは必ずどれかのカテゴリのエンティティ集

                                                                 

6 http://www.webconfs.com/stop-words.php 

合に属する．𝑎F, 𝑎Dのそれぞれが属するカテゴリのエン

ティティ集合を𝐷F, 𝐷Dと表記する．エンティティ集合間

の非類似度には，交わりに基づく集合距離（e.g., Jaccard

距離）が一般に用いられているが，今回は互いに疎な集

合𝐴F, 𝐴Dの部分集合同士を比較するため，それぞれを対

応付ける必要がある．この対応付けは𝒜に基づき行う．

写像𝑀𝒜(𝐷F) ≡ {aD ∈ 𝐴D: aF ∈ 𝐷F, (aF, aD) ∈ 𝒜}は𝐷Fを𝐴D

上の対応するエンティティ集合に写すので，𝑀𝒜(𝐷F)と

𝐷Dの間の集合間距離を非類似度として解釈することが

できる．集合間距離には交わりの逆数を用いる．この場

合，dcは以下のように定義される． 

dc(𝑎F, 𝑎D) ≡ (|𝑀𝒜(𝐷F) ∩ 𝐷D| + 𝑐0)
−1, 

ただし，𝑐0 > 0はスムージング定数である．本研究の場

合は予備実験によって 0.1 に調整している．この非類似

度は(0, 𝑐0
−1]の範囲の値を取り，集合の交わりの濃度が多

いほど小さく，少ないものほど大きくなる．なお，この

方法と類似したものが，多言語間でのカテゴリを比較す

る研究にある．Wang らはカテゴリ間の交わりの濃度を

類似度とし[Wang 12]，Xia らは集合の交わりの濃度に加

え，要素間の意味的構造を考慮した類似度を提案してい

る[Xia 11]．ここで提案している類似度は[Wang 12]の方

法に近い． 

§2 𝜃の最適化 

次に，最良な𝜃の決定方法について述べる．図 2 から

わかるように，𝜃が 0 に漸近するほど𝐶𝜃(𝑎F)の要素数は

少なくなるため，𝑚𝜃 (𝑎F) =⋄となるような𝑎Fが増える．

それに伴い，本来 DBpedia に関連するエンティティが含

まれるような𝑎Fに関しても，⋄と関連付けられる．一方で，

𝜃が大きくなるほど𝐶𝜃(𝑎F)の要素数は増えるので，本来

DBpedia に関連するエンティティを持たない𝑎Fに関して

も𝐴D上の要素と関連付けられてしまう．そこで，

𝜃はDBpedia と関連するものとそうでないものを最も正

しく分類できる値にすべきである．そこで，𝒜に加え，

DBpedia と関連を持たないアカウントの集合ℬ ⊂ 𝐴Fを導

入し，𝜃の最適化を以下の目的関数𝐿posnegの最小化によ

って行う． 

𝐿posneg(𝜃;  𝒜, ℬ) ≡ ∑ 𝐼⋄(𝑚𝜃(aF))
(aF,⋅)∈𝒜

− ∑ 𝐼⋄(𝑚𝜃(aF))

aF∈ℬ

, 

ただし，𝐼⋄は指示関数であり，与えられたエンティティ

が⋄であれば 1 を，そうでなければ 0 を取る．第 1 項は，

本来 DBpedia と関連を持つべきアカウントが𝑚𝜃によっ

て⋄と関連付けられる回数を意味しており，第 2 項は，本

来 DBpedia と関連を持たないアカウントが，𝑚𝜃によって

DBpedia のエンティティと関連付けられる回数を意味し

ている．𝜃の増加に伴い，第 1 項は単調減少し，第 2 項

は単調増加するため，両項はトレードオフの関係にある．

𝐿posneg(𝜃)の最小化には二分探索を用いる． 

3･2 人気度予測 

本節の目標は，任意の𝑎D ∈ 𝐴Dに対し，対応するアカ
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ウントが作られた場合の人気度を予測することである．

そのために，𝐴Dの部分集合𝐴̃Dとその人気度の対数7の組

の集合ℒ̃ ⊂ 𝐴̃D × ℝが予め教師データとして与えられる

ことを前提に，ℒ̃を線形回帰モデル𝑓(𝑎D) ≡ 𝒘
T𝝍(𝑎D) + 𝑐

を用いて，一般の𝐴Dに対して汎化する．𝝍:𝐴D → ℝ
𝑑  は𝑑

次元の特徴ベクトルを生成する関数，𝒘 ∈ ℝ𝑑は重みベク

トル，𝑐 ∈  ℝはバイアスである．なお，|𝐴̃D|は|𝐴D|に対し

て十分小さいものとする． 

𝒘, 𝑐の最適化には線形カーネル SVR (Support Vector 

Regression)を用いる．非線形なモデルを採用しない理由

は，線形回帰モデルを用いることで，モデルの解析を容

易にするためである．4･3§4 項では，得られたモデルを

解析することで，実際に社会心理学とも整合した性質が

得られることを示す． 

次に，𝝍の具体的な定義について述べる．本手法は，𝑎Dに

対応するアカウントが作られた場合に獲得する人気度が，

𝑎Dの持つ属性に加え，𝑎Dと意味的に関係する他のエンテ

ィティの持つ人気度に依存して決定するという仮説に立

脚し，属性と意味的関係の二つを特徴に用いる8．すなわ

ち，𝝍(𝑎D) ≡ (𝝍attr(𝑎D)
T, 𝝍link(𝑎D)

T)
T
とする．𝝍attr: 𝐴D →

ℝ𝑑attr , 𝝍link: 𝐴D → ℝ
𝑑linkは，それぞれ，属性に関するデ

ータに基づき𝑑attr次元の特徴ベクトルを生成する関数，

意味的関係に関するデータに基づき𝑑link次元の特徴ベク

トルを生成する関数である．また，定義より𝑑 = 𝑑attr +

𝑑linkである．以下では，𝝍attr(𝑎D),𝝍link(𝑎D)をそれぞれ𝑎D

の属性ベース特徴ベクトル(Attribute-based Feature Vector)，

意味的関係ベース特徴ベクトル(Semantic-relation-based 

Feature Vector)と呼ぶ． 

𝝍attr, 𝝍linkは，DBpedia のデータ𝒟 ≡ (𝒟attr, 𝒟link)に基

づき決定する．𝒟attr ⊂ 𝐴D × 𝑅attr × ℝは属性に関して

DBpedia から得られるデータであり，𝑅attrは属性名の集

合，すなわち，年齢や資産の評価額といったエンティテ

ィに関係する属性の名称の集合である．𝒟link ⊂ 𝐴D ×

𝑅link × 𝐴Dはエンティティ間の意味的関係に関するデー

タであり，𝑅linkは関係名の集合である．通常，属性名や

関係名は無数に存在しうるが，ここでは𝑅attr, 𝑅linkとして，

教師データの入力集合𝐴̃Dに対して出現するもののみを

利用する．たとえば，𝐴̃Dに対して parent, brother という 2

種類の属性名しか存在しなければ，

𝑅link = {parent, brother}とし，今後もこの属性名しか取

らないと仮定する．すなわち，テストデータに対する予

測時に sister という属性名が出現しても，これは無視す

                                                                 

7 Like 数はべき分布をしており，通常の線形モデルは当てはま

りが悪いことが予備実験の結果明らかになっている．そのため，

ここでは対数を線形モデルによって予測する． 
8 本手法では数値属性のみを対象にする．数値属性には，長さ

や通貨のように，エンティティによって単位が異なるものが存

在する．このようなものに関してはあらかじめスケールを揃え

ておく前処理を行う． 

る． 

𝝍attr, 𝝍linkの具体的な定義を，それぞれ§1 項，§2 項に

示す． 

§1 属性ベース特徴ベクトル 

𝝍attr(𝑎D)の各要素は，𝑎Dの属性値に対して基底関数を

作用させることによって得られる．すなわち，以下のよ

うな二つの関数の合成関数として表現される． 

𝜓attr
𝑖,𝑗 (𝑎D)(𝑔𝑖°𝜙𝑗)(𝑎D) = 𝑔𝑖 (𝜙𝑗(𝑎D)), 

𝑔𝑖: ℝ → ℝは本研究で規定する基底関数族𝐺に含まれる基

底関数である．𝜙𝑗: 𝐴D → ℝは，𝒟attrに基づき，属性ラベ

ル𝑗 ∈ 𝑅attrに対応する𝑎Dの属性値を取る関数である．エ

ンティティと属性ラベルの組み合わせによっては𝒟attr

上に値が存在していない場合があるため，その場合には

𝜙𝑗(𝑎D) = 0による補完を行う9．すなわち，𝜙𝑗の形式的な

定義は次式のとおりである． 

𝜙𝑗(𝑎D) ≡ {
𝑣, (𝑎D, 𝑗, 𝑣) ∈ 𝒟attr
0, 𝑣∀ ∈ ℝ((𝑎D, 𝑗, 𝑣) ∉ 𝒟attr)

 

𝜓attr
𝑖,𝑗

は𝑖, 𝑗という二つの添字に依存した量であるが，𝜓attr
は辞書的順序で整列された𝑖, 𝑗の組み合わせに関する

𝜓attr
𝑖,𝑗

を要素に持つベクトルとする．実際には，𝜙𝑗が教師

データから得られるすべての𝑅attrの要素に対して定義さ

れるので，𝝍attrはほとんどの要素が 0 を取る疎なベクト

ルになる． 

次に，基底関数族𝐺の選び方について説明する．𝐺が増

加するのに伴い特徴の数が増加するため扱いにくいとい

う側面があるため，ここではいくつかのヒューリスティ

ックにのっとり基底関数を選ぶ．ウェーバーの法則[Ross 

96]によれば，人間の感覚値は属性の対数に比例すること

が多く，人気度の場合にも同様のことが起こりうると考

えられる．そこで，基底関数には恒等関数(𝑔lin(𝑥) ≡  𝑥)

以外に，対数関数(𝑔log(𝑥) ≡ log(|𝑥| + 1))を用いる10．ま

た，対数関数と同様に上に凸な単調増加関数として平方

根関数(𝑔sqrt(𝑥) ≡ |𝑥|
1/2)を用いる．それぞれのグラフを，

図 3 に示す．これら以外の関数の例としては，累乗関数

(𝑥𝑛)，放射基底関数(exp(−(𝑥 − 𝜇)2/𝜎2))，シグモイド関

数((1 + e−𝑥)−1)が考えうる（ただし，𝑛, 𝜇, 𝜎はパラメータ

である）が，今回は特徴が増えすぎることを防ぐためと，

ウェーバーの法則に基づくヒューリスティックによって

3 つの基底関数，𝑔lin, 𝑔log , 𝑔sqrtに基底関数を絞った．も

ちろん，他の基底関数を選ぶことも可能である． 

具体的に，𝑅attr = {birthyear, networth}, 𝐴D =

{w, g}, 𝒟attr = {(w, birthyear, 1963), (w, networth, 4.0 ×

107), (g, birthyear, 2013)}のときの例を示す．記号

birthyear, networth は誕生年と総財産を，記号 w, g はそれ

                                                                 

9 ここでは補完値として 0 を使っているが，平均値で補完する

方法や，行列因子分解を用いる方法がありるる． 
10 1 を加えているのは，𝑥 = 0の場合にも値が定義できるように

するためである． 
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ぞれウィリアム王子，ジョージ王子を表す．このとき，

ジョージ王子の財産に関する情報は𝒟attrに含まれてお

らず，属性 networth に対応する値は欠損するため，本研

究では対応する値を 0 で補完する．したがって，この場

合は，𝜙birthyear(w) = 1963,𝜙networth(w) = 4.0 ×

107, 𝜙birthyear(g) = 2013,𝜙networth(g) = 0となる．結果的

に，ジョージ王子に対して生成される特徴ベクトルは本

頁上部の式(1)のようになる． 

以降ではこのようにして作られた特徴を表すために，

次のような表記法を用いる． 

attr-sqrt ( networth ) 

attrは属性に関する特徴であることを表す接頭辞であ

り，sqrtが基底関数に，networthが属性ラベルに対

応する． 

§2 意味的関係ベース特徴ベクトル 

𝝍link(𝑎D) の各要素は，属性値と同様に，参考にする

属性および関係とそれに対応する基底関数の組で表現さ

れる．属性の場合と異なるのは，エンティティそのもの

は数値として扱えないこと，一つの関係ラベルでも複数

のエンティティが存在しうること11が挙げられる．前者

の性質に関しては，関係するエンティティに対応するア

カウントの人気度を用いる12．後者の性質に関しては，

複数のエンティティに対する集約関数を用いる．これは，

以下のような 4 つの関数の合成関数によって実現される． 

𝜓link
𝑖,𝑗,𝑘(𝑎D) ≡ (𝑔𝑖°ℎ𝑗°𝑙°𝐸𝑘)(𝑎D) = 𝑔𝑖 (ℎ𝑗 (𝑙(𝐸𝑘(𝑎D)))), 

ここで，𝑔𝑖 ∈ 𝐺は基底関数，ℎ𝑗 ∈ 𝐻は実数バッグから統

計量への集約関数，𝑙 はエンティティ集合を対応する人

気度のバッグに写す関数，𝐸𝑘はある関係ラベル𝑘 ∈ 𝑅link

によって与えられたエンティティに関連するエンティテ

ィの集合である．𝜓linkも𝜓attrと同様に，可能な𝑖, 𝑗, 𝑘の組

み合わせに関する𝜓link
𝑖,𝑗,𝑘

を並べたベクトルとする．形式的

には，𝐸𝑘は次式により定義される． 

𝐸𝑘(𝑎D) = {𝑏D ∈ 𝐴D: (𝑎D, 𝑘, 𝑏D) ∈ 𝒟link}. 

次に，𝐻の選び方について説明する．ℎ ∈ 𝐻の条件は，

実数バッグ 𝑋 = {𝑥1, … , 𝑥𝑝}13 に対し， ℎがその要素

𝑥𝑖  (𝑖 ∈ {1, … , 𝑝})の関数となることである．要するに，ℎは

𝑋の要約統計量を求めていることになる．要約統計量と

して一般に用いられているものは，モーメントに基づく

                                                                 

11 たとえば，親(parent)は二つのエンティティと関係しうる． 
12 関係するエンティティの他の属性値を用いることも可能であ

るが，組み合わせの数が大きくなりすぎることを防ぐために，

ここでは Like 数のみを用いる． 
13 煩雑さを避けるために集合表記を用いているが，要素の値は

重複することもありうる． 

統計量（e.g., 総和，平均値），順序に基づく統計量（e.g., 

中央値，最大値，最小値），度数に基づく統計量（e.g., 最

頻値）の 3 種類である．ここで挙げた例の中で平均値，

中央値，最頻値は値が似ており，最小値は多くの場合 0

である．したがって，本研究では最大値，平均値，総和

の 3 種類のみを特徴として用いる．なお，空集合に関し

てはどの集約関数も 0 を取るものとする．この 3 種類の

集約関数は，それぞれ要約する情報が異なる．これは，

小説家の場合，ヒット作品を一本生み出した方が人気に

なるのか，多くの作品を生み出した方が人気になるのか

といったことを意味する． 

図 4 に，それぞれの集約関数を比較したものを示す．

ℎmax, ℎavg, ℎsumはそれぞれ最大値，平均値，総和を表す．

A は B に比べて最大値は大きいが，総和は小さい．ただ

し，総和は数量に関する情報も同時に含む．実際，B½の

総和は B に比べて小さくなってしまう．平均を取るとこ

のようなことは比較的軽減される． 

属性の場合と同様に，煩雑さを避けるために以下のよ

うな表記を用いる． 

link-log-max ( parent ) 

この例は，parent という関係で接続されたエンティテ

ィの集合に対し，人気度の最大値(max)の対数(log)を取

ったものを意味する． 

属性からの特徴生成の場合と同様に，𝑅link =

{parent}, 𝐴D = {w, g}, 𝑙({𝑤}) = {9.1 × 10
5}, 𝒟link =

{(g, parent,w)}の場合の例を示す．記号 parent は親を表す．

𝒟linkは，ジョージ王子の親がウィリアム王子であること

を示している．定義より，𝐸parent(w) = ∅, 𝐸parent(g) = {w}

を得る．したがって，𝑙 (𝐸parent(w)) = ∅, 𝑙 (𝐸parent(g)) =

{9.1 × 105}を得る．𝑔 ∈ 𝐺, ℎ ∈ 𝐻 の適用に関しては割愛す

る． 

§3 特徴ベクトルの例 

 表 1 は，DBpedia から本手法を用いて生成された，ジ

ョージ王子gに関する 2544次元の特徴ベクトル𝝍(g)であ

る．𝝍(g)は，60 次元の属性ベース特徴ベクトル𝝍attr(g)，

2484 次元の意味的関係特徴ベクトル𝝍link(g)で構成され

る．特徴の順序に意味はないが，attr-lin (height)

が 1 番目の特徴である．この特徴に対応するジョージ王

子の情報は DBpedia 上にないため，𝜓1(g)は 0 になる．

次に，birthYearという属性，parent という意味的関係

に関する情報はどちらも DBpedia 上にあり，これに関す

る特徴はそれぞれ 22-24 番目，1327-1335 番目になる．最

後の特徴はlink-sqrt-avg (buriedPlace)であるが，

これは対応するデータがないため 0 になる． 

 表 2 は，特徴生成時に用いたラベル集合である．紙面

 𝝍attr(g) 

= (𝑔lin (𝜙birthyear(g)) , 𝑔lin(𝜙networth(g)), 𝑔log (𝜙birthyear(g)) , 𝑔log(𝜙networth(g)), 𝑔sqrt (𝜙birthyear(g)) , 𝑔sqrt(𝜙networth(g)))
T

 

 = (2013, 0, 3.30, 0, 44.9, 0)T. 

(1) 
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の都合ですべては示していないが，いくつか例を示して

いる．これらは，DBpedia に含まれているすべての人物

に関係するラベル集合を用いている．属性に関しては，

birthDate:日付に関する情報や，height, weight:身

体的特徴，networth:財産に関するものなどがある．意

味的関係に関しては，academicAdvise:人物間の関係

や，author, writer:人物-著書間の関係，almaMater:

人物-大学間の関係に関するものなどがある． 

4.  実験  

本章では，Facebook から収集した Facebook ページの

データに基づき，エンティティ・リンキング，人気度予

測の手法をそれぞれ評価する． 

4･1 データセット 

本論文では，Amazon EC2 上の 20 台の仮想マシンを用

いて，Facebook ページを，Facebook の提供する検索機能

に対してクエリを逐次問い合わせることで収集した．

2012/6/16 23:00 からクローリングを開始し，すべてのタ

スクが 9 日 19 時間後に完了した．クローリングの結果，

190 カテゴリに渡る 2.3×107件のページが得られた．こ

れらのページは合計して 3.1×1010 Like に及んだ．本節で

は，ページの集合について概観する． 

表 3 は得られたページのうち，Like 数を基準とする上

位 5 件を示している．各ページは，タイトル，説明文，

カテゴリ，Like 数を属性に持つ．タイトルは対応するペ

ージのテーマについて説明したものであり，この内容は

重複があっても良い．すなわち，複数のページが同じタ

イトルを持つことがあり得る．カテゴリはテキストによ

って表現される．説明文は，タイトルよりも詳細にペー

ジの扱っているテーマに関する説明を行っているテキス

トである．Like 数は，ページ上の Like ボタンが押された

回数であり，本論文で予測対象とする人気度に該当する． 

図 5 は Like 数の分布を示している．これは，両対数グ

ラフにおいて直線上であるから，ベキ分布であるといえ

る．これは，少ないページが大量の Like を集めており，

多くのページはほとんど Like されていないことを意味

している． 

4･2 エンティティ・リンキングの評価 

本論文では正解データ作成を支援するシステムを開

発し，7 人の被験者に操作を依頼した．被験者は，「提示

された Facebook ページを説明している，もっとも適切な

DBpedia エンティティはどれか」といった問題に対し，

画面上部に書かれた Facebook ページのタイトル・カテゴ

リ・説明文を見て，適切な DBpedia エンティティをクリ

表 1  DBpedia から本手法により生成されたジョージ王子の素

性．𝝍は 2544次元のベクトル，うち𝝍𝐚   , 𝝍    はそれぞれ 60, 2484

次元である． 

𝑖 Feature Data† 𝜓𝑖 

1 attr-lin (height) NE 0 

22 attr-lin (birthYear) E 2013  

23 attr-log (birthYear) E 3.30  

24 attr-sqrt (birthYear) E 44.9  

1327 link-lin-max (parent) E 9.1×105 

1328 link-log-max (parent) E 5.96  

1329 link-sqrt-max (parent) E 953.9  

1330 link-lin-sum (parent) E 1.6×106 

1331 link-log-sum (parent) E 6.19  

1332 link-sqrt-sum (parent) E 1245  

1333 link-lin-avg (parent) E 7.8×105 

1334 link-log-avg (parent) E 5.89 

1335 link-sqrt-avg (parent) E 880.3  

2544 
link-sqrt-avg 

(buriedPlace) 
NE 0 

†NE (Non-exists): 該当するデータが DBpedia 上に存在しない．E 

(Exists): 該当するデータが DBpedia 上に存在する． 

 

表 2 DBpedia からの素性生成時に用いるラベル．それぞれ，ア

ルファベット順で一部を 10 件示している． 

Set Count Labels (Alphabetical order) 

𝐿attr 20 

birthDate, birthYear, bustSize, 

deathDate, deathYear, height, 

hipSize, networth, salary, 

weight 

𝐿link 207 

academicAdvisor, administrator, 

almaMater, alumni, associate, 

author, award, bandMember, 

birthPlace, writer 

 

 

 
図 3 本手法で用いる基底関数のグラフ ．すべて単調増加関数

であり，対数関数(log)及び平方根関数(sqrt)はどちらも上に

凸な関数である． 

 

図 4 本手法で用いる集約関数の説明．左：集約対象のサンプ

ルのうち，それぞれの Like 数を降順に整列したもの．Aは B

に比べて 1 位の Like 数は大きいが，3 位以降は小さい．B½は B

から順位が偶数であるものを抽出したものである．右：それぞ

れのサンプルに対して集約関数を適用したもの． 
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意味的関係を利用した SNS 上のエンティティの人気度予測 

ックすることで答える．  

本論文では各被験者に対して問題を提示し，各被験者

は，それぞれ 100 もしくは 200 件の問題に答えた．これ

らの問題は，二つの問題集合 uniform, homonymyから

抽出されている．一つは uniform である．これは，す

べての収集済みFacebookページから 650件を無作為に抽

出したものである．もう一つは homonymyである．これ

は，同音異義語を持つ DBpedia 記事に対する Facebook

ページを含んでいる．本論文では，15-40 件の同じ名称

を共有するエンティティを持つケースを DBpedia から

350 件を無作為に抽出し，homonymyの問題集合とした． 

§1 評価指標 

エンティティ・リンキングの評価指標には，正確にマ

ッチングできたエンティティの全エンティティ中におけ

る割合が広く使われており[Shen 12]，本実験もそれにし

たがう．本論文ではタイトル，カテゴリ，説明文の要素

のすべて組み合わせに対して評価を行った．したがって，

23 − 1 = 7件の組み合わせでの実験を行ったが，本論文

ではそのうち高い精度を記録したもののみについて示す．

本論文では，10 分割交差検定を用いることでモデルの精

度を評価する． 

§2 ベースライン手法 

本論文が扱うエンティティ・リンキングの問題は，与

えられたSNSアカウントと候補DBpediaエンティティの

組を非類似度によって規定される特徴空間に射影し，そ

の中で二クラス分類を行なうタスクであると解釈できる．

そこで，ベースライン手法として，判別分析を用いる．

判別分析にはいくつかのバリエーションがあるが，本研

究では広く用いられているものとして，線形判別分析，

二次判別分析を用いる．具体的には以下の通りである． 

線形判別分析(LDA) [Fisher 36] 入力に対して線形な判

別関数の正負によりクラスを分類する．判別関数の最適

化には，各クラスの生成分布が等分散の正規分布である

と仮定し，クラス内分散最小化，クラス間分散最大化を

目的としたフィッシャーの指標を用いる． 

二次判別分析(QDA) [Hastie 01] 各クラスの生成分布が

正規分布であり，かつ異分散であることを仮定し分類を

行う．与えられた入力と，各クラスの分布の中心との距

離を求め，距離の差を判別関数とする．距離関数に，各

クラスの生成分布におけるマハラノビス距離を用いてい

ることが特徴である． 

恒負予測器(NP) 入力のすべてを負例に分類する．テス

トデータのうち，負例に対しては最高精度を取るが，正

例に対しては最低精度を取る．そのため，全体の精度は

最低の水準である．最低精度の水準を示すための参考用

に実験する． 

エンティティ・リンキングが通常の二クラス分類と異

なる点は，与えられた SNS アカウントに対し，マッチす

る DBpediaエンティティが高々一つであるという制約条

件がある点である．そこで，ベースライン手法では，与

えられたSNSアカウント二つ以上のDBpediaエンティテ

ィが正例と予測された場合は，最も判別関数の絶対値が

高いものを採用する． 

§3 実験結果 

実験結果を表 4 に示す．まず，提案手法では，すべて

の特徴を使ったものが，特徴の組み合わせの中でもっと

も精度が高かったことがわかる．uniform + homonymy

は二つのデータを合わせたものであるが，説明文の特徴

をタイトルのみのものに加えると，0.133 精度が増加し，

カテゴリ特徴をさらに加えると，精度が0.016増加する．

すなわち，すべての特徴を使ったものは，単純にはタイ

トルを比べるよりも精度が高い．なお，この結果は，同

音異義語問題が含まれる homonymy データセットにお

いて顕著である．これは，単純にタイトルを比べるより

も，本手法を用いることで良い結果が得られることを示

唆している．  

また，表 4 は，対照手法である判別分析よりも提案手

法の方が，少なくとも今回の問題設定においては優位で

あることを示している．この理由について考察する．第

一に，判別分析が前提としている分布は正規分布である

が，非類似度の場合かならず 0 以上の値を取るので，指

数分布もしくは対数正規分布のような分布でモデリング

するのが妥当である．本手法では，指数分布で元の分布

をモデリングしているのと等価である．第二に，最適化

表 3 Like 数上位 5 件のファンページ 

タイトル 説明文 カテゴリ Like数 

Facebook 

Facebook's mission is to 
make the world more 
open and connected. 

Product 6.9×107 

Rihanna 
Unapologetic, new album 
out. Musician 5.8×107 

Lady Gaga 

BORN THIS WAY THE 
ALBUM AVAILABLE 
NOW! 

Musician 5.2×107 

Harry Potter 
Harry Potter™ Wizard's 
Collection Movie 5.2×107 

Shakira 
Sign up for Shakira's 
Mailing List at… Musician 5.2×107 

 

 

図 5 Like 数の分布．べき分布が観察できる． 
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方法について，今回の問題設定では，一つの SNS のアカ

ウントに対する正例は高々一つであるから，正例に対す

る負例の割合が必然的に多くなる．そのため，負例の分

布に判別関数の境界が強くフィッティングすることが予

想される．これに対し本手法では，まず正例のみを用い

て非類似度関数をフィッティングしてから，正負の境界

を探るという手法をとっているため，非類似度関数のパ

ラメータが負例に影響されることがない． 

ただし，各被類似度の重み𝜆xが 0 を取ることができな

いのは，判別分析と比較した場合の提案手法の弱みであ

る．各非類似度のすべてが予測に関係するという前提で

のみ，提案手法では高い精度が得られる． 

4･3 Like 数予測の評価 

Like 数予測の評価には，Person, Company, Placeと

いう名称の 3 つのデータセットを用いる．各データセッ

トはデータセット名と同名のクラスに属する5 × 105件

の DBpedia エンティティと，本手法によって関連付けら

れた Facebook ページで構成される．各エンティティには，

対応する Facebook ページの Like 数が付随している．各

データセットは，𝒴 ⊂ 𝐴D × ℝ
+により表記する．𝒴の 80%

の要素で構成される部分集合を訓練データ𝒴trに，10%を

SVR の超パラメータ調整を目的としたバリデーション

データ𝒴vに，10%をテストデータ𝒴tに用いる． 

§1 評価指標 

本論文が対象にするのは，Like 数の真値をなるべく正

確に予測することである．そのため，誤差の指標として

は真値との非類似度に関する指標を用い，順位相関係数

を筆頭とする順位に関する指標は用いない．また，本研

究では Like 数を直接モデリングせず，その対数をモデリ

ングすることを目的としているため，Like 数の対数との

誤差を扱うほうが妥当である．これを踏まえ，本実験で

は誤差関数の候補として次式で定義される二乗平均平方

根対数誤差(Root Mean Square Log Error; RMSLE)関数

𝐿RMSLEを用いる． 

𝐿RMSLE(𝑓; 𝒴t) ≡ (
1

|𝒴t|
∑ (𝑓(𝑎D) − log 𝑦)

2

(𝑎D,𝑦)∈𝒴t

)

1/2

, 

§2 ベースライン手法 

Like 数予測の有用性について確かめるため，予測性能

を以下の 5 つのベースラインと比較する． 

Wikipedia 閲覧数(WV) 与えられた Facebook ページの

Like 数を，同じタイトルを持つ Wikipedia の記事の閲覧

数を定数倍することで推定する．乗数は最小二乗法によ

り最適化する． 

検索結果数(SR) 与えられた Facebook ページの Like 数

を，タイトルをキーワードにして既存の検索エンジンに

対して検索を行い，検索結果数を得ることで推定する．

対象の検索エンジンとして，Bing14を用いる． 

Facebook ページ説明文(PD) Facebook ページの説明文

を特徴として用いる．特徴には単語頻度を採用する． 

DBpedia 説明文(DD) DBpedia に記載のある，対応する

Wikipedia 記事の冒頭文を特徴として用いる．テキストか

らベクトル空間を構築する手法は，PD と同様である． 

ラベル無しリンクに基づく Like 予測(LP-1P) この手法

はほとんどリンクに基づく Like 数予測と同じであるが，

関係のラベルを用いていない点が異なる．この手法は多

様なエンティティ間関係を区別せず，単一の関係とみな

す．この比較手法は，関係の多様性の重要性を確認する

ために用いる． 

§3 実験結果 

表 5 は，各予測手法の性能を示している．この表から，

すべてのデータに対し，提案手法 LP が他の比較手法に

比べて RMSLE が低く，性能が高いということが確認で

きる．また，RMSLE の平均値は他のいかなる手法と比

べても有意に高いことが確認されている（有意水準 0.05，

片側）．Personデータセットに対する LPのRMSLEは，

WV のそれに対して 56.3%である．SR は WV よりもよい

                                                                 

14 http://www.bing.com/ 

表 4 エンティティ・リンキングにおける各手法の精度の比較．タイトルのみを素性に用いた場合の提案手法と精度に有意差が認められた

ものは，その有意水準に応じて記号 0.05(*)，0.01(**)，0.001(***) を付記している．太字箇所は，太字でない他の手法に比べて，有意水準 0.05

で有意差が認められ，太字箇所同士では有意差が認められなかったことを表す． 

Method (Attributes) 

Accuracy 

uniform homonymy uniform + homonymy 

Positive Negative All Positive Negative All Positive Negative All 

Proposed (Title) 0.840 0.919 0.887 0.457 0.757 0.642 0.714 0.864 0.803 

Proposed (Title + Description) 0.967*** 0.943 0.952* 0.602*** 0.883*** 0.774*** 0.847*** 0.923** 0.892*** 

Proposed (Title + Category) 0.953*** 0.947 0.950* 0.605*** 0.961*** 0.824*** 0.836*** 0.953*** 0.906*** 

Proposed (All) 0.967*** 0.947 0.956** 0.657*** 0.956*** 0.841*** 0.863*** 0.951*** 0.916*** 

LDA (All) 0.726 0.905 0.827 0.381 0.924 0.719 0.609 0.911 0.787 

QDA (All) 0.896 0.860 0.875 0.468 0.911 0.745 0.751 0.878 0.828 

NP 0 1 0.572 0 1 0.612 0 1 0.586 
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図 6 関係の種類数を変化させた場合の精度の変化 
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性能を示している．LP-1P はあまり良い性能を示してい

ないことは，エンティティ間の関係を区別することで，

精度が高くなることを示唆している． 

エンティティ間の関係を区別することで，精度が高く

なること具体的に観察するため，人気度予測を関係の種

類数を変化させることで実験した． 

提案手法において関係の種類を増やすことが性能の

向上にどのように寄与するかより詳細に観察するため，

関係の種類数と誤差の関係を図 6 に示す．ここでは，関

係の種類数に応じ述語全体から関係をアルファベット順

に選択している．これを観察すると，まず，関係を加え

る事が必ずしも精度の向上に寄与していないことがわか

る．たとえば，関係の種類数が 1-5 個である間において

は，誤差は増加している．これは，付け加えた関係が予

測性に寄与しておらず，無意味に次元を増やす結果とな

ったからであると言える．一方で，5-10 件の間では誤差

は減少している．これは，6-10 件目に加えた関係群の中

に，受賞歴を意味する award という関係が含まれてお

り，これが Like 数の予測性に強く寄与しているからであ

る．このように，付け加えた関係によって誤差にばらつ

きは生じるものの，最終的に全関係を用いたものに近い

500 件の関係の種類数で誤差は最小になっているため，

なるべく分析には多くの関係を用いることが重要である

と言える．多くの精度に寄与しない関係が含まれている

にも関わらず，すべての関係を用いたものが単一の関係

のみを用いたモデルよりも高い性能を示している理由と

しては，SVR の持つ素性選択の効果により，次元の呪い

が回避されているからであると考えられる． 

本手法では DBpedia を使っているが，DBpedia の柔軟

性により，DBpedia 以外のデータセットも容易に組み込

むことができる．したがって，地名間の関係を扱ってい

る GeoNames15や，DBpedia と同様に様々なエンティティ

間の関係を扱っている Falcon16のような他のデータを接

続することで，予測性能を更に改善することができると

考えられる． 

                                                                 

15 http://www.geonames.org/ontology/ 
16 http://ws.nju.edu.cn/falcon-ao/ 

§4 人物の Like 数のモデリング 

表 6 に，Peopleデータセットで学習を行った本研究

の予測モデルの解析結果を示す．SVR が各特徴へ与えた

係数のうち，絶対値が大きい物を降順に掲載している．

定数項は 1.154 であった．この結果から，我々は以下の

予測関数を構築することができる． 

𝑓(𝑎D) = 𝒘attr
T 𝝍attr(𝑎D) + 𝒘link

T 𝝍link(𝑎D) + 𝑐 ≈ 

0.590 attr-sqrt( networth ) + 

0.753 link-log-sum ( occupation ) + 

0.697 link-lin-avg ( parent ) +  

0.640 link-log-max ( award )+ 1.154, 

まず，属性の中で Like 数に貢献しているのは財産

(networth)であることがわかる．もちろん，Like 数の

高い人物が多くの財産を築いている可能性もあり，因果

関係までは特定できない．これは仕事(occupation)の

Like数の和の対数がもっとも影響していることを示して

いる．両親(parent)の平均 Like 数は，次に重みの高い

特徴である．この特徴から，親子の Like 数は相互に影響

していると解釈することができる．また，両親の次に，

賞(award)の中でもっとも Like されたものの対数が，高

い人気度を持つことがわかる．この事実は，ある人物が

よりよい賞を受賞すれば，それが彼の人気を引き上げる

か，もしくは有名な人物が受賞した賞は人気が高いこと

を意味している． 

冒頭の問題に立ち戻り，新たに作られたエンティティ

の Like 数を予測する．ここでは，ジョージ王子の Like

数を予測することを考えよう．DBpedia に含まれている

情報によると，親(parent)はウィリアム王子である．ま

た，ジョージ王子の財産，仕事，受賞歴に関する情報は

DBpedia 上にない．したがって，Like 数の対数は以下の

式によって予測できる． 

log-like ≈ 0.697×log(9.1×105) + 1.154 = 5.31, 

したがって，新たに獲得する Like 数は 105.31=2.03×105

である．実際，Facebook によると，本論文執筆時の同

Facebook ページ17の Like 数は 3.12×105であり，同じオ

ーダである． 

                                                                 

17 http://www.facebook.com/PrinceGeorge 

OfCambridge 

表 5 Facebookページの Like数に関する各モデルの RMSLE の

ベースライン手法との比較．LP が本手法．太字は最も値が小さ

かったものを表す． 

 
RMLSE 

 
 Person Company Place Average 

WV 0.160 0.173 0.162 0.165 

SR 0.129 0.181 0.152 0.154 

PD 0.192 0.210 0.213 0.205 

DD 0.142 0.162 0.203 0.169 

LP-1P 0.140 0.151 0.152 0.148 

LP 0.090 0.121 0.113 0.108 
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5.  考察  

本節では，提案手法の適用範囲について考察を行った

あと，実験結果が他分野かつ本研究と同様に人の嗜好に

ついて扱っている社会心理学においてどのように解釈さ

れうるかを考察し，最後に実験結果の実務的な解釈につ

いて考察する． 

§1 適用範囲 

本論文では Facebook のデータセットのみを用いて実

験を行ったが，本手法は他の SNS にも適用可能な一般的

な手法である．他のSNSに本手法を適用する場合は，Like

数の代わりに人気度に該当する属性値を用いる．たとえ

ば，Twitter の場合は著名人の Follower 数の予測に本手法

を用いることができる．逆に，本手法が適用できない場

合もある．それは人気度を予測したいアイテムが

DBpedia のエンティティと直接的に結びつかない場合で

ある．たとえば，YouTube の動画コンテンツのうち，ホ

ームビデオは等価なエンティティを DBpediaから見つけ

にくいため，本手法を用いて特徴を生成することが難し

い．一方で，同じ動画コンテンツでも，映画のトレーラ

ーは DBpedia上のエンティティと結び付けることができ

るかもしれない．映画に関しては，対応するエンティテ

ィが DBpedia 上に存在する可能性が高いためである．そ

のため，将来的に獲得できる閲覧数を予測できる可能性

がある．ホームビデオのようなアイテムは、一つだけで

なく多くのエンティティと関係している場合がほとんど

である。今後の課題として，このようなアイテムに関し

ても予測を可能にすることが挙げられる． 

§2 社会心理学との関係 

本論文は，実験により人物の Like 数に寄与する関係性

について分析を行った．実験で得られた結果は，社会心

理学の分野において蓄積されている法則とも整合してい

る．たとえば，[Heider 46]は人が物を嗜好する原理とし

てバランス理論を提唱している．これは，人物 P が人物

O を嗜好し，なおかつ人物 O がエンティティ X を嗜好す

るとき，人物 P がエンティティ X を嗜好するなる傾向が

強くなるということである．本論文では，親子同士の Like

数が互いに影響が強いということを明らかにしたが，親

子同士がお互いを好いていると考えることは自然である

から，この結果はバランス理論を，Facebook のデータに

基づき説明したものと解釈することができる． 

§3 人気度予測の精度向上に関する実務的な解釈 

4･3 節で，意味的関係を導入することにより人気度予

測の精度が向上することを示したが，この実務的な解釈

について考察する．ここでは，特に，ベースライン手法

の中で，Companyデータセットに対して最良な精度を得

ている DBpedia 説明文を特徴に用いた DD と，本手法の

間で説明する．この場合，前者は 0.162 であり，提案手

法は 0.121 であるが，この差は 0.041 である．今回は対数

誤差で結果を出しているため，DD の場合では Company

データセットに対して10±0.162 = 0.689~1.45倍であった

のが，本手法では，10±0.121 = 0.757~1.32倍の範囲にな

る．これは微小な差異に思われるかもしれないが，精度

の向上は研究課題としては重要である．ただし，その実

務的な違いは状況によって異なる．この事自体は一般論

だが，あえて具体例として説明すれば次のようになる． 

ある大企業が 3 ヶ月後に発表を予定している新製品に

対し，PR 担当者に Facebook における 200 万 Like 獲得の

目標が与えられており，一方で何の PR の施策も打たず

に（企業自体の認知度等の効果から）自然に獲得可能な

Like 数の真値が 100 万 Like であったとする．このとき，

DD における自然に獲得可能な Like 数の予測値は約 69

万～145 万 Like の間を取るが，一方で提案手法における

予測値は約 76 万～132 万 Like の範囲内に収まる．した

がって，なるべく確実に目標達成するためには，DD で

は，目標値の 200 万 Like から予測値の範囲の最小値であ

る 69 万を差し引くことで，131 万 Like 数を稼がなけれ

ば目標達成できないと帰結されるのに対し，本手法では

同様の計算で 124万 Like数を稼げば良いとい帰結できる．

すなわち，7 万 Like 分をコスト削減することができる．

1 Like を引き上げるのに必要な広告コストは日本円にし

て約 20～100 円であるというデータがあり(Cost Per 

Like18)，したがって，この場合は 140 万～700 万円のコ

スト削減が本手法により可能になると言える． 

6.  結論  

本研究では，SNS において人気度を予測するための手

法を提案し，Facebook の Like 数を求める問題に対して適

用を行った．エンティティ・リンキングは，従来手法よ

りも高い精度でFacebookとDBpediaを結びつけた．また，

                                                                 

18 http://www.jonloomer.com/2013/09/03/how-much-should- 

you-spend-on-facebook-ads/ 1 ドル 100 円と仮定 

表 6  Like 数の予測モデルの解析結果．SVR が各素性へ与えた

係数のうち，絶対値が大きい物を降順に掲載． 

Feature Coefficient 

link-log-sum ( occupation ) 0.753 

link-lin-avg ( parent ) 0.697 

link-log-max ( award ) 0.640 

link-sqrt-sum ( occupation ) 0.609 

attr-sqrt ( networth ) 0.590 

link-log-avg  ( parent ) 0.563 

link-lin-sum  ( spouse ) 0.532 

link-lin-sum  ( parent ) 0.528 

link-lin-max ( parent ) 0.511 

link-sqrt-sum  ( influenced ) 0.499 
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他の手法に比べて低い RMSLEで Like数を予測すること

ができた．結果として，提案手法は，意味的に関連する

Facebook ページの情報に基づき，与えられたエンティテ

ィが将来的に獲得する Like 数をベースライン手法に比

べ最も高精度で予測することができることを示した． 

今後の課題として，Facebook 以外の SNS における実証

実験，SNS 以外のドメインに対する手法の拡張が挙げら

れる．また，本論文では，人物の Like 数のモデリングを

行い特徴として人気度の強い関係を明らかにしたが，こ

れらの因果関係を分析することも重要である． 

任意のアイテムを DBpediaのエンティティに結びつけ

る処理は，SNS 以外の分野においても有用であると考え

られる．Like の値に基づき人気度の高いエンティティ間

の関係を発見する試みは，ソーシャルメディア分析研究

において新しい領域を切り開くであろうと予想される． 
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