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ソーシャルメディアユーザの職業推定手法の提案†

榊  剛史 ＊・松尾  豊 ＊

　近年，ソーシャルメディア上のデータを分析することで社会調査やマーケティングを実現する試みが増
加している．ユーザの投稿内容を分析し，マーケティングに活かすには，調査対象のユーザ属性を取得す
る必要がある．ユーザ属性によっては，推定しやすいものと推定しにくいものがあり，例えば年齢や性別
などの属性の推定は，以前から研究が行われていた．一方，ユーザ属性のなかでも職業は取得することが
難しく，これまで研究が行われていない．本研究では，ユーザの職業を判別するために，ユーザの投稿内
容に加え，ユーザの自己紹介文およびユーザが他の人から付与されたタグの情報を使うことで精度を向上
させる．提案手法では，サポートベクターマシン（SVM）を使い，ユーザの投稿内容や自己紹介文，被リ
スト名を素性とすることで，会社員の職業推定に関して，適合率 0.85，再現率 0.77という実用的な精度で
職業判別を実現することができた．
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１．序論
ソーシャルメディアの普及に伴い，ソーシャルメ

ディア上のデータを分析することで，さまざまな現象
を調査・観測する試みが数多く行われている．従来の
社会調査やマーケティング手法の代わりに，ソーシャ
ルメディア上のデータを分析することで世論調査を
行ったり［2， 4］，商品の評判［10］やテレビ番組の感想

［12， 8］を収集することも行われている．このような調
査手法はソーシャルメディアマイニングと呼ばれる．

社会科学における調査や，企業におけるマーケティ
ング，情報システムにおける情報推薦の手法などにお
いては性別，年齢，居住地域，職業などの調査対象の
プロフィール（マーケティングの分野ではデモグラ
フィクスとも呼ばれる）を取得することは重要な課題
である．調査結果の詳細な分析のためには，調査対象
のプロフィールの偏りを知る必要があり，また精密な
調査分析のためには，層別抽出と線型推定により調査
対象の偏りを補正する必要がある［13， 6］．表１にある
ようにユーザのプロフィールとしては，主に居住地，
性別，年齢，職業が用いられており，それらに関する
データや扱いに関する知見が蓄積している［13， 6］．

ソーシャルメディアマイニングにおいても，調査対
象となるユーザのプロフィールを収集することが重要
である．これまでに，居住地や性別，年齢に関する

ユーザ属性の推定はさまざまな研究において行われて
きた．基本的には，ユーザの投稿内容からキーワード
を取り出し，それをもとに分類器を作ることでユーザ
属性を推定することができる．一方，ユーザ属性のな
かでも職業は取得することが難しく，これまで研究が
行われていない．それをまとめたものが表１である．
この理由として，ソーシャルメディア上でのユーザの
投稿内容は，ユーザの興味や嗜好に依存する部分が大
きく，年齢や性別と比べて職業との関係は強くないた
めである．ユーザ属性のなかでも，ユーザに内在する
性質である性別や年齢，また興味や嗜好といったこと
はユーザの投稿内容から知ることができるが，社会と
の関係のなかで構築されるようなユーザの性質や役
割，例えば職業や地位といったものは，ユーザの投稿
内容だけでなく，ユーザが自分自身を他者にどう紹介
しているか，また他者がそのユーザをどう捉えている
かという情報から推定することが有用であろう．

そこで，本研究では，ユーザの職業を判別するため

表１　ユーザプロフィールの活用と取得可能性
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に，ユーザの投稿内容に加え，ユーザの自己紹介文お
よびユーザが他の人から付与されたリストの情報を使
うことで精度を向上させる．自己紹介文は，他者に自
分をアピールする情報であり，職業に関する情報も含
まれている場合が多い．また，リストの情報は，他の
ユーザが情報を整理する際に用いるものであり，「同
僚」や「 ITエンジニア」などといった形で職業に関する
情報が含まれる場合がある．提案手法では，ユーザの
特徴量に対してサポートベクターマシン（SVM）を用
いて職業毎に判別器を生成する．機械学習の特徴量と
してはユーザの投稿内容，自己紹介文及び他のユーザ
から付与されたリスト名を用いる．評価実験におい
て，自己紹介文とリスト名を特徴量として会社員につ
いて分類器を生成したところ，適合率0.85，再現率
0.77という実用的な精度が得られた．

本研究の貢献は次のようにまとめられる．ユーザの
職業推定が可能となることで，マーケティングや社会
調査において詳細な分析が可能となる．例えば，会社
員や主婦，それぞれの最近の興味を知ることで，それ
らの職業をターゲットとした商品開発が可能となる．
また，ある商品に興味を持っているユーザにどの職業
が多いかという知識は，その商品の広告や販路の決定
に有用である．また，本研究ではTwitterだけに注目
しているが，同じような考え方によりFacebookやブ
ログなど他のソーシャルメディアにも適用可能である．

本論文は以下のように構成される．２節ではソー
シャルメディアのユーザに関する属性推定の既存研究
を紹介する．３節では，提案手法について詳細に説明
する．４節では，評価実験を通じて提案手法の実用性
について評価を行う．５節では，実験結果及び提案手
法についての考察を述べる．６節では本研究の結論に
ついて述べる．

２．既存研究
ソーシャルメディアからユーザのプロフィールを推

定する研究はこれまでも行われている．以下にその概
要を述べる．

ユーザの居住地推定に関して，Twitter のユーザは
それぞれプロフィールを設定しており，居住地につい
ても記載する欄が設けられている．Hecht らはそれら
を用いて，州単位，市単位でユーザの居住地を推定す
る手法を提案している［9］．これによれば，約4割程度
のユーザは州単位で，26％のユーザは市単位で居住地
推定が可能であるとしている．Chengらは，ツイート
集合からその土地固有のキーワードを抽出し，確率モ
デルを生成することで，51％のユーザの居住地を推定
することができたとしている［7］．またLarsらは，距

離が近いほど友人になりやすいという仮説に基づい
て，Facebook の友人関係を用いてユーザの居住地を
推定し，70％近い適合率を得ている［3］．

ソーシャルメディアから性別を推定する研究につい
て，Burgerらはツイート中の単語や文字列を手がか
りに性別を推定する手法を提案している［5］．彼らに
よればツイートの量やTwitter ユーザプロフィール内
のメタデータ量が推定精度に影響を与えるとしてい
る．性別，年齢，宗教，政治的志向の４つの属性を推
定する手法として，Raoらはフォロワー数やツイート
内容，RT 頻度などを素性として，機械学習を用いる
手法を提案している［11］．その他にもソーシャルメ
ディアからユーザの属性を推定する研究は存在する

［14， 16］．

３．提案手法
本節では各ユーザに関してTwitter により提供され

る情報及び機械学習を用いて，ユーザの職業推定を行
う手法を提案する．

3.1 職業推定手法の全体

ソーシャルメディアユーザの属性推定によく用いら
れる手法としては機械学習によって分類器を生成する
ものがある．あらかじめ人手によって属性ごとに分類
されたユーザデータから，属性の分類に有効と思われ
る特徴を機械学習し，分類器を生成し，その分類器を
用いてユーザを各属性に分類する手法である［14， 16］．

例えば，池田らの手法では下記に示す手順でTwit-
ter ユーザの性別に関する分類器を生成している．

１．予め男女に分けられたユーザ集合を用意する．
２．ユーザごとに投稿を収集し，それぞれのユーザ

の投稿群に出現する単語に重み付けを行う．
３．これらの各ユーザの投稿に出現する語を特徴量

とし，その特徴量に対して機械学習手法の一つ
であるSupport Vector Machine（以下，SVM）を
適用することで，分類器を生成する．

この手法により，80％以上の適合率で，男女分類，居
住地域推定（日本国内を７地域に分けて分類），年代分
類（10代，20代，30代など）を行うことに成功してい
る［16］．

本論文でもこの手法を用いることで，職業推定を行
うこととする．ただし，既存手法で扱われる分類数が
限られる属性（性別や年代）と異なり，職業属性につい
ては様々な分類，粒度が考えられる．例えば，会社員
や医者，教師，公務員といった業種による分類や，正
規社員，契約社員といった雇用形態による分類，技術
職，事務職，管理職といった職種による分類など，考
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えられ得る分類は多岐にわたる．
そこで本稿で提案する手法では，職業ごとに分類器

を生成することを目指す．つまり，会社員であるか否
か，医者であるか否か，管理職であるか否かなど，目
的とする職業であるか否かを判定する二値分類器を生
成することとする．本研究では，会社員かどうかの判
定器を生成し，その評価を実験により行うが，基本的
には任意の職業について同様の手法が適用可能である．

本稿で用いる分類器の生成手順を図２の左半分「分
類器生成」に示す．図２では職業の例として会社員を
用いている．詳細な手順は下記の通りである．

１．人手により目的とする職業であるユーザとそう
でないユーザに分類したユーザリストを作成
し，これを訓練データとする．

２．各ユーザに関するデータから特徴量を生成す
る．使用する特徴量については，後述する．

３．訓練データの特徴量をSVMに入力し学習させ
ることで，目的とする職業であるか否かを判定
する分類器を生成する．

また，分類器を適用して，ユーザの職業推定を行う
手順を図２の右半分「職業推定」に示す．詳細な手順は
下記の通りである．

１．職業を推定したいユーザリストを準備する．
２．各ユーザに関するデータから特徴量を生成す

る．使用する特徴量については，後述する．
３．得られた特徴量を分類器に入力し，正例と判定

されたユーザを当該の職業であると推定する．
一般にSVMで二値分類を行う際は，正例，負例とも
に200件程度あれば，十分な精度が得られることが知
られている．実際，blog 著者の男女分類においては，
正例と負例を合わせて約350件の学習データを用いて
高い精度を実現している［15］．

本研究では，各ユーザに関する特徴量として，ユー
ザの自己紹介文，および被リスト名を用いる点が新規
性である．ここで，Twitter のリスト機能について説
明する．

Twitter のリスト機能とは，各ユーザが自分のリン
クのあるユーザ（Twitter では，リンクすることをフォ
ロー，フォローしているユーザを friends と呼ぶ）を
整理するための機能である．具体的には，自分のフォ
ローしているユーザをいくつかのグループにグルーピ
ングし．各グループに名前をつける機能である．１つ
１つのグループを「リスト」，リストにつけた名前を

「リスト名」と呼ぶ．
このリスト機能は，ユーザを整理する機能である

が，視点を変えれば，図１で示す通り「自分の friends
にリスト名でタグ付けをしている」と考えることがで

きる．つまりユーザによるユーザへのタグ付与機能で
あると考えられる．この考え方を用いて，ユーザの属
性分析を行うサービスも存在している 1 ．

 
3.2 機械学習に用いる特徴量

ここでは学習に用いる特徴量について述べる．従来
手法では，ユーザ投稿から素性を生成していたのに対
し，提案手法では，ユーザ投稿，ユーザの自己紹介
文，ユーザが含まれるリスト名を用いる．ソーシャル
メディアから得られるユーザに関する特徴量として，
これ以外にソーシャルグラフ，すなわちTwitter にお
けるフォロー，被フォロー関係が考えられる．しか
し，ソーシャルメディアにおけるソーシャルグラフは
オフラインでのソーシャルグラフと異なることが知ら
れている［1］ 2 ．このため，Twitter を対象とした本研

図１　ユーザによるユーザへのタグ付け

図２　SVM を用いた職業推定手法

1 http://www.mustexist.com/list -tags/
2 http://fitzgeraldsteele.wordpress.com/2010/07/06/online－vs－

offline－social－networks/

775



40 知能と情報（日本知能情報ファジィ学会誌）

Vol.26 No.4

究ではソーシャルグラフ情報は用いない．
本稿では，データセットとして，無作為に抽出した

1,230,331ユーザの Twitter により提供される情報を用
いる．

なお，属性推定のための機械学習による分類器生成
において，特徴量として用いる単語の重みによく用い
られる下記の tf－idf を用いる．

 
tfi, j 文書 dj 中での単語 wi の出現頻度
dfj 単語 wi のある文書集合 D 内でいくつの文書

に出現するか
N ある文書集合 D に含まれる全文書数

wi, j  ＝ tfi, j log 

 
属性推定の既存研究においては，この tf－idf を単語

特徴量の重みとして用いて機械学習を行うことで，高
精度な属性推定に成功している［16］．

以下では，ユーザ投稿，自己紹介文，リスト名に対
して，具体的に行う処理について説明する．

 
3.2.1　ユーザ投稿の利用

ソーシャルメディアのユーザ属性を推定する既存手
法において，ユーザ投稿を用いる手法はよく用いられ
ている［5， 14， 16］．そこで本研究でもこのアプローチ
を用いる．ユーザにより投稿された直近 200投稿を収
集し，それらを形態素解析して得られた形態素全てを
特徴量として用いる 3 ．なお，６ヶ月以内の投稿数が
200件未満のユーザは対象外とした．これは，日常的
に投稿を行わないユーザの投稿には職業的な特徴がで
にくい，またそもそも当該ユーザがアクティブユーザ
でないと考えられるためである．なお，６ヶ月で200
件の投稿があった場合，平均して毎日１件以上投稿し
ていることとなるため，日常的に投稿しているユーザ
であると仮定する．形態素の重み付けはtf－idfを用い
る．なお df は，訓練データに含まれるユーザ全体に
よる投稿を文書全体と見なす．この際 df が全文書数
の30％を超える形態素については，ストップワードと
して用いない．

3.2.2　自己紹介文の利用

Twitter のユーザプロフィールには「bio」という項目
がある．これは自己紹介文を記入する項目であり，文
3 形態素とは言語学の用語で，意味を持つ最小の単位を表す．

形態素解析は文を形態素に分割し，各形態素に品詞を付与す
ることである．日本語の文章は単語同士が区切られていない
ため，計算機で日本語を処理する場合は，形態素解析ツール
にて文書を形態素に分解する必要がある

字数は140字以内に制限されている．ユーザによって
はこの項目に自分の年齢や性別，職業，趣味などを記
入し，公開している．

本研究ではこの自己紹介文を用いてユーザの職業推
定を行う．自己紹介文を形態素解析して得られる形態
素全てを特徴量として用いる．各語の重みは tf－idf を
用いる．なお df は，訓練データに含まれるユーザ全
体の自己紹介文を文書全体と見なす．自己紹介文につ
いてストップワードの除去を行わなかった．全文書数
の30％を超える df を持つ形態素がなかったためである．

なお，自己紹介文に職業名が含まれているため，そ
れをそのままユーザの職業名として用いることも可能
ではないかと考えられる．しかし，自己紹介文で自分
の職業を公開しているユーザはごくわずかである．例
えば，本データセットにおいて，自己紹介文に「会社
員」，「サラリーマン」と記入しているユーザ数は8,439
ユーザであり，全体の0.69％である．同様に「大学生」
は19,642ユーザで1.6％，「主婦」は7,709ユーザで0.63％
と低い値となっており．職業を公開しているユーザは
全体と比較してごく一部であることがわかる．そこ
で，他の手がかりからユーザの職業を推定する手法が
必要となる．

3.2.3　リスト機能の利用

他のユーザによってつけられたリスト名（以下，被
リスト名と呼ぶ）をユーザに対するタグとみなし，そ
れをユーザの職業推定の特徴量として用いる．また，
ユーザ ui にリスト名 lm のリストに含まれる回数を以
下の式で定義し，これを各リスト名のtf として用いる．

なお，何らかのリストに入れられているユーザ数
は，534,094ユーザであり，全体の43.4％にあたるた
め，ユーザの職業推定の手がかりとしては有効である
可能性は低くないと考えられる．

3.3 具体例

ある１人のユーザに関して上述の素性を取得する
と，表２となる（紙面の都合上，特徴量の一部のみを
掲載している）．tw から始まる特徴量は，文書中に出
現する形態素を意味する．bio から始まる特徴量は，
自己紹介文に出現する形態素を意味する．list から始
まる特徴量は，リスト名を意味する．但し，他のユー
ザからリスト名を付与されていない場合は，null: 1と
なる．各特徴量の「：」の後の数値は各特徴量の重みを
意味する．なお，表２において，tf－idf の重みがユー
ザによらず各語において共通の値となっている場合が
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表２　各ユーザの特徴量の具体例

判断した．次に，ユーザごとに各特徴量ベクトルを算
出する．ユーザ投稿，自己紹介文，被リストそれぞれ
に対して以下のような処理を行った．

ユーザ投稿　ユーザごとに，2013年１月時点での直近
ツイート200件を収集し，形態素解析を行い，各
語に tf－idf で重みづけした特徴量ベクトルを生
成．df 算出のための文書集合は2000名のツイー
ト全体とする．

自己紹介文　ユーザごとに，2012年10月時点での自
己紹介文に対し，形態素解析を行い，各語に tf－
idf で重みづけした特徴量ベクトルを生成．df 算
出のための文書集合は2000名の自己紹介文全体
とする．ただし，ユーザリストの生成に用いた

「会社員」［主婦」「フリーター」という職業を表す３
つの語は特徴量から自動的に除外した．

被リスト名　ユーザごとに，2013年３月時点での被リ
スト名を収集し，リスト名ごとに tf－idf で重み付
けした特徴量ベクトルを生成．df 算出のための
文書集合は2000名の被リスト名全体とする．

そして，データセットを訓練データとテストデータに
分け，分類器の精度を算出する．本実験は５分割交差
検定にて行う．また機械学習時の各パラメータは，分
類器生成のコストを低くするために，利用するSVM
ツールClassias 4 のデフォルトの値を利用する．それ
ぞれ，損失関数の収束判定の閾値を0.0001，L2正則化
係数を1.0損失関数収束判定の試行回数の上限値を
1000とした．

4 http://www.chokkan.org/software/classias/

多数見受けられる．例えば，ユーザB，ユーザCにお
いて「bio会社：1.253」となっている．これは，特に自
己紹介文において tf ＝1となることが多いため，wi, j  ＝

log　　のように，語の特徴量の重みが語のパラメー
タ i のみに依存し，ユーザのパラメータ j に依存しな
い値となってしまっているためである．

４．評価実験
4.1 実験方法

提案手法に基づいて，ユーザの職業推定実験を行っ
た．職業にはさまざまな分類の方法があり，例えば職
種と業種を分ける方法や，より簡易に会社員・自営
業・主婦・学生・その他といった形で分ける方法もあ
り，目的に応じて使い分けられる．本稿では，その中
でも用いられることが多い分類の一つである「会社員」
であるか否かを判定する分類器を生成する．本手法は
汎用的なものであり，その精度に違いはあっても基本
的にはどの分類に対しても適用可能である．

特徴量としては，ユーザの投稿，ユーザの自己紹介
文，ユーザのリスト名を用いた．既存の研究でユーザ
属性判定に用いられているのはユーザの投稿であるた
め，これをベースライン手法とする．

まず，データとしては，会社員1000名，それ以外
の職業（主婦，フリーター，学生）1000名の合計2000
名のユーザリストを用意した．各ユーザリストの生成
は，それぞれ「会社員です」「主婦です」「フリーターで
す」というフレーズを自己紹介文に含むユーザを収集
し，それをリスト化することで実現した．収集した
ユーザについて，200名ずつ人手で評価したところ，
当該職業であるユーザの割合は100％であった．なお
評価者は１名であり，評価者がユーザプロフィール及
びユーザの日々の投稿から総合的に各ユーザの職業を
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4.2 結果

この実験環境に基づいて行った提案手法の性能検証
結果は表３の通りである．適合率，再現率，F 値，そ
れぞれの値は，５回の試行の平均値である．

表３より，まず個別の特徴量を見ていくと自己紹介
文を用いた場合に，最も分類性能がよくなることがわ
かる．またリスト名は適合率が約0.5，再現率が約1.0
であるが，どのベクトルに対しても全て負例と判断し
てしまうためである．これより，リスト名単独では分
類には不向きであると言える．

次にそれぞれの特徴量を組み合わせた際の結果を見
ていくと，リストと自己紹介文両方を用いた際に適合
率0.849，再現率0.767と最も精度が高くなる．これよ
り，リスト名は単独では職業推定に不向きであるが，
他の特徴量と組み合わせることで，職業推定に有効に
なると考えられる．これはリスト名を付与されている
ユーザが全体の４割程度で有るため，リスト名が付与
されていないユーザが正例，負例ともにいるためと考
えられる．

自己紹介文とリスト名の両方を特徴量として，機械
学習を用いることで，0.849という高い適合率で会社
員であるか否かを判定することができた．これらの特
徴量について，自己紹介文は殆ど全てのユーザが持っ
ているものである．またリスト名についても４割近い
ユーザが有している．これより，提案手法は多くのユー
ザに適用可能な汎用性のある手法であると言える．

つまり，提案手法で対象とした特徴量のうち，リス
ト名と自己紹介文を特徴量として機械学習を行い，職
業分類器を生成することで，高い精度でユーザが会社
員であるかを推定することができた．

５．考察
実験結果より，ユーザの職業推定には，ソーシャル

メディア上での投稿よりも自己紹介文および被リスト
名が有効であることが分かる．それぞれの特徴につい
て詳細に比較すると，自己紹介文とは「他者からどの
ように見られたいか」を表したものである．また被リ

スト名とは，他者からの付与されたタグであると考え
られるため，「他者からどう見られているか」を表した
ものである．すなわち，職業推定に２つの有効な特徴
量はいずれも意識的に提示されたユーザの特徴である
と考えられる．それに対し，投稿とはユーザの日々の
行動や振る舞いが表れたものである．つまり，職業推
定に有効で無い特徴量は無意識的に顕在化した特徴で
あると考えられる．

次にユーザのプロフィールのうち，既存研究で扱わ
れていた性別や年代，居住地と本研究で扱った職業に
ついて比較すると，性別や年代，居住地というプロ
フィールは生得的なものであり，一般的には他者の認
識によらない，絶対的な特徴である．それに対し，職
業とは社会から与えられる役割であり，他者ないし自
身がユーザをどのように認識しているかによって変化
する相対的な特徴である．そのため，同じユーザで
も「会社員」「正社員」「マネージャ」「IT系」など様々な職
業が付与される．

推定に有効な特徴量とプロフィールの特徴について
合わせて考えると，既存研究で対象となっていた絶対
的なプロフィールの推定には投稿のように無意識的に
顕在化した特徴が有効であると推測される．それに対
し，本研究で対象とした相対的なプロフィールである
職業の推定には，「他者からどう見られているか／見
られたいか」のように意識的に提示された特徴が有効
であると推測される．

本手法を適用して職業推定を行うためには，職業推
定毎にツイート分類器を生成する必要がある．そのた
め，実際に多様な職業推定を行おうとすると，調査者
に多大なコストがかかるように感じられる．しかし，
Twitter 社により提供されるSearch API 5 を利用する
ことで，ある検索クエリをプロフィールに含むユーザ
を容易に収集することができる．例えば「会社員です」

「フリーターです」のような定型表現を検索クエリを用
いることで，それらの職業に従事しているユーザを収
集することができる．実際，「会社員です」「学生です」

「主婦です」という検索クエリをユーザプロフィールに
含むユーザを200名ずつ収集し人手で評価したとこ
ろ，収集したユーザが当該職業であった割合は100％
であった．このため，機械学習に用いるユーザリスト
を作成し，さらにその特徴量を収集し，それらに機械
学習を適用して職業分類器を生成するという過程を容
易に自動化することが可能である．逆にいえば，「会
社員です」のような定型表現で十分なユーザ群を収集
できない職業については，本手法で職業分類器を生成

表３　Twitter ユーザの職業推定会社員実験結果

5 https://dev.twitter.com/docs/api/1.1/get/users/search
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することは困難となる．

６．結論
本論文では，ソーシャルメディアユーザのプロ

フィール推定のうち，既存研究では実現されていない
職業推定に着目し，ユーザの投稿やプロフィール文か
ら職業推定を行う手法を提案した．評価実験を通じ
て，会社員について適合率0.85，再現率0.77という実
用的な精度で職業推定を実現した．評価実験で有効
だった特徴量である自己紹介文は殆どのユーザが，被
リスト名については半分程度のユーザが有している．
このため，同様の手法は他の職業推定にも適用可能で
あるという意味で提案手法は汎用性を有している．た
だし，実用的な精度が得られるかについては，各職業
ごとに検証する必要があるだろう．

提案手法を用いてユーザの職業推定が可能となるこ
とで，マーケティングや社会調査において詳細な分析
や結果の補正が可能となる．またユーザの日常的な行
動は職業によって影響されるため，ユーザの行動推定
や状態推定といった応用分野が考えられる．本研究
が，様々な応用研究につながっていけば幸いである．
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A Proposal for Occupation Estimation Methods for Social Media Users
by

Takeshi SAKAKI and Yutaka MATSUO

Abstract：
Recently, more people try to perform social survey or marketing by analyzing data on social media.  Such at-

tempts are called“Social Media Mining”.  Attributes of social media users are not specified.  Some attributes of social
media users are easy to be estimated.  Others are not easy to be estimated. In previous researches, they can succeed
in estimating age, gender and habitants of social media users.  While, it is difficult to estimate occupation among user
attributes of social media.  The proposed method use support vector machine to create classifier for occupation esti-
mation.  It succeed in estimating occupation with practical accuracy of 0.85 and practical  recall of 0.77.
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