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Summary
Many of the problems we face today in artificial intelligence, e.g., real-world activity navigation, can only

be solved if we have adequate knowledge bases of human behavior. Although some of the knowledge is available
as Linked Open Data (LOD), the amount of data that is available is not enough to realize truly useful navigation
applications. The purpose of this paper is to propose and evaluate a method that can automatically extract an ontology
of human activities. This ontology is composed of a graph based on ConceptNet5 whose nodes represent activities and
whose edges represent semantics between activities. The challenges to developing a truly useful activity navigation
system are the following: (i) improving the currently low coverage rate of extracted activities, and (ii) allowing and
predicting multiple semantics between activities. The proposed method has two steps: (1) extract mutually related
activities from social media, and (2) predict the semantic label between activities via supervised learning by leveraging
the semantics on ConceptNet5 as labeled data. Comparisons with ConceptNet5 show that the proposed method can
discover more activities than ConceptNet5 and predict semantic relations between activities more accurately, about
10% more accurately, than the baseline method.

1. は じ め に

人間の常識を自然言語で表現した大規模な知識ベース
は，人工知能を搭載するシステムの様々な問題を解決する
とされている [Havasi 07]．例えば，質問応答システムで
知られるWatson [Ferrucci 12]は，DBpedia等の Linked
Open Data (LOD) [Bizer 09]と呼ばれる知識ベースを利
用して適切な回答を行っている．こうした Semantic Web
の発展の流れの中で，人間の行動に関する常識を蓄積し
た行動の知識ベースが注目されている．例えば，ユーザ
の行動を識別する技術では，センサデータの統計処理に
加えて，知識に基づく処理によって識別精度が向上する
とされている [Rodrı́guez 14]．また，ロボットの行動制
御の技術では，行動の知識ベースから制御目標を設定す

る研究もある [Tenorth 10]．我々は，人間の知識ベース
を行動支援システムに応用することを考えている．例え
ば，「寝る」-HasPrerequisite(表 1)→「電気を消す」とい
う知識は，寝る前には電気を消すという行動の関係を表
す．この知識を用いることで，心拍センサからユーザが
寝ていると判定された時に電気が消えていなければ，自
動的に電気を消すことも可能になる．また例えば，「光を
浴びる」-MovivatedByGoal→「起きる」という知識は，
起きるためには光を浴びるという目的と手段の関係を表
す．この知識を用いることで，対話エージェントが「朝
です，光を浴びましょう．」といった，行動を促す発話が
可能になる．このように，行動と行動の間の様々な意味
関係を構造化した知識ベースは，ユーザの行動を細やか



2 人工知能学会論文誌 31巻 1号 SP1-H（2016年）

に支援するシステムの基盤となる．以上の背景から，本
稿では行動の知識ベースを構築する問題を扱う．

本稿では，行動と行動の意味的な関係性を体系化した
知識ベースを行動のオントロジーと呼ぶ．本稿で対象と
する行動のオントロジーはグラフ構造である．つまり，実
世界における行動をノードで，二つの行動の意味的な関
係性をエッジで表現する．本稿では，この意味的な関係
性を意味ラベルと呼ぶ．行動のオントロジーの既存研究
の中で，同じ知識表現を持つものに ConceptNet5 [Speer
12] がある．我々の調査の範囲では，ConceptNet5 は日
本語の行動のオントロジーを公開している最大の LOD
である ∗1．ConceptNet5の知識表現の中で行動支援に関
連すると判断される意味ラベルに，HasPrerequisite(前提
条件)，MotivatedByGoal(目的)，HasSubevent(上位下位)
等が挙げられる．本稿では，こうした意味ラベルを持つ
行動のオントロジーの自動構築手法を提案する．

本稿が対象とする行動のオントロジーの構築方法に関
して，関連研究との違いを述べる．関連研究は主に (A)
人手で作成，(B)テキストから自動的に抽出，に大別でき
ると考えられる．(A)の代表例である Cyc [Lenat 89]で
は，人間と同等の推論システムを創ることを目的に，人
手による入力作業で知識を生成している．ConceptNet5
[Speer 12]では，常識の生成を目的に，クラウドソーシ
ング ∗2で行動のオントロジーを構築し，LODとして公
開している．しかし，一般に (A)による知識生成の網羅
性は，作業者の能力に依存する．特に，注目している特
定の行動 (以下，単に特定行動と呼ぶ)に関連する複数の
行動と，それらの間の意味ラベルを抽出するには，専門
家の作業を必要とする．一方，特定行動に関する文書集
合から適切な知識を自動で抽出できれば，作業を依頼す
る必要がなくなる．これにより，より効率的かつ作業者
の能力に偏らない網羅性の高い知識を抽出できる可能性
がある．そのため，本稿では，(B)のアプローチを採用
する．(B)の関連研究は概して，行動のオントロジーの
利用目的が明確で，意味ラベルを限定している場合が多
い．例えば，タスク処理の順序の体系化を目的に，行動
の遷移関係を抽出した研究 [Jung 10]がある．他の例で
は，サービスや行動のナビゲーションを目的に，目標と達
成手段の関係抽出した研究 [Fukazawa 10]，[Yokoyama
14]がある．これらの研究は，特定の意味ラベルに注力し
ている．一方で，我々は細やかな行動支援を目指してお
り，複数の意味ラベルを同時抽出する点が他の関連研究
と異なる．複数の意味ラベルとは，例えば，ある行動の
前に必ずする行動や，ある行動を実現するための行動等

∗1 ConceptNet5 は，以下の四つの LOD の原則を満たして
いる．(a) 識別子を持つ, (b) HTTP URI によって参照可
能である, (c) RDF 形式である, (d) DBpedia などへリン
クしている．http://www.w3.org/DesignIssues/LinkedData.html,
http://conceptnet5.media.mit.edu/

∗2 不特定多数の人の寄与を募り，必要とするコンテンツ，サー
ビス，またはアイデアを取得するプロセスのことを指す．

表 1 ConceptNet5 で採用されている行動間の意味ラベル

意味ラベル 意味 ConceptNet5 内の日本語訳

A Causes B 原因結果 B の原因は A
A HasPrerequisite B 前提条件 A の先にする事は B

A MotivatedByGoal B 目的 B するために A する
A HasSubevent B 上位下位 A する時にする事の一つは B

A HasFirstSubevent B 上位下位 A する際に最初にする事は B
A HasLastSubevent B 上位下位 A する際に最後にする事は B

である．また，関連研究との違いとして，手法の評価が
ある．従来の研究では，提案手法で得られた行動を対象
に評価を実施しており，網羅性の検証には課題があると
言える．そこで，より詳細な網羅性の検証を行うために，
本稿ではクラウドソーシングで得られた ConceptNet5を
正解データの対象に加える．

本稿の目的は，特定行動とそれに関連する行動との間
に存在する複数の意味ラベルを抽出する方法論を提案し，
その有効性を検証することである．提案する方法論は二
段階の処理で構成される．第一の処理は，何かしらの関
連を持つ行動のペアを網羅的に抽出することを目的とす
る．手法は，ソーシャルメディア上での行動の出現確率
を元にした統計処理である．第二の処理は，ペアとなっ
た行動間の意味ラベルとその有向性を判定することを目
的とする．手法は，ソーシャルメディアにおける行動の
出現パターンを素性とし，LODである ConceptNet5を
教師データとした教師あり学習である．提案する方法論
の評価では，「寝る」と「運動する」という二つの特定行
動に対し，網羅性と正確性の観点で ConceptNet5と比較
を行う．具体的には，以下の項目 Q1と Q2を検証する．

Q1 提案する方法論によって，ConceptNet5では抽出
できない情報を網羅的に獲得できるか？

Q2 ConceptNet5 (LOD)とソーシャルメディアから自
動構築した行動の意味ラベルの予測精度は？

本稿の貢献は以下の二点である．第一に，特定行動と
それに関連する複数の行動と，それらの間の意味ラベル
を抽出することで，行動のオントロジーを自動で抽出す
る方法論を提案することである．第二に，提案する方法
論に LODや手動構築したデータを加味し，網羅性や正確
性の観点で比較評価を行うことである．検証の結果，Q1
については提案する自動構築手法は LODに対して F値
を約 0.27上回りながら，再現率は約 38%良い結果となっ
た．また，Q2 については意味ラベル予測の正解率が約
69%となり，ベースラインとして設定したパターンマッ
チングよりも約 10%良い結果となった．

2. 関 連 研 究

2 ·1 行動のオントロジー構築に関する研究

§ 1 人手作業による生成

人手による入力作業で知識を生成する代表例に，Cyc
[Lenat 89]がある．こちらは，人間と同等の推論システ
ムを創ることを目的としており，その作業は現在も続い
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ているとされる．不特定多数の人に行動に関する知識を
生成してもらう，つまりクラウドソーシングによる手法
もある．人間の常識に関する知識の生成を目的とし，行
動や固有名詞を対象に知識を生成するプロジェクトとし
て，Open Mind Common Sense (OMCS) [Singh 02]があ
る．OMCS では，Web 上の不特定多数の人から常識を
抽出する．このプロジェクトは日本国内でも行われてお
り，例えばゲーミフィケーションを導入した Web サー
ビス ∗3が存在する．こうして OMCSで作成された知識
は，ConceptNet [Havasi 07]と呼ばれる知識ベースに統
合された．現在，OMCSで得られた知識は DBpediaや
WordNet [Miller 95]，Wikitionary∗4等の LODと統合さ
れ，ConceptNet5 [Speer 12]と名を改めて LODとして公
開されている．ConceptNet5は，知識の正確性は高い一
方で行動に関するデータの網羅性は低いと指摘されてい
る [Suchanek 14]∗5．また，対象とする特定行動によって
知識の量が異なることを著者らは確認している．さらに，
行動の表現に動詞や目的語以外に副詞や形容詞が含まれ
る等，行動の表現は厳密に定義されていない．OMCSプ
ロジェクト以外にも，ロボットの知能の高度化を目的に
クラウドソーシングで行動のオントロジーを抽出する研
究 [Gupta 04]もある．

本稿では，クラウドソーシングで収集された知識ベー
スを利用するアプローチを取る．つまり，収集されたデー
タを教師データとして利用し，行動のオントロジーの拡
張を図る．

§ 2 テキストマイニング

テキストデータを統計処理することで，自動で行動の
オントロジーを構築する手法である．

あるタスク処理の作業順序の体系化を目的に，行動の遷
移関係を抽出した研究 [Jung 10]がある．但し，テキスト
データとして作業の順序が構造化されたwikiHow.comや
ehow.com∗6上のデータを利用している．ロボットの研究
分野でも，上記のテキストデータを用いてロボットのタス
ク達成のためのプロセスを自動で抽出する研究 [Tenorth
10]がある．例えば食事の準備というタスクでは，1)皿
を置く，2)フォークを置く，3)ナイフを置く，といった
プロセスが紹介されている．これらの研究で提案されて
いる手法は，順序性が構造化されたデータソースの特性
を利用している．本稿では，様々な行動支援を対象に遷
移関係以外の意味ラベルも抽出対象としたい．そのため，
多様な情報を含むソーシャルメディアを用いるが，順序
性が構造化されていないこのデータに上記の手法を適用

∗3 ナージャとなぞなぞ, 対話的にゲームをすることで Linked
Data を増やす Web アプリケーション，http://nadya.jp/

∗4 Wikitionary : ボランティアによって作成されているユーザ参
加型の辞書

∗5 詳 細 は 以 下 の 資 料 が 詳 し い ．http://resources.mpi-
inf.mpg.de/yago-naga/vldb2014-tutorial/vldb2014-slides.pdf

∗6 あらゆる分野のタスクにおける How-to に関して，その
処理手順をまとめた Web サイト．http://www.wikihow.com,
http://www.ehow.com/

図 1 ConceptNet5 のデータ例（特定行動 =「寝る」）

するのは難しい．

サービスナビゲーションを目的にした研究 [Fukazawa
10]では，目的と手段の関係 (isAchievedBy)にある行動群
を自己相互情報量を用いて自動構築する手法を提案した．
行動ナビゲーションを目的にした研究 [Yokoyama 14]で
は，ある行動とその動機の関係性 (isMotivatedBy)を，構
文パターンとの一致性から抽出した．これらの研究と本
稿の違いも上記と同様に，本稿は複数の意味ラベルを抽
出対象とする点が異なる．

その他の関連研究について説明する．まず，名詞間の
関係性抽出に注力した研究を紹介する．Web上の文書を
対象とした研究に KnowItAll [Etzioni 11]がある．ここ
では，文内の動詞句をパターンマッチングで特定し，そ
の前後の二つの名詞を抽出することで，名詞間の関係性
を抽出している．Wikipediaを対象とした研究 [Suchanek
08]，[中山 09]では，インフォボックス等の構造を利用
して名詞の関係性を抽出している．次に，行動の抽出に
関する研究を紹介する．経験マイニング [倉島 09]は，名
詞句と動詞句で構成される人間の行動に対し，時間，空
間，感情といった情報を付与している．しかし，行動と
行動の意味的な関係性は研究対象としていない．

2 ·2 行動のオントロジーの知識表現に関する研究

ConceptNet5 [Speer 12]では，名詞や動詞で構成され
る概念の関係が体系化されている．特に動詞句を含む概
念間には，表 1に示す六つの意味ラベルが定義されてい
る．各意味ラベルの日本語訳は ConceptNet5で用いられ
ている訳文である．これらの意味ラベルを用いて構成し
た複数の行動の意味関係を図 1 に示す．sameAs 等の同
義性を示す意味ラベルはないものの，前述の関連研究が
対象とした意味ラベルと同等の意味ラベルが含まれてい
ると言える．著者らの調べでは，この ConceptNet5が行
動の LOD として世界最大のものと認識している．そこ
で，本稿では ConceptNet5で用いられている知識表現を
踏襲し，行動のオントロジーを構成する．

別の行動オントロジーの研究としては，日常生活行動
のオントロジーに基づくユーザモデルとしてOOPSモデ
ル [笹島 08]が提案されている．この行動のオントロジー
は，ユーザの日常行動を上位下位概念に体系化し，それ
ら行動を実現する方式や発生が予想される問題点，その
解決法までモデル化する．上位下位概念に体系化する体
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系化については，ConceptNet5の HasSubeventに対応す
るものと解釈できる．

3. 行動のオントロジーとは

3 ·1 行動のオントロジーの概要

一般に，人間の行動は深層格を理解することで具体的
になる．つまり，ある動作行為と動作対象だけでなく，動
作主や目的，場所や時間といった様々な要因との関係によ
り行動は同定される．例えば，朝起きた時に寝室で「光を
浴びる」という行動は目覚めを目的とし，夏休みに海で
「光を浴びる」という行動は日焼けを目的とするだろう．
このように，場所や時間等の要因により行動の意味や解
釈は変化しうる．ゆえに，行動を一意的に解釈するには，
複雑な知識表現が必要になる．本研究はこうした複雑な
知識表現に将来的に対応することを目指しているが，ま
ずは行動とその関係性のみに焦点を当てる．こうした単
純な知識表現で行動を記述することで，様々なシステム
に応用可能な汎用的な行動のオントロジーを目指す．

本稿では行動のオントロジーをノードとエッジで構成
する．各要素を以下のように定義する．

•ノード：人間の行動を自然言語で表現
•エッジ：行動間に存在する有向な意味ラベルを表現

ノードが表現する行動は，実世界において人間が主体とな
って行う動作を表す．例えば「寝る」，「写真を共有する」や
「ジムに行く」である．エッジが表現する意味ラベルは，二
つの行動の間にある関係性を表す．本稿で扱う意味ラベル
は，ConceptNet5 [Speer 12]で採用されている六種の関係
性 (表 1)の中から，HasPrerequisite，MotivatedByGoal，
HasSubeventの三種を採用する．その理由は，これらの
意味ラベルは行動支援に特に有用であると考えられるた
めである．もし，「寝る」-HasPrerequisite→「薬を飲む」
という知識を発見できれば，寝る前に薬を飲むことを自
動でリマインドすることができる．もし，「ヨガする」-
MovivatedByGoal→「健康を維持する」という知識を発
見できれば，健康を維持するための手段を提示できる．
また，HasSubevent により行動間の上位下位概念が理解
できれば，断片的に観測されるユーザの行動を抽象化す
ることできる．これにより，ユーザの大まかな興味を捉
え，様々な支援に応用できると考えられる．他の意味ラ
ベルも有用である場合も考えられるが，本稿ではまずは
重要と思われる上記三種の意味ラベルを対象とする．

3 ·2 行動 (ノード)の表現
本章では，行動の自然言語表現を説明する．

§ 1 行動 (ノード)が満たすべき要件
本稿では，行動の表現は以下の二点の要件を満たす必

要があると考える．

要件 1 人間が動作主となる表現であること
要件 2 行動を想起できる自然言語の表現であること

本稿では人間の行動を対象とするため，現象変化に関
する表現は排除する．例えば「窓が開く」という現象表現
は対象とせず，「窓を開ける」動作表現を対象とする．ま
た，曖昧な行動表現は可能な限り排除する．例えば「共
有する」という行動表現のように曖昧な場合，「写真を共
有する」のように目的語を付加することで具体化する．

§ 2 行動 (ノード)が満たすべき条件

上記二点の要件を満たす行動の表現を得るための条件
を設定した．これら条件を満たす行動表現をノードとし
て採用する．

条件 1 動詞の表現を一つ含むこと
条件 2 ガ格の深層格に動作主を取る動詞であること
条件 3a 他動詞の場合は一単語の目的語とペアであること
条件 3b 自動詞の場合は一単語の動詞のみ或いは二格の

名詞句とペアであること

条件 1は，行動の表現には用言が必要であるという前
提に基づく．条件 2は，要件 1を満たすための条件であ
る．例えば「違う」という動詞は「色が違う」等と使わ
れ，ガ格の深層格は [対象]や [動作]であり [動作主]は
存在しない [竹内 08]．条件 3では，他動詞と自動詞の場
合で処理を分ける．他動詞は，単体だと曖昧な行動表現
になる傾向があるため，目的語とペアとなる表現を行動
(ノード)として扱う (条件 3a)．自動詞は，単体で行動を
想起できる表現になる傾向がある．例えば，「寝る」とい
う表現は要件 1 および 2 を満たしていると考えられる．
但し，着点への移動を表す表現では，表現が曖昧になる
傾向がある．例えば，「行く」や「向かう」という表現は
曖昧で，行動の想起が困難である．その為，自動詞に対
しては，一単語の動詞，或いは着点を表す二格の名詞句
とペアとなる表現を行動 (ノード)として扱う (条件 3b)．

§ 3 行動 (ノード)の抽出処理

上述の条件を満たす表現を自動抽出する処理について
述べる．尚，動詞の分類や深層格の分析には，動詞項シ
ソーラス [竹内 08]を用いる．

(1) 文書に対し形態素解析と係り受け解析 [奥村 10]を実施
(2) 動詞 or “サ変名詞+する”の用言を動詞として抽出
(3) 動詞の用法でガ格に [動作主]を持つ用法かを確認
(4) 動詞が自動詞か他動詞か判断
(5) 他動詞の場合，ヲ格で係る文節内の名詞とセットで抽出
(6) 自動詞でかつ二格に着点への移動の深層格を持つ動詞
であれば，二格とペアで抽出

(7) その他の自動詞の場合，動詞単体で抽出

上記の処理で抽出できない行動表現，或いは抽出され
る不適切な行動表現は以下の通りである．

•動詞が動詞項シソーラスに存在しない表現
例）「二度寝する」，「峠を走り抜く」

•着点への移動を表現しない二格と自動詞の表現
例）「今年に入る」，「一緒に行く」
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4. 提 案 手 法

対象とする特定行動を起点に，複数の意味ラベルを持
つ行動のオントロジーを自動で抽出する方法論を提案す
る．その方法論は二段階の処理である．まず第一の処理
で何かしらの関連がある行動のペアを抽出し，次に第二
の処理でそのペア間の意味ラベルを推定する．

4 ·1 第一の処理：関連する行動ペアの抽出

第一の処理では，何かしらの関連がある行動ペアをソー
シャルメディアから抽出する．行動ペアとは，例えば「寝
る」-「起きる」や「運動する」-「ダイエットする」で
ある．ソーシャルメディアをデータソースとする理由は，
様々なユーザ属性の視点で日常的な行動がデータに記録
されるためである．
第一の処理では以下の前提に基づき，ノードとエッジ
の出現確率に基づいた統計処理により，関連する行動ペ
アを抽出する．

•特定行動に関連する文書集合に出現しやすい他の行
動は，特定行動と関連がある

•同じ文書内に共通して出現しやすい二つの行動同士
は関連がある

•同じ文書内に共通して出現しやすい二つの行動同士
の中でも，特定行動と関連する文書集合に出現しや
すい行動は関連が強い
具体的には，まず全文書群と特定行動に関連する文書

群からそれぞれ，文書間共起に基づく関連する行動の出
現頻度を算出する．次にそれぞれの文書群におけるノー
ドとエッジの出現確率を用いたオッズ比を算出すること
で，適切なノードとエッジを抽出する．単なる出現頻度
だけでは，全文書群から抽出されやすい行動が多く抽出
されてしまう問題がある．ここでは二つの文書群の性質
の違い，つまり行動の出現確率の違いを扱えるオッズ比
を用いる [Mladenic 98]．
§ 1 文書間共起に基づく抽出手法

3 ·2 ·3節で解説した抽出処理を用いて，注目する文書
集合 D 内の各文書から得られたノードを用いて行動-文
書行列X ∈ Bn×mを定義する．但し，得られたノード数
を n,文書数をmとしている．この時，共起行列 Aは，

A =XXT ∈ Nn×n (1)

により算出される．ここで，行動を ai(ノード)，行動 ai

と aj の間の関連を ei,j(エッジ)と定義する．この時，対
角要素 Ai,i は行動 ai が出現する文書数を表し，非対角
要素 Ai,j は行動 ai と行動 aj が共起した文書数を表す．
尚，Aは対称行列となる．対角要素Ai,iの値をノード ai

に対する重みとして考慮し，非対角要素Ai,j の値をエッ
ジ ai と aj に対する重みとして考慮する．こうしてノー
ドの集合とエッジの集合を慣例に従い，それぞれ V とE

で表現する．

上記の文書集合 D について，注目する特定行動に関
連する文書群を D{c} とし，D{c} に対する共起行列を
A{c}，全文書集合をD{g}とし，D{g}に対する共起行列
をA{g}とする．但し，行列A{c}が持つインデックスは
A{g}と対応するものとする．またD{c}は例えば，特定
行動を最も表現する単語を含む文書集合を選択する．
§ 2 ノードとエッジのオッズ比に基づく抽出手法

文書間共起に基づく抽出手法では，特定行動とは関係
なく文書全体で頻出する行動も抽出されてしまう．今回
は，ある特定行動に強く関連する行動を対象としたい．
そのため，全文書群 D{g} と特定行動と関連する文書群
D{c} における行動の出現確率の違いを重要な特徴量と
して注目する．これらの出現確率の違いを用いて，ある
行動 ai(ノード)の重要度をオッズ比で算出する．さらに，
行動間の関係 (エッジ)の重要度についても同様に算出す
る．以降では，具体的な処理を述べる．
まず，全文書群D{g}で行動aiが出現する確率P {g}(ai)

と，特定行動と関連する文書群D{c}で行動 aiが出現す
る確率 P {c}(ai)から，行動 ai の重要度をオッズ比で算
出する．行動 ai の重要度 saiは，以下の式で算出される．

sai =
P {c}(ai)(1−P {g}(ai))

(1−P {c}(ai))P {g}(ai)
(2)

P {c}(ai) =
A

{c}
i,i∑

iA
{c}
i,i

, P {g}(ai) =
A

{g}
i,i∑

iA
{g}
i,i

(3)

次に，エッジ ei,j に対してもノードの重要度算出と同
様の処理を行う．つまり，全文書群D{g}でエッジ ei,j が
出現する確率を P {g}(ei,j)，特定行動と関連する文書群
D{c}でエッジ ei,j が出現する確率を P {c}(ei,j)とし，相
対的に出現確率が高いエッジ ei,j は，特定行動との関連
が強いことを意味する．エッジ ei,j に対する重要度 sei,j
は同様に，

sei,j =
P {c}(ei,j)(1−P {g}(ei,j))

(1−P {c}(ei,j))P {g}(ei,j)
(4)

P {c}(ei,j) =
A

{c}
i,j∑

jA
{c}
i,j

, P {g}(ei,j) =
A

{g}
i,j∑

jA
{g}
i,j

(5)

と算出される．但し，オッズ比の評価の前処理として，
A{c} と A{g} それぞれの対角要素 Ai,i(ノード情報)と非
対角要素Ai,j(エッジ情報)について出現頻度が，下位 10%

以下のものは削除する．この処理により，出現頻度が低
いノードとエッジそれぞれの重要度が不適切に高く評価
されることを回避する．
最後に，以下の制約条件を満たすノードとエッジを抽
出する．

(1) ノード ai の重要度 sai(オッズ比)の対数が平均以
上であること

log(sai) ≥
∑

k log(sak
)

n{c} (6)



6 人工知能学会論文誌 31巻 1号 SP1-H（2016年）

(2) ノード ai とその隣接するエッジのオッズ比 sei,j
の最大値が閾値 γ 以上であること

4 ·2 第二の処理：関連する行動間の意味ラベルの予測

第一の処理で抽出されたエッジ ei,j に対し，意味ラベ
ルを予測する．例えば，ai − ei,j → aj(ai =「寝る」，aj =
「電気を消す」)に対し，意味ラベル ei,j = HasPrerequisite

を予測する．

第二の処理で提案する手法は，教師データとして LOD
であるConceptNet5を用い，素性としてソーシャルメディ
アでの出現パターンを用いた，教師あり学習による意味
ラベル予測手法である．

§ 1 素性設計

行動のペア ai と aj が出現する文書群 Dij を考える．
この時，aiと aj が文書 dk ∈Dij で出現するパターンか
ら素性を生成する．以下に処理手順を述べる．

まず，単純な出現順序を考慮する．例えば，「京都に行
く」-HasSubevent→「清水寺に行く」は前者が上位概念
となるが，ソーシャルメディア上ではまず文頭に京都に
行ったことを記述する場合が多い．よって，文書群Dij

内で ai → aj，aj → ai それぞれの順序で出現する確率
を考慮する．

次に，ペアとなる行動の間につながりを示す特徴的な単
語wei,j が出現する場合，wei,j は意味ラベルを推定する手
掛かりとなる．例えば，「ダイエットするために走った」で
は，「ため」という特徴的な単語wei,j がMotivatedByGoal
の意味ラベルを示唆する．よって，行動 ai と aj が隣接
し，かつそれぞれの出現箇所の間に wei,j が出現する時，
以下の四つの素性を考慮する．

(1) ai → wei,j → aj の順で出現する確率 ([0,1])
(2) aj → wei,j → ai の順で出現する確率 ([0,1])
(3) ai → wei,j → aj の順で出現するか否か ({0,1})
(4) aj → wei,j → ai の順で出現するか否か ({0,1})

wei,j として具体的に，{て,ので，から，ため，前，後，
原因，目標，せい，先，時，際 }を考慮した．
§ 2 教師あり学習

上述の素性を用いて教師あり学習によるマルチクラス
分類を行う．本稿で対象とするのは三種の意味ラベルの
予測だが，その有向性を考慮して全部で六クラスの分類
問題となる．これは，第一の処理で抽出される行動のペ
アは無向なため，有向性の判定も第二の処理で同時に行
う必要があるためである．以下に処理手順を述べる．

まず，教師データを ConceptNet5から取得する．教師
データは，RDFデータから得られ，二つの行動 (ノード)
に対して有向な意味ラベル (エッジ)が付与されている．
具体例は，図 1に示している．
次に，分類器を生成する．任意の行動のペア ai と aj

に対し，ソーシャルメディアから得られた素性と，Con-
ceptNet5で得られた教師データを用いて，教師あり学習
により分類器を構築する．この分類器を用いることで，

何かしらの意味関係があることを示すエッジ ei,j に対し，
意味ラベルとその有向性を予測する．

5. 評 価 検 証

本章では，1章で述べた二点の項目 (Q1,Q2)について
評価検証を実施する．

5 ·1 検証実験 -検証項目 Q1について

まず，1章で述べた第一の網羅性に関する検証項目を，
LOD (ConceptNet5)との比較に基づいて評価する．本章
では，「寝る」と「運動する」の二つの特定行動に対し，第
一の処理で得られる行動ノードの精度を検証することで，
特定行動とそれに関連する行動群の網羅性を評価する．

§ 1 正解データ

2 ·1 ·1節で述べた通り，ConceptNet5では，行動に関
するデータの網羅性が低いことが指摘されている．その
ため，ConceptNet5と比較して提案手法によって網羅的
な情報抽出が可能かを正確に検証するには，両者のデー
タセットから正解データを生成する必要があると考えた．
そこで，以下の手続きで正解データを作成した．

step1 提案手法 (第一の処理)による行動の抽出 V1

step2 ConceptNet5からの行動の抽出 V2

step3 V1,V2で得られた行動に対し，対象の特定行動と関
連しているか否かを人手で判定し正解データを設定

step1:提案手法 (第一の処理)による行動の抽出
情報源となるソーシャルメディアは，2014年 5月 1日

∼2014 年 5 月 30 日の期間中に得られた Web 上の日本
語のブログである．特定行動と関連する文書群D{c} は，
それぞれ「睡眠」，「運動」という単語を含む文書群とし
た．今回は，行動の抽出処理で用いる形態素解析はmecab
[Kudo 04] を，係り受け解析には cabocha [Kudo 03] を
用いた．閾値 γは，γ = 0.0から 1.0まで 0.2刻みで結果
を事前に評価し，最良の結果を示した γ = 0.6を採用し
た．こうして自動構築して得られた行動オントロジーの
ノード集合 V1 を生成する．第一の処理で得られた行動
ノード群を図 2に示す．

尚，図 2において，色 ∗7はモジュラリティ最大化によ
るクラスタリングの結果を，ノードの大きさはノードの
次数を表し，可視化アルゴリズムは ForceAtlas∗8を用い
ている．特定行動である「寝る」や，その後に必ずする
行動である「起きる」の二つの行動の中心性が高く，そ
れに付随する行動群が抽出できていることがわかる．

step2:LOD (ConceptNet5)からの行動の抽出
特定行動から 1リンク先，および 2リンク先の行動を

ConceptNet5から取得する．2リンク先の行動を取得す

∗7 白黒印刷の場合は濃淡で参照されたい．
∗8 ForceAtlasは Gephiの標準として使われているグラフ可視化
アルゴリズムである．



LODとソーシャルメディアに基づく特定行動に関するオントロジーの構築と評価 7

図 2 第一の処理で得られた行動群 (特定行動 =「寝る」)

表 2 正解データの評価例
(-,起きる), (白湯,飲む), (お布団,入る), (歯,磨く)

関連あり (SNS, チェック)，(-, 寝返る)，(体重, 記録)
(朝ご飯, 作る)，(朝日, 浴びる)，(-, 休息する)
(成績, 取る)，(-, 泳ぐ)，(本, 買う), (お礼, 言う)

関連なし (何，食べる)，(レビュー, 書く)，(-, 老化する)
(航空券, 買う)，(観光地, 行く)，(-, 肥満する)

ることで，対象の特定行動に関連する行動をより広範に
取得できると考えられる．

但し，得られた行動ノードは 3 ·2 ·3節で述べた処理を
施し，本稿で対象とする行動の条件に該当しないものは
削除した．こうして得られた行動のオントロジーのノー
ド集合を V2 とする．

step3:正解データの人手判定
V1 と V2 の全ノードに対して，対象とする特定行動と

関連の有無を判定した．判定の基準は，特定行動と対象
の行動が関連するかしないかを以下の基準で判定した．

•関連あり：少なくとも特定のユーザ属性では頻繁に
行われる行動

•関連なし：あらゆるユーザ属性でも行われない行動
特定行動を「寝る」とした場合の評価例を表 2 に示す．
尚，この評価はブラインドテストによって，第一著者が
実施した．結果，「寝る」と「運動する」の両方の特定行
動に関連する，合計 776個の行動に対して 480個の行動
が正解と判断された．

5 ·2 結果-検証項目 Q1について
§ 1 二つの特定行動の精度比較

「寝る」と「運動する」のそれぞれで得られた行動群
に対し，適合率，再現率，F値の精度をそれぞれ表 3と

表 3 比較結果：特定行動=「寝る」
データセット ノード数 適合率 再現率 F 値

自動構築 329 0.696 0.803 0.746
ConceptNet5(1 リンク) 41 0.829 0.119 0.209
ConceptNet5(2 リンク) 160 0.575 0.323 0.413

表 4 比較結果 : 特定行動=「運動する」
データセット ノード数 適合率 再現率 F 値

自動構築 233 0.691 0.682 0.687
ConceptNet5(1 リンク) 32 0.935 0.124 0.220
ConceptNet5(2 リンク) 159 0.592 0.399 0.477

表 4に示す．
まず，ConceptNet5(1 リンク先) は，適合率はそれぞ
れ 0.829と 0.935と高いが，再現率はそれぞれ 0.119と
0.124と低い．次に，それを拡張した ConceptNet5(2リ
ンク先)では，適合率はそれぞれ 0.575と 0.592まで下が
り，再現率はそれぞれ 0.323と 0.399まで向上する．
次に，ConceptNet5に対し提案手法では，適合率は0.696
と 0.691となり，ConceptNet5(2リンク先)に上回る結果
となった．再現率は，ConceptNet5(2 リンク先) に対し
て，それぞれ 0.480と 0.283上回る結果となり，平均で
約 0.38上回る結果となった．これは，ConceptNet5より
も網羅性の高い情報抽出が行えていることを示している．
さらに F値では，提案手法が最も高い結果を示しており，
ConceptNet5(2リンク先)に対してそれぞれ F値を約 0.27
上回る結果となった．

5 ·3 考察-検証項目 Q1について
§ 1 考察 1 -手動構築データとの比較
上記の実験結果で，ConceptNet5に対して提案手法は
網羅的な知識抽出ができることを述べた．しかしながら，
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図 3 行動のオントロジー抽出のための Web インタフェース

表 5 追加実験結果 : 特定行動=「寝る」(手動構築データ追加)
データセット ノード数 適合率 再現率 F 値

自動構築 329 0.696 0.587 0.637
手動構築 214 0.668 0.367 0.474

ConceptNet5(1 リンク) 41 0.829 0.087 0.158
ConceptNet5(2 リンク) 160 0.575 0.236 0.335

ConceptNet5は不特定多数のクラウドソーシングに依存
しているため，タスクが十分に行われない場合もあると
考えられる．そこで追加実験として，五名の被験者に「寝
る」行動とそれに関連する行動の知識生成作業を実施し
てもらい，評価検証を行った．

追加の評価検証の具体的な実施方法を述べる．今回は
二十代の男性三名，女性二名の計五名の研究者を被験者
とし，「寝る」と関連する行動群を抽出する作業を依頼し
た．作業中は以下の二点に可能な限り留意してもらった．
(A) 様々なユーザを想定して「寝る」と関連する行動
を想起すること

(B) 行動の表現は 3 ·2 ·2節で述べた条件を満たす必要
があること

本作業を各自一時間ずつ実施し，情報入力時の経過時刻
を記録した．これらの作業は，図 3 で示すWeb インタ
フェースを用いて実施した．これにより，被験者は列挙作
業中の行動の関係性を視覚的に確認しながら行動を連想
させることが可能となる．こうして手動構築されたノー
ド集合に対し，同様に正解の判定を行った．

結果を表 5に示す．これより，再現率については手動
構築と比較しても，提案手法の精度が高いことがわかる．
これは，手動構築で網羅的な情報抽出を目的として複数
人で長時間作業をしても，発想力の限界から抽出される
情報には上限があるためであると考えられる．その影響
を考察するために，作業中の情報入力と経過時刻の関係
を図 4に示す．点線は抽出されたユニークノード数の時間
変化を，実線はその中で正解と判断されたノード数の時
間変化を表す．正解ノードの時間変化は，最初の 10分間
の抽出数は 4.11個/分であるが，最後の 10分間では 0.51
個/分と大幅に減少している．また，開始から約 45分後
に，抽出ノード数がほぼ上限に達してしまっていること
も確認できる．これは，例えコストをかけて人出で作業
をしても，十分な結果は望めないことを示唆している．

尚，今回の評価では手動構築の適合率は 0.668と低い．
これは，今回の実験を実施した被験者の中に「寝る」を起
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図 4 人手で抽出した行動のオントロジーの評価

点にリンク数が長い行動を推論したため，その結果，「寝
る」とは関係ない行動が抽出されてしまったことによる．
例えば，人手で入力された情報で関連なしと判断された
具体的な行動として，(服,買う)，(資料,作る)，(レスト
ラン,予約)等があった．
§ 2 考察 2 -特定行動と ConceptNet5のデータ
今回の実験では，「寝る」と「運動する」という二つの
特定行動に限定して評価を行った．だが，他の特定行動
では ConceptNet5 のデータが十分にある可能性もある．
そこで，様々な特定行動に対して ConceptNet5の情報量
を評価した．

ここで評価する特定行動として，作業療法やアンケー
ト評価で用いられる行動の分類 (図 5∗9)を採用する．こ
の行動分類では，人間の行動を必需行動，拘束行動，自由
行動の三つのカテゴリに分類している．さらに中分類，小
分類と階層的に行動を分類している．今回の評価では，そ
の他を除く小分類の 27カテゴリに対して最も特徴的と考
えられる単語を具体例の中から二つ選択し，ConceptNet5
内でそれらの単語を含む行動の数を算出した．その結果
を示した図 6より，カテゴリ毎にデータ数がかなり異な
ることがわかる．尚，今回実験に用いた特定行動である
「寝る」は，必需行動の中で最も行動数が多く，「運動す
る」は，自由行動の中で最も行動数が多い．ConceptNet5
で最もデータ数が多い特定行動に対し，提案手法は網羅
性の観点で優位であることから，他の特定行動について
も同様に網羅的な知識抽出ができると考えられる．

§ 3 考察 3 -抽出された行動の定性評価
ここでは，実データの解析の結果抽出された行動の定
性的な評価を与える．それぞれの特定行動，「寝る」と「運
動する」に関連する行動として，(a) ConceptNet5と提案
手法の両方で検出された行動，(b) ConceptNet5になく提
案手法でのみ検出された行動，を表 6と表 7に示す．

ConceptNet5と提案手法の両方で検出された行動は，特
に関連が強いと言える．また，ConceptNet5になく提案

∗9 NHK 放送文化研究所で，2010 年国民生活時間調査と題し，
時間の面から日本人の生活実態を明らかにすることを目的に
行動の分類が設定されている．
http://www.nhk.or.jp/bunken/summary/yoron/lifetime/pdf/110223.pdf
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図 5 行動の分類
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図 6 行動カテゴリに対する ConceptNet5 のデータ数

手法でのみ検出されたものにも，ConceptNet5で定義さ
れる意味関係にあると思われるものも含まれる．例えば，
HasPrerequisiteに相当する前提条件の関係にあるものと
しては [寝る -布団に入る]が，MotivatedByGoalに相当
する目的と行動の関係にあるものとしては [身体を温める
- 寝る]が，Cansesに相当する原因と結果の関係にある
ものとしては [運動する -ほっそりする]等が，その典型
例である．これにより，提案手法によって ConceptNet5
にはないが，特定行動に関連する行動を自動で抽出でき
ることが確認できる．

5 ·4 検証実験 -検証項目 Q2について
LODとソーシャルメディアから自動構築した行動のオ

ントロジーの意味ラベルの精度を検証する．検証項目Q2
では，ConceptNet5上における行動と行動の間の意味ラ
ベルは正解であると設定し，それらの分類問題を考える．
この評価では，ConceptNet5に存在する LODに対して
のみ，一部をテストデータとすることで意味ラベル予測
問題を評価する．

§ 1 評価対象データの設定

二つの特定行動「寝る」と「運動する」について，実
験を行った．それぞれから，2リンク先までの行動のオ

表 6 提案手法で「寝る」に関して抽出された行動の例
ConceptNet5 と 意識を失う,床に就く,起きる,歯を磨く
提案手法の 風呂に入る,目を閉じる,電気を消す
両方で検出 夢を見る,シャワーを浴びる,早寝する

ConceptNet5 になく 寝返る,布団に入る,汗を流す,薬を飲む
提案手法でのみ 睡眠を削る,薬を使う,カーテンを開ける

検出 風邪をひく，身体を温める,日光を浴びる

表 7 提案手法で「運動する」に関して抽出された行動の例
ConceptNet5 と 入浴する,ダイエットする,体を温める
提案手法の カロリーを消費する,シャワーを浴びる
両方で検出 水を飲む,健康を維持する,体を動かす

ConceptNet5 になく 体重を減らす,体脂肪を落とす,若返る
提案手法でのみ ほっそりする,汗を流す,公園に行く

検出 ダイエットを始める,バナナを食べる

ントロジー内のエッジを抽出し，これを正解データとし
た．例えば，下記のような意味ラベル付き RDFデータを
ConceptNet5から検索することで，正解データを得た．

•「寝る」-HasPrerequisite→「風呂に入る」
•「風呂に入る」-MotivatedByGoal→「体を温める」
•「運動する」-HasSubevent→「汗をかく」
•「汗をかく」-MotivatedByGoal→「やせる」
それぞれの特定行動に対する 2リンク先までの三組の
データ (二つのノードと一つのエッジで構成されるデータ)
数は，480個，396個となっている．上記のデータセット
の意味ラベルの割合は，HasPrerequisite，MotivatedBy-
Goal，HasSubeventはそれぞれ，23.5%, 44.7%, 31.8%と
なっている．尚，このデータセットは，エッジがつなが
る二つのノードの少なくとも一つは，第一の処理で正解
と判断されたノードでなければならないという条件を設
けている．つまり，今回評価対象とするデータ内のノー
ドの中には特定行動に関連しない場合もある．

素性を作成するためのソーシャルメディアは，5 ·1 ·1節
で述べたブログデータを用いた．尚，精度評価ではデー
タ数と精度結果の関係を検証するために，全データを五
分割し，20%, 40%, 60%, 80%, 100%のデータセットそ
れぞれで検証を行う．

§ 2 評価手法

ベースライン -評価のベースラインとして [Tandon 14]，
[Yokoyama 14]で採用されている構文パターンマッチン
グを採用する．今回採用するパターンとは，ConceptNet5
内の日本語訳のパターン (表 1)における表現を採用する．
今回対象とする三種類の意味ラベルそれぞれに対する日
本語訳は，表 1に示す通り，以下のように設定する．

•wei,j =ため→ isMovivatedByGoal
•wei,j =先→ HasPrerequisite
•wei,j =時→ HasSubEvent

但し，教師データのラベルの出現確率の偏りを考慮し，上
記パターンに合致しない場合や複数のパターンに合致す
る場合は，出現確率が高い方を優先的に採用した．

提案手法 -本稿では，二つの行動 ai と aj に対し，出
現順番の確率，意味ラベルを示唆する特徴的な単語wei,j

を順番に考慮した時の出現確率とバイナリ情報を素性と
し，ConceptNet5のデータを教師データとした教師あり
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図 7 意味ラベル予測精度（特定行動 =寝る）

学習による分類器を提案した．分類器は，既存手法であ
る四つの分類器 [Bishop 06]，サポートベクターマシン，
ランダムフォレスト，決定木，k近傍法，それぞれに対し
て比較評価を行った．尚，学習は 10交差検定を行い，テ
ストデータに対する正解率を評価値とした．またサポー
トベクターマシンに関しては，RBFカーネルを用い，数
値パラメータはグリッド探索で最良な値を選択した．

5 ·5 結果 -検証項目 Q2について
「寝る」と「運動する」それぞれの結果を，図 7と図

8に示す．それぞれの最良の結果は，分類器をランダム
フォレストとした場合で，それぞれ正解率は 0.718, 0.639
となった．一方，ベースラインであるパターンマッチン
グの正解率は 0.528と 0.558となり，機械学習を考慮し
た提案手法がベースラインを約 10%上回る結果となった．

5 ·6 考察-検証項目 Q2について
§ 1 考察 1 -パターンマッチングとの比較評価
図 7と図 8の結果を比較し，k近傍法以外の分類器を

用いれば提案手法が優位であることがわかる．また，二
つの特定行動の間においても，正解率に差はあるものの，
両者ともにベースラインを上回った．比較した分類器で
は決定木とランダムフォレストが高い精度を示している．
ランダムフォレストは複数の決定木の結果を合わせて識
別を行うため，条件分岐をベースに分類する決定木が効
果的であることがわかる．これは，ベースラインのパター
ンマッチングの条件文をより高度に学習した結果とも解
釈できる．

また，解析するデータ数に依存せず，提案手法が優位
であると言える．全体の傾向として，データ数を増やす
と精度が向上する．しかしながら，パターンマッチング
では，1か月分のブログデータを使っても正解率は微増
に留まった．20%データと 100%データを比較して，「寝
る」の場合 0.004，「運動する」の場合 0.005の改善であっ
た．それに対し機械学習を考慮した提案手法 (ランダム
フォレスト)は，睡眠の場合 0.086，運動の場合 0.018で
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図 8 意味ラベル予測精度（特定行動 =運動する）

あった．解析データを増やすことで提案手法の正解率は
更なる改善が見込める可能性がある．

§ 2 考察 2 -未知データへの対応の考察
本手法が未知の意味ラベルに対応できるかを考察する．
未知の意味ラベルとは，潜在的な関係はあるものの，Con-
ceptNet5で定義されている意味ラベルでは明示的に表現
できない関係を指す．ここでは，こうした関係の存在を
考慮してもなお，興味対象の意味ラベルが予測できるか
を検証したい．そこで，一部の意味ラベルは与えられて
いないという設定を考え，作為的に「その他」というラ
ベルを付与して精度検証を行った．今回は，以下の四つ
の評価を追加検証した．

(1) HasPrerequisite に対し，それ以外をその他とした場合
(2) MotivatedByGoal に対し，それ以外をその他とした場合
(3) HasSubevent に対し，それ以外をその他とした場合
(4) 上記 3種類の意味ラベル以外をその他とした，合計四つの意
味ラベルの場合

以下にその結果と考察を示す．まず，一つの意味ラベ
ルかその他かを判定する実験の結果を図 9，図 10，図 11
に示す．ベースラインと大きな精度差はないものの，提
案手法の方が精度が良い．次に，三つの意味ラベルとそ
の他の意味ラベルの計四つの意味ラベルを対象とした実
験の結果を図 12に示す．「運動する」と「寝る」の両者
に対し，ベースラインを大きく上回る精度となった．こ
れにより，提案手法は未知のラベルに対しても精度よく
対応可能であると言える．以上の結果より，特に意味ラ
ベル数が多い場合に，提案手法はベースラインよりも効
果的な性能を発揮することが示された．

今回は三つの意味ラベル予測問題を対象としたが，提
案する方法論では，教師データの意味ラベルの種類を変
えても同様の学習を行うことで対応可能であると期待さ
れる．

§ 3 考察 3 -他の LODの利用可能性
本論文で提案する方法論の第二の処理では，RDFデー
タを処理し，特定行動から 2リンク先の行動データを教
師データとして利用している．こうした RDFデータは，
ConceptNet5に限らず他の LODにおける行動に関する
RDFデータを利用することも可能である．例えば，英語
ではあるが LODとして知られるOpen Cyc [Lenat 89]に
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図 9 HasPrerequisite orその他 (左：寝る，右：運動する)
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図 10 MotivatedByGoal orその他 (左：寝る，右：運動する)
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図 11 HasSubevent orその他 (左：寝る，右：運動する)
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図 12 三つの意味ラベル orその他 (左：寝る，右：運動する)

は，行動に関するデータが存在していることを確認して
おり，提案手法の教師データに採用できる．

§ 4 考察 4 - LOD研究への貢献と今後の課題
まず，本研究の LOD研究への貢献を述べる．本研究

では，ConceptNet5を教師データとして活用することで
ConceptNet5自身を拡張した．ConceptNet5は，LODの
一部であると考えられるため，本研究は LODの活用，お
よび拡張に貢献したと考えている．また，本研究で拡張
した LODを活用することで，行動支援をはじめとした
サービス事例の可能性を広げることができる可能性があ
る．この意味でも，間接的ではあるが，LOD活用に貢献
した研究と考えている．

次に，今後の課題について以下の三点について言及する．

(1)他の LODでの検証
本論文で提案する LODを利用した方法論は，Concept-

Net5以外でも有効に働く行動のオントロジーの抽出手法
である．これを検証するために，例えば，英語に限定さ
れるが Open Cyc等の別の LODで同様の検証を行う必
要がある．

(2)LODとしての再利用性の向上
本研究の結果を広く普及させるには，LOD としての

再利用性を高める必要があると考える．これには，(a)精
度の向上，(b) 外部データへのリンクが特に重要と考え
ている．(a)については，最終的に人手による知識の正否
判定を行うべきである [Acosta 13]．こうした作業を半自
動化するために，特定行動との関連度合いをランキング
化する提案手法は有用である．(b) については，例えば
DBpedia等の知識ベースが主に扱う，固有名詞 (Named
Entity)とリンクさせることが重要な課題となる．

(3)実システムへの適用検証
行動のオントロジーの応用例に，リハビリテーション

システム [Riboni 11]がある．患者の行動の記録や支援を
自動化できる可能性がある．従来の行動認識に用いられ
るセンサデータの分析に行動の知識ベースを用いること

で，認識精度が向上すると考えられる．例えば，「寝る前
にすることは歯を磨く (HasPrerequisite)」という知識を，
行動遷移の条件付き確率として考慮することで，行動の
記録の精度向上を図る．或いは，「寝るためにヨガをする
(MotivatedByGoal)」という知識を利用することで，睡眠
の効果を高める行動を促すことができると期待される．

6. お わ り に

本稿では，特定行動とそれに関連する行動との間に存
在する複数の意味的関係を抽出する方法論を提案し，そ
の有効性を検証した．提案する方法論は，第一にソーシャ
ルメディアから何かしらの関連するペアの抽出を行い，第
二に LODを教師データとした教師あり学習によって行
動間の意味的な関係性を予測する，という二段階の処理
である．評価では，「寝る」と「運動する」の二つの特定
行動に対する評価を実施した．まず第一の処理に対し，
LOD (ConceptNet5) や手動構築に比べて提案手法では，
F値を約 0.27上回りながら，再現率は約 38%良い結果と
なった．これより，提案手法は知識抽出の網羅性が高い
ことを示した．次に第二の処理に対し，約 69%の精度で
意味ラベルの予測ができることを示し，ベースラインよ
りも 10%良い結果を示した．今後は，提案する方法論で
構築した行動のオントロジーを用いて，ユーザの行動を
先回りするような細やかな行動支援をするシステムの実
現を目指したい．
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