
1

�� ��原著論文 Original Paper ��

半教師あり蒸留による深層学習に基づく行動認識
モデルのユーザ適応
Semi-Supervised Distillation: Personalizing Deep Neural Networks
in Activity Recognition using Inertial Sensors

岩澤 有祐
Yusuke Iwasawa

東京大学大学院工学系研究科技術経営戦略学専攻
Graduate School of Engineering, The University of Tokyo
iwasawa@weblab.t.u-tokyo.ac.jp

矢入 郁子
Ikuko Eguchi Yairi

上智大学理工学部情報理工学科
Graduate School of Science and Technology, Sophia University
i.e.yairi@sophia.ac.jp

松尾 豊
Yutaka Matsuo

東京大学大学院工学系研究科技術経営戦略学専攻
Graduate School of Engineering, The University of Tokyo
matsuo@weblab.t.u-tokyo.ac.jp

keywords: personalization, deep neural networks, action recognition, distillation, semi-supervised

Summary
Personalization of activity recognition has become a topic of interest to improve recognition performance for

diverse users. Recent researches show that deep neural networks improve generalization performance in activity
recognition using inertial sensors, such as accelerometers and gyroscopes; however, personalizing deep neural net-
works is challenging because it has a thousands or millions of parameters but generally personalization should be
done with small amount of labeled data.

This paper proposes novel way to personalize deep neural networks by preventing overfitting using un-labeled
data. This is done by adding output-distribution similarity regularization between the reference model and person-
alized models, which is an extension of distillation recently proposed by Hinton. Experiments on an opportunity
activity recognition dataset, one of the most famous datasets in the fields, demonstrates that the proposed regular-
ization techniques prevent overfitting even if we have few labeled data for each target classes per users, and provide
better recognition performances compared with other personalization techniques. We also conduct various experi-
ments, including a no-labeled data setting and combination of the proposed method and well-used personalization
techniques to check if the proposed method is complementary with existing methods or competitor of its. The results
suggest that the proposed regularization works well in various settings, and complementary with existing methods.

1. は じ め に

ウェアラブルセンサよる人間行動の認識と計測（以降
行動認識）は，高齢者の転倒検出などの見守りシステム，
健康管理など種々のアプリケーション実現のための中心的
な技術要素である．画像認識や音声認識などの領域と同
様，行動認識の分野でも Deep Neural Networks（DNN）
が高い認識精度を示すことが近年の研究で示されている
[Hammerla 16, Plötz 11, Yang 15]．行動認識でよく利用
される加速度センサやジャイロスコープなどの慣性セン
サは生データに近く人間による特徴設計が難しいこと，
行動と一口に言えども認識したい対象はアプリケーショ
ンによって異なること，それゆえアプリケーションごと
に有効な特徴量は異なることなどから，DNN は今後も
重要度を増していくものと考えられる．

DNN は行動認識の精度を高めるための重要な技術要

素となっている一方で，行動認識に利用する場合にはい
くつかの未解決問題がある．その 1つが，ラベルデータ
が限られたユーザに対する認識精度の問題である．行動
認識でよく利用される慣性センサへの観測値のみによる
アノテーションは困難であり，主に動画データを利用し
たアノテーションが行われる．しかし，プライバシーや
ユーザ負担の観点から研究室などの実験環境以外でラベ
ルデータを大量に取得するのは困難である．そのため，ラ
ベルデータが少ない，あるいはまったくないユーザの行
動を認識する方法が必要となる．

本稿ではこの問題の解決に向けて，DNNを利用して得
られた行動認識モデル（以降，深層行動認識モデル）を
ユーザ適応する方法を提案する．ここで，行動認識モデ
ルのユーザ適応とは，不特定多数のユーザのサブセット
{(Xi, yi)}(∀i ∈ 1 · · ·m) で訓練された不特定行動者モデ
ルをユーザごとに用意した少数の適応用データ {(X ′, y′)}
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図 1: ユーザ適応の概念図．

を利用して，特定のユーザの行動をよく認識するような
モデル（以降，適応後モデル）へと修正することを指す
（図 1）．言い換えれば，ユーザ適応は別のユーザ群のデー
タで学習された知識を利用することでデータが限られた
ユーザに対する認識精度を高めるための方法であり，決
定木など単純な認識モデルにおける有用性が報告されて
いる [Zhao 11]．一方，決定木のようにパラメタの少ない
モデルをユーザ適応する場合と異なり，DNNのように大
量のパラメタを持つモデルをユーザ適応する場合どう過
学習を防ぐかが重要な論点となる．

本稿では，蒸留 [Hinton 15]を拡張した半教師あり蒸留
によるユーザ適応手法を提案する．蒸留とは，学習済み
モデル（教師モデル）の出力を温度パラメタ T により滑
らかにしたものを模倣するように新たなモデル（生徒モ
デル）を学習させる方法である．提案手法の背景にある
基本的なアイディアの 1つは，ユーザ適応後のモデルは
不特定行動者モデルから過剰に離れるべきではないとい
うものである．もし過剰に離れることを許容するならば，
不特定行動者モデルを介した意味がないことになるため
これは自然な発想であろう．2つ目のアイディアは，ラベ
ルなしデータの活用である．行動認識では連続的にデー
タを計測する場合が多く，そのためラベルなしデータに
ついては大量に得られる場合が多い．提案手法は不特定
行動者モデルを教師モデルとし，適応後モデルを生徒モ
デルと考え，教師モデルを模倣する正則化項の計算にラ
ベルなしデータを活用するように蒸留をユーザ適応の文
脈に拡張する．提案手法は蒸留を上記のように拡張する
ことで，1.適応後モデルが不特定行動者モデルから離れ
すぎないように制約をかけられる，2.ラベルなしデータ
を自然に活用できる，という利点がある．

不特定行動者モデルから過剰に離れるのを防ぐという
観点で，提案手法は音声認識の領域で提案されているKL
正則化 [Yu 13]と同様の目的を持つ．実際，蒸留による
正則化は KL正則化をその一部に含んでおり，パラメタ
T を考慮することで一般化したものとみなせる．また，
提案手法はラベルなしデータを活用するための仮定の 1
つである Low-Density Separationをユーザ適応の文脈で
利用しているものとみなすことができる．このことから，
ラベルなしデータを有効に活用できると期待される．

提案手法の有効性検証にあたり，深層学習を利用した
行動認識モデルの評価で最もよく利用されるOpportunity

データセットを利用して比較実験を行った．比較対象と
しては，音声認識の分野で提案されている Singular Value
Decomposition (SVD)をベースにした手法 [Xue 14]およ
び KL正則化 [Yu 13]を含む計 8種類のベースラインと
比較し，提案手法により過学習が抑制されること，既存
手法と比較して認識精度を改善できること，ラベルなし
データを有効に利用できていることを検証した．

本論文の主要な貢献は次のとおりである．
• DNNベースの行動認識モデルを利用する場合のユー
ザ適応の有効性を初めて検証した．この研究は今後
の深層行動認識モデルのユーザ適応技術に関する研
究の第 1歩となるものである．

• DNN ベースの行動認識モデルを少数のラベルデー
タでユーザ適応するための手法として，蒸留を応用
した半教師あり蒸留（Semi-Supervised Destillation:
SSD）を提案した．本手法により，DNNのように大
量のパラメタを持つモデルを利用する場合でもラベ
ルデータが限定されたユーザに対する認識精度を効
率的に高めることができる．

•代表的なデータセットの 1つであるOpportunityデー
タセットを利用して，複数の既存手法との比較実験
を行い提案手法の有効性を定量的に検証した．

本論文の残りの構成は次の通りである．2章では，ま
ず行動認識での DNNの研究動向について概観し，DNN
のユーザ適応に関する既存研究について言及する．また，
提案手法の基礎となる蒸留についてその研究動向をまと
め，提案手法の新規性について主張する．3章では，提
案手法について説明する．4章では，提案手法の有効性
検証のために行った実験の詳細および実験結果を説明し，
5章で本論文で取り組んだ深層行動認識モデルのユーザ
適応という問題に対する本稿の貢献および将来課題につ
いて述べる．最後に 6章で本論文をまとめる．

2. 関 連 研 究

2 ·1 行動認識での DNNの利用
近年，さまざまな研究において DNNの行動認識にお
ける有効性が検証され，DNN は高精度な行動認識のた
めの必須の技術要素となりつつある．行動認識において
DNNが重要な技術要素である理由の 1つが特徴設計の難
しさである．行動認識では加速度センサやジャイロセン
サがよく利用されるが，これらのセンサは生の系列デー
タであり人間がその特徴を識別するルールを記述するの
は困難である．DNN などの表現学習技術によりデータ
から直接認識に寄与する特徴量を獲得することができれ
ば，行動認識で経験的に利用されてきた特徴量では捉え
きれなかった情報を識別に利用することができる．特徴
量の設計は機械学習を適用する際に認識精度に影響を与
える要素の 1つであり，特徴設計の難しい行動認識にお
ける DNNの重要性の理由の 1つとなっている．
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Plötzらは行動認識にDNNをはじめて利用し，従来の
特徴設計パイプラインを RBM や PCA で置き換える方
法の有効性を 4つのデータセットで検証した [Plötz 11]．
また，Vollmerらはスパース符号化を利用したニューラ
ルネットワークの有効性を報告した [Vollmer 13]．近年
の研究で，Jingらは畳み込みニューラルネットワークが
行動認識タスクと親和性が高く，認識精度も高いことを
報告している [Yang 15]．また，Ordóñez や Hammerla
らが Long Short Term Memory のように時系列性を考
慮した手法が良い精度を発揮することを確認している
[Hammerla 16, Ordóñez 16]．これらのように，DNNの
行動認識タスクにおける利用は着実に進んでおり，認識
精度も改善し続けている．

2 ·2 深層行動認識モデルのユーザ適応

行動認識タスクにおける DNNの利用は活発に行われ
ているものの，DNN で学習したモデルに対するユーザ
適応の有効性の検討は行われていない．ここでは，DNN
以外のモデルにおける行動認識モデルのユーザ適応およ
び関連領域である音声認識における DNNのユーザ適応
に関する研究に言及する．

行動認識においてユーザ適応が必要な理由は，どのユー
ザに対しても利用可能な汎用モデルを作成することの難
しさにある．例えば Laneらは，50名分の行動データセッ
トを利用して 20代，30代の人が歩いている時と 65歳
以上の人が歩いている時の特徴量の値がほとんど重なら
ないこと，また 20代，30代のデータで訓練したモデル
は 20代，30代のユーザに対しては 80%から 90%の精度
を達成する一方で 65歳以上に対しては 60%程度であっ
たことを報告し，単一のモデルは全ユーザに対して適合
させることは難しいことを指摘している [Lane 11]．ま
たWeissらは，特定のユーザのデータのみを利用して作
成したモデルと，特定のユーザのデータを利用せずに作
成したモデルの 2つの認識精度を比較し，後者の認識精
度が約 20%低下することを報告している [Weiss 12]．こ
れらの研究は，単純に学習したモデルは学習に利用した
ユーザに対しては良く認識できるものの学習時に存在し
なかったユーザに対してはうまく認識できないことを示
唆している．

ユーザ適応はこの問題に対処する方法の 1つとして近
年注目を集めている手法である．Zhao らはあるユーザ
のデータで学習された決定木の分類規則を学習時に存在
しなかったユーザのデータで修正することで認識精度の
改善が見られることを報告している [Zhao 11]．Ioffeら
はパラメタをラベルなしデータのみから修正する方法と
して，共変量シフト仮定のもとサンプルの重要度を計算
して学習させる方法を提案している [Ioffe 15]．Reissら
は，アンサンブル学習した複数の分類器の重みを修正す
ることで効率的にユーザ適応を行う方法を提案している
[Reiss 13]．一方，これらの手法は決定木に特化した更新

方法となっている，新規ユーザが現れるたびにモデル全体
を学習し直す必要がある，大量のパラメタを持つDNNを
アンサンブル学習させるのは難しいなどの理由からDNN
をユーザ適応する上では適した方法ではない．

ユーザ適応は従来，行動認識よりむしろ音声認識の分
野で研究が進められてきた．音声認識におけるユーザ適
応の代表的な手法の 1つとして i-Vector [Dehak 11]など
ユーザを表すベクトルを補助情報として入力する手法が提
案されている [Karanasou 14, Saon 13]．しかし，i-Vector
のように音声認識においてユーザを表すベクトル表現と
して確立された手法は行動認識においては存在しておら
ず，直接同様の方法を利用することはできない．

音声認識におけるユーザ適応のその他の主要なアプロー
チの 1つに，限定したパラメタのみをユーザ適応するモ
デルベースアプローチがある．例えば，Xueらは学習させ
るパラメタを減らす方法の 1つとして重み行列を SVDに
より行列分解し，パラメタ数を減らした上でユーザ適応
させる方法を提案している [Xue 14]．また，Yaoらは出
力層のバイアスを補正する方法を提案している [Yao 12]．
Siniscalchiらは，活性化関数にパラメタを用意しユーザ
ごとに活性化関数の形を変化させる方法を提案している
[Siniscalchi 13]．これらのように適応させるパラメタを
減らすモデルベースアプローチ自体はさまざまな研究が
なされており，これらの手法は音声認識に特化したもの
ではなく行動認識の問題においても適用可能である．し
かし，元の不特定行動者モデルから極端に離れることを
防ぐ提案手法とは直交する概念であり，組み合わせて利
用することが可能である．

2 ·3 蒸留によるユーザ適応

提案手法は，蒸留 [Hinton 15] をユーザ適応の文脈で
利用するために拡張したものである．蒸留とは，学習済
みのモデル（教師モデル）の確率分布を滑らかにしたも
のを模倣するように正則化を加えた新たなモデル（生徒
モデル）を学習させる方法である．ここで，確率分布を
滑らかにするとは，例えば確率分布が [0.99,0.008,0.002]

といった確率になっていた場合に，[0.70,0.20,0.10]とい
うようにする処理のことをさす． すなわち，蒸留では
生徒モデルを学習する際に，ラベルデータから求められ
る損失に加えて元の教師モデルの出力を模倣するような
制約をかけて学習する．このように，2段階の学習を行
うことで，より小さなニューラルネットワークで同等の
認識精度を得られたり [Hinton 15]，より望ましい構造を
持つニューラルネットワークに変換することができたり
[Romero 15]，あるいは特定の条件下で半教師あり学習に
有効である [Lopez-Paz 16]ことが報告されている．
ここでユーザ適応の観点から重要な点は次の 2点であ
る．第 1に，教師モデルを不特定行動者モデルとし，生徒
モデルを適応後モデルと考えることで，ユーザ適応に自然
に利用できる点である．この場合蒸留による正則化は適応
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後モデルが不特定行動者モデルから極端に離れないよう
に制約を与えていると解釈することができる．第 2に，単
純な拡張によりラベルなしデータを活用できる点である．
蒸留による正則化項は教師データの有無にかかわらず計
算することができるため，ラベルなしデータを活用した学
習ができる．詳細は 3章にて述べるが，第 2項の正則化は
半教師あり学習でラベルなしデータを活用する際の主要な
仮定の 1つである Low-Density Separation[Chapelle 05]
を実現していると解釈することができ，効率的なラベル
なしデータの活用方法であると期待される．

筆者の知る限り，本稿は蒸留をユーザ適応の文脈に応
用する初めての研究である．最も近い研究として，Yuら
は不特定コンテキストで訓練されたモデルの出力の確率
分布と適応後モデルの出力分布の KL正則化により制約
をかけて特定のコンテキストへと適応させることを提案
している [Yu 13]．また，上述した SVDによる重みW

を低ランク近似する研究 [Xue 14]においても同様の技術
が利用されている．KL正則化はユーザ適応時に過学習
するのを避けるために元のモデルから過剰にパラメタが
更新されるのを避けるという点で提案手法と同一の目的
を持っている．また提案手法のパラメタ T = 1とし，損
失関数として交差エントロピーを利用した場合に蒸留に
よる正則化はKL正則化と一致する．一方，KL正則化の
場合不特定行動者モデルの出力を完全に模倣しようとす
るため，制約が強すぎる可能性がある．特に，KL正則
化の場合不特定行動者モデルが誤っているサンプルにつ
いての影響が強く残ることになり望ましくない場合があ
る．蒸留を利用した方法では温度 T を変化させることで
不特定行動者モデルにおいて確信度が低いサンプルにつ
いてはその重みを低下させることができるため，KL正
則化より良い制約となると考えられる．

3. 半教師あり蒸留によるユーザ適応

3 ·1 アルゴリズム

提案手法である半教師あり蒸留（SSD）によるユーザ
適応は，蒸留をユーザ適応の文脈に合うように，またラ
ベルなしデータを活用できるように応用したものである．
提案手法は不特定行動者モデルの学習および SSDを利用
したユーザ適応の 2つのステップから構成される．順に
説明する．

ステップ 1:不特定行動者モデルの学習
ステップ 1では，教師付きの全データ {Xj , yj} (∀j ∈

1 . . .m)を利用して不特定行動者モデルを学習する．ここ
で，Xj および yj はそれぞれユーザ j の入力データとラ
ベルデータ，mは全ユーザ数である．この最適化問題の
損失は次のように定式化することができる．

Lθ =
m∑
j=1

1

nj

nj∑
i=1

L(yji ,σ(f
t
θ(x

j
i )))+Ω(||fθ||), (1)

θ は任意の構造を持つニューラルネットワークのパラ
メタであり，式 1を確率的最急降下法などにより最小化
することで求める．ここで，xj

i はユーザ j の i番目のサ
ンプル，fθ は θをパラメタに持つニューラルネットワー
ク，nj はユーザ jのサンプル数，Ωは関数全体の形を制
限する正則化項である．σはソフトマックス関数であり，
ニューラルネットワークの出力を確率値へと変換してい
る．また，Lは入力と出力の間の損失を定義する任意の
関数であり，一般的には交差エントロピーが利用される．
ここで重要な点は，不特定行動者モデルが訓練時に存在
するユーザのみではなく未知のユーザに対してもある程
度の認識精度を持つように学習することである．そのた
め，式 1に示したように正則化を行うことで学習データ
(ユーザ)に対する過学習を防いだり，アプリケーション
を利用することが想定されうるユーザを可能な限り包含
したようなユーザのデータを学習に利用したりすること
で特定のユーザにのみ識別能力が高くなりすぎないよう
にすることが望ましい．

ステップ 2:SSDを利用したユーザ適応
ステップ 2では，新規ユーザのデータ {X ′, y′}を利用
して新規ユーザに対する認識精度を高めるようにパラメ
タ θを修正する．ここで，新規データのうちラベル付き
のサブセットを {X ′

sup, y
′
sup}，ラベルなしのデータセッ

トを {X ′
unsup}とすると，本ステップで解く最小化問題

の損失は次のようになる．

Lθ′ =
∑

x,y∈{X′
sup,y

′
sup}

(1−λ)L(y,σ(fθ′(x)))

+
∑

x∈{X′
sup}

λL(s,σ(fθ′(x)))

+
∑

x′∈{X′
unsup}

λL(s,σ(fθ′(x′)))

=
∑

x,y∈{X′
sup,y

′
sup}

(1−λ)L(y,σ(fθ′(x)))

+
∑

x∈{X′}

λL(s,σ(fθ′(x)))

=(1−λ)
∑

x,y∈{X′
sup,y

′
sup}

Lhard+λ
∑

x∈{X′}

Lsoft

(2)

ここで，θ′は任意の構造を持つニューラルネットワークの
パラメタであり，λは第 1項と第 2項の重み付けをするハ
イパーパラメタである．なお，蒸留の元論文 [Hinton 15]
では |θ′| < |θ|とした場合の認識精度の変化を確認するた
め θ′は θとは異なる値に初期化されていたが，ここでは
不特定行動者モデルをユーザに適した形で修正すること
が目的であるため θ′ の初期値として θ をそのまま利用
した．また，sは s = σ( fθ(x)T ),により計算される値であ
り，入力サンプル xを教師モデル fθに入力した際に得ら
れる確率分布 Pθ(y|x)を温度 T により滑らかにしたもの
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である．このように，SSDではラベルなしデータを含む
ユーザ適応用データセット X ′ から計算される Lsoft に
より不特定行動者モデルから過剰に離れるのを抑制する．

3 ·2 既存手法との関係

前述したように T = 1かつ Lとして交差エントロピー
を用いたときに Lsoftは [Xue 14, Yu 13]で利用されてい
る KL正則化と一致する．実際に式を書き下すと次のよ
うになる．

Lsoft =L(s,σ(fθ′(x)))

=L(σ(fθ(x)),σ(fθ′(x)))

=L(Pθ(y|x),Pθ′(y|x))

=
S∑

s=1

Pθ(y = s|x)logPθ′(y = s|x)

ただし，ここで Pθ(y|x) = σ(fθ(x))であることを利用し
た．また，T → 0とした場合に sは Leeらが提案してい
る擬似ラベルによる半教師あり学習 [Lee 13]で用いられ
るような確率 Pθ(y|x)が最も高い場所で 1となり残りが
0 になるような One-Hot ベクトルになる．逆に T =∞
とした場合，Lsoft は定数とみなせるため単純な教師あ
り学習となる．このように，蒸留による正則化はソフト
マックス関数における温度 T を考慮することで KL正則
化をはじめとするさまざまな手法を一般化したものとみ
なすことができる．

半教師あり学習の観点から考えると，Lsoftは，半教師
あり学習においてラベルなしデータを活用する主要な方
法の 1つである Low-Density Separation[Chapelle 05]と
関係がある．Low-Density Separationとは，汎化能力を
高めるような決定境界面は確率密度の低い領域に存在す
るという仮定であり，半教師あり学習のさまざまな手法
で利用されている [Grandvalet 04, Rifai 11, Weston 12]．
Lsoft の項目はソフトターゲット sの空間における入力
xのエントロピーと対応しており，Lsoftを最小化するこ
とは，ソフトターゲットの空間においてデータ点の密度
が高い場所に決定境界面が引かれないようにすることと
対応している．このように，提案手法は半教師あり学習
においてラベルなしデータをうまく活用するための主要
な仮定の 1つと対応しており，ラベルなしデータをうま
く活用することでより汎化能力の高い決定境界面を学習
することができると期待できる．

これらの議論をまとめるに，提案手法は既存研究と次
のような関係にある．

(1) 提案手法は KL損失や擬似ラベルなどの概念を温
度 T を考慮することで一般化したものである．

(2) 提案手法は半教師あり学習の考え方の 1つである
Low-Density Separationをユーザ適応の文脈で取り
入れた手法である．

4章の実験では，既存手法との対比に加えて，温度 T を
変化させること，またラベルなしデータを活用すること
の有効性を検証する．

4. 実 験

4 ·1 実 験 設 定

§ 1 データセット

データセットとしては，Opportunity Recognition Dataset∗1

（以下Opportunityデータセット）[Roggen 10, Sagha 11]
を利用した．Opportunityデータセットとは行動認識にお
いて最もよく利用されるデータセットの 1つであり，朝
食を作るシナリオにおける 18種類 ∗2の行動データが 4
人分提供されているデータセットである．先行研究に従
い [Yang 15]，ウィンドウサイズを 30，重なり率を 0.5と
したスライディングウィンドウ方式によりサンプルを生
成し，4人合計で 49,881のサンプルを得た．
§ 2 ニューラルネットワークの構造

ニューラルネットワークの構造としては，不特定行動
者モデルおよび適応後モデルの双方で畳み込みニューラ
ルネットワークを利用した．なお，層の数やフィルタ数
などのハイパーパラメタは，同じOpportunityデータセッ
トを利用した研究である [Yang 15]を参考とした．本ネッ
トワークは，1)入力層，2)3回の畳み込み，プーリング，
ReLUによる活性化の繰り返し，3)800ユニットの全結
合層，4)出力層の合計 6層のネットワークである．なお，
畳み込みサイズ（フィルタ数）は順に 1 × 5(50)，1 ×
5(40)，1× 3(20)とし，プーリングは最大プーリングを
1× 2，1× 2，1× 1で行った（図 A.1）．
§ 3 ベースライン

次の 8種類のベースラインを提案手法と比較した．
• Ref: ユーザ適応を行う前の不特定行動者モデル．Ref
より認識精度が高ければユーザ適応により認識精度
が改善することを意味する．

• Mixin: ユーザ適応を行うのではなく，新たなユーザ
の教師データが得られた際にそのユーザのデータも
加えて 1からニューラルネットワークを学習させた．

• Fine Tuning (FT， FT-T， FT-D):不特定行動者モ
デルを式 1で学習した後に，蒸留による正則化を行
わずに新規ユーザのデータで再学習させた．これは，
式 2の λ = 0とした場合に対応する．また，適応後
モデル学習の際にすべての層を再学習する場合 (FT)，
入力側に近い畳み込み層のパラメタを固定とし出力
側の全結合層 2層のみを再学習する場合 (FT-T)，最
終出力層のパラメタを固定とし畳み込み層および全
結合層を再学習する場合 (FT-D)の 3種類を検討した．

∗1 http://opportunity-project.eu/challenge
∗2 open door 1, open door 2, close door 1, close door 2, open fridge,

close fridge, open dishwasher, close dishwasher, open drawer 1,
close drawer 1, open drawer 2, close drawer 2, open drawer 3, close
drawer 3, clean table, drink cup, toggle switch, and Null
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• SVD[Xue 14]: Xueらにより提案された手法をベー
スラインとして利用した．全結合層および出力層の
重み行列W を SVDによりW = USV と分解し，特
異値行列 Sを再学習した．ここで，上位 k個の特異
値を持つ要素のみを残して近似を行った場合に，S

の持つ要素数は 2kとなり，もとの行列W の要素数
mnより小さくなることに注意されたい．なお，他
に言及がない限り本稿では k =min(m,n)とした．

• Supervised Distillation (SD):ラベルなしデータは利
用せず，ラベルありデータのみを利用して蒸留によ
る正則化を利用して学習させた．提案手法において，
Lsoft の計算にラベルなしデータを利用しない場合
に対応する．

• KL-regularization (KL) [Yu 13]: 蒸留による正則化
の代わりに KL正則化を利用して学習させた．提案
手法において T = 1 とした場合に対応する．また，
教師なしデータを利用した半教師あり学習を利用し
ている．

最適化にはすべての手法で Adam [Kingma 15]を利用
し，50エポック学習させた．学習率は 0.0001とし，その
他のパラメタは推奨パラメタとした．また，深いニュー
ラルネットを学習する際に汎化能力を高めるために標準
的に利用されている Dropout (p = 0.5) [Srivastava 14]を
利用して学習を行った．他に言及がない限り，提案手法
およびその関係手法のハイパーパラメタとしては T = 10

および λ = 0.8として実験を行い，加えてこれらのパラ
メタのセンシティビティに関する分析を行った．

§ 4 評価方法

提案手法の有効性検証のため，少数のラベル付きデー
タを持つ新規ユーザに対する認識精度を次の方法により
擬似的に評価した．1) 3人のデータで不特定行動者モデ
ルを学習した．この際，10%を検証用データとして利用
することでモデルの評価に利用した．また，検証データ
を利用した早期終了により学習を停止させた．2)残りの
1人のデータのうち，各クラス Nsup 個をラベル付き教
師データ {X ′

sup, y
′
sup}として取り出した．また，全デー

タ中 80%をラベルなしデータ {X ′
unsup}として取り出し

た．3)半教師ありの手法については {X ′
sup, y

′
sup}および

{X ′
unsup}を，教師ありの手法については {X ′

sup, y
′
sup}

を利用して適応後モデルを学習させた．この際，データ
が少数となるため検証用データによる早期終了は行わず
固定のエポック数だけ学習させた．4)学習した適応後モ
デルを学習に利用していない {Xtest}を利用して正解率
および平均 F値により評価した．正解率および平均 F値
は次のとおりである．

accuracy =
1

n

n∑
i=1

1(ŷi = yi),

Fscore =
1

|L|
∑
l∈L

F l(ŷ, y),

ここで，nは全サンプル数，Lは行動クラスの集合，yi

と ŷiは i番目のサンプルに対する正解ラベルおよび予測
ラベル，F l(ŷ, y)は l番目のクラスに関する F値を意味
する．正解率は全サンプルを均等に扱うのに対して，平
均 F値は少数クラスのサンプルを重要視した指標であり
異なる意味を持つ．5)上記 1)～4)の手順を適応後モデル
を作る対象のユーザを変更させて 4回繰り返した．

4 ·2 実 験 結 果

提案手法の有用性の検証にあたり，本稿では大別して
3つの結果について報告する．まず第 1に，各手法のハ
イパーパラメタを固定した上での認識精度について比較
を行う．次に，提案手法のハイパーパラメタである T お
よび λを変更した場合の認識精度に対する影響について
検証する．これら 2点により，提案手法である SSDが既
存のユーザ適応手法と比較して認識精度の観点で優れて
いることを定量的に確認する．また，最後に既存の手法
と組み合わせた場合の結果について報告し，提案手法が
その他の手法と補完的に利用可能であることを示す．

表 1: ラベル付きデータを各クラスNsup個ユーザ適応に
利用した場合の提案手法 (SSD)と既存手法の比較．

(a) Nsup = 5（正解率）

Ref Mixin FT FT-D FT-T SVD SD KL SSD

S1 0.81 0.01 -0.06 -0.05 -0.06 -0.01 -0.05 0.02 0.02
S2 0.78 0.02 -0.11 -0.09 -0.11 -0.02 -0.04 0.02 0.02
S3 0.72 0.04 -0.13 -0.12 -0.14 -0.03 -0.13 -0.00 0.02
S4 0.78 0.03 -0.15 -0.14 -0.14 -0.05 -0.09 0.04 0.04

ave 0.77 0.03 -0.11 -0.10 -0.11 -0.03 -0.08 0.02 0.03
ave124 0.79 0.02 -0.11 -0.10 -0.10 -0.03 -0.06 0.03 0.03

(b) Nsup = 5（平均 F 値）

Ref Mixin FT FT-D FT-T SVD SD KL SSD

S1 0.66 0.03 0.00 0.01 -0.00 0.02 -0.00 0.04 0.04
S2 0.57 0.07 0.01 0.03 0.01 0.03 0.01 0.05 0.05
S3 0.45 0.17 0.10 0.09 0.10 0.14 0.07 -0.01 0.05
S4 0.53 0.13 0.09 0.08 0.08 0.11 0.13 0.13 0.13

ave 0.55 0.10 0.05 0.05 0.05 0.07 0.05 0.05 0.07
ave124 0.59 0.08 0.03 0.04 0.03 0.05 0.05 0.07 0.07

(c) Nsup = 20（正解率）

Ref Mixin FT FT-D FT-T SVD SD KL SSD

S1 0.81 0.02 -0.09 -0.08 -0.10 -0.07 -0.08 0.03 0.05
S2 0.78 0.05 -0.11 -0.09 -0.10 -0.07 -0.05 0.03 0.06
S3 0.72 0.07 -0.02 -0.02 -0.01 0.01 -0.04 0.00 0.06
S4 0.78 0.06 -0.04 -0.04 -0.05 -0.00 -0.02 0.05 0.06

ave 0.77 0.05 -0.06 -0.06 -0.07 -0.03 -0.05 0.03 0.06
ave124 0.79 0.04 -0.08 -0.07 -0.08 -0.05 -0.05 0.04 0.06

(d) Nsup = 20（平均 F 値）

Ref Mixin FT FT-D FT-T SVD SD KL SSD

S1 0.66 0.08 -0.02 -0.01 -0.03 -0.02 -0.01 0.06 0.10
S2 0.57 0.17 0.07 0.07 0.06 0.08 0.10 0.08 0.16
S3 0.45 0.27 0.17 0.18 0.19 0.23 0.17 0.00 0.18
S4 0.53 0.22 0.15 0.15.15 0.17 0.15 0.19 0.21

ave 0.55 0.18 0.09 0.10 0.09 0.11 0.10 0.08 0.16
ave124 0.59 0.15 0.07 0.07 0.06 0.08 0.08 0.11 0.16
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表 1 に提案手法 (SSD) と比較手法の精度比較結果を
示す．表中 S1～S4は Refの学習に利用したユーザの ID
を示しており，Ref が不特定行動者モデルの認識精度，
Mixinから SSDまでの各列は Refからの認識精度の差分
を表している（プラスであれば認識精度が改善したこと
を意味する）．太字+下線は改善幅がもっとも大きかった
ことを，太字は改善幅が 2番目に大きかったことを意味
している．また，aveの行は 4ユーザの平均値を，ave124
は参考までに不特定行動者モデルの認識精度が極端に低
かったユーザ S3を除く 3ユーザの平均値を示している．

結果として，次のような結果が得られた．1. 提案手法
は，Nsup = 5の場合 Nsup = 20の場合双方で正解率お
よび平均 F値の双方で認識精度に改善が見られた．具体
的には，Nsup = 5 の場合に正解率（平均 F 値）で平均
0.03 (0.07)ポイント，Nsup = 20の場合に 0.06 (0.16)ポ
イント認識精度の改善が見られた．2. 平均的な認識精度
において提案手法と同程度の精度を達成したのは，ユー
ザ適応ではなく各ユーザに対して再学習を行うMixinの
みであった．3. ユーザごとに見ると，ユーザ S3について
は，他手法と比較して SSDを用いた場合に精度が悪化す
る場合があった．例えば，Nsup = 20とした場合Mixin
と比較して正解率および平均 F値の指標でそれぞれ 0.01，
0.09ポイント低くなっていた．

ここで，教師なしデータを利用していない手法群 (表 1
中 FTから SD)のほとんどで平均 F値が改善している一
方で正解率が低下しているのは，全行動クラスのサンプ
ルを均等に Nsup 個ずつ与えていることが原因の 1つと
考えられる．このように各行動クラスのサンプルを均等
に用意すると，珍しい行動クラスのサンプルが Refモデ
ルと比較して相対的に強く影響を与えるようになり，結
果として珍しい行動クラスのサンプルを識別できるかを
主眼とする平均 F値には良い影響を与える一方で，大多
数を占める行動クラスのサンプルを識別できるかを主眼
とする正解率は Refモデルと比較して悪化しうる．その
ため，表 1が示すところは正解率の指標において特に提
案手法で良く改善するということではなく，正解率およ
び平均 F値双方の指標で認識精度を改善できていること
であることには注意されたい．

次に，図 2にユーザ適応時の学習エポックごとの平均
F値の変化（aが訓練データ，bがテストデータ）を示す．
なお，図はNsup = 20とし，ユーザ適応時に元にした不
特定行動者モデルの平均認識能力が平均的であった S2
ユーザに対するユーザ適応を行った際の認識精度を描画
した．結果として，1)FTや SVDなど蒸留による正則化
を用いない方法およびラベルなしデータを用いない SD
では訓練データにおける認識精度は SSD より高くなっ
ている一方でテストデータにおいては SSD を大きく下
回っている，2)KLの場合は SSDと比較すると訓練デー
タに対する認識精度の改善が限定的であり，結果として
テストデータに対する認識精度で SSDの方が高くなって
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図 2: 訓練データとテストデータに対する各手法の学習の
推移（横軸がエポック数，縦軸が認識精度）
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図 3: Nsup = 20のときの Refと SSD，Mixinの混合行
列による比較．(a)は S1，(b)は S3に関するもの．

いる，という結果が得られた．このことは，ラベルなし
データを利用することで過学習を抑制できており，また
T を考慮することでより適切なユーザ適応が行えている
ことを示している．

図 3に SSDを行う前後の混合行列およびMixinの混
合行列を比較した結果を示す．(a), (b)はそれぞれ Refの
認識精度が最も高かった S1と最も低かった S3の結果を
示しており，それぞれ左から順に SSD を適用する前の
Ref，SSD適用後，Mixinでの混合行列を示している．ま
た，図中色が濃い場所が高い割合であったことを意味し
ており，0から 1まで色を線形にスケールしたものであ
る．結果として，S1ユーザについては SSDとMixinの
混合行列に大きな差が見られない一方で，S3ユーザにつ
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図 4: 学習に利用した教師なしデータ Xunsup とテスト
データXtest に対する学習の進行の比較．
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図 5: T および λに関するセンシティビティの分析．

いては例えば誤って 5番目のクラスと予測してしまうよ
うなエラーが Mixinと比較して SSDで頻出しているこ
とがわかる．この傾向は Refモデルにおいても同様に起
こっており，SSDにおいては適応の際に元のモデルとし
て利用した Refのエラーを引きずるという問題が発生し
ていることを示している．

また，図 4に SSDの学習に利用した教師なしデータ
Xunsup と評価用データ Xtest それぞれに対する学習の
進行度合いを SSDと Mixinで比較した結果について示
す．図中青線が SSD，赤線がMixinを表しており，実線
が Xunsup，点線が Xtest に対する認識精度をそれぞれ
示している．なお，図中ところどころ点線が消えている
のは実線と重なっているためである．結果として，まず
S3 ユーザについては Mixin を適用した場合に教師なし
訓練データとテストデータの認識精度がほとんど同じ値
になっている一方で，SSDでは，教師なし訓練データと
比べてテストデータの精度が低い値となっていた．また，
S1ユーザについては，教師なし訓練データとテストデー
タに対する精度は SSDおよびMixinどちらに関してもほ
とんど同じ精度となっていた．これらの結果から，SSD
を S3 ユーザに適用した場合には Xunsup にわずかなが
ら過学習しており，結果としてMixinと比較して認識精
度が低くなっていたと考えられる．

図 5に，ハイパーパラメタ T および λを変化させた
際の認識精度の変化を示している．横軸は λを，縦軸は
認識精度を示しており，各折れ線が異なる T に対応し
ている．結果として，まず T については，Nsup = 5お
よびNsup = 20の場合双方で T = 1の場合（KL正則化
に対応）と比較して，T = 3や 5，10の場合が比較的良
い精度となっていた．この結果は，提案手法のように温
度パラメタを考慮することでより良いユーザ適応が行え
ていることを示唆している．次に λ については，T の
大きさによるものの，例えば T = 10，Nsup = 5の場合
には λ = [0.5,0.9] 程度の範囲でおおよそ横ばいであり，
T = 10，Nsup = 20の場合には λ = [0.5,0.6]付近で最も
良い精度となっていた．この結果は，Nsupが大きい場合
にはより小さな正則化で良いことを示しており，またYu
らが KL正則化において検証した結果 [Yu 13]とも整合
するものである．

図 6に，提案手法である SSDと SVDを組み合わせた
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図 6: SVDと SSDを組み合わせた場合の認識精度．
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図 7: Nsup = 0の時の各 T での精度改善度合いの比較．

場合の結果を示す．横軸は教師ありデータ数Nsupを，縦
軸は平均 F 値を表している．また，k は W = USV に
より分解した後に S の行列をどの程度利用したかを示し
ており，例えば k = 400の場合に特異値が大きい方から
上位 400 個を残したことを意味している．結果として，
Nsup = 5のように極端に教師ありデータが少ない場合を
除くと SVDとの組み合わせにより認識精度に改善が見
られた．特にNsup = 20かつ k = 400にした場合に認識
精度の改善が大きく，0.02ポイント改善が見られた．た
だし，SSDと SVDを組み合わせた場合は認識精度の改
善により大きなイテレーションを必要としたため，SVD
を利用する場合には 200エポック学習させた結果である
ことに留意されたい．

最後に，図7にラベルありデータを利用しない（Nsup =

0）場合に蒸留によるユーザ適応を行った結果を示す．図
の横軸はユーザを示しており，棒グラフの各色は T の違
いを示している．また，縦軸は不特定行動者モデルから
の認識精度の改善度合いを示しており，点線が認識精度
に全く変化がなかった状態を意味している．結果から，教
師データが全く無い場合でもユーザ S3を除く 3ユーザ
で認識精度が改善していること，ユーザごとに傾向は異
なっているものの平均すると温度 T を高めた方が認識精
度の改善度合いが高くなること（T=20の場合に平均し
て 0.03ポイントの改善），が確認された．

5. 考 察

まず，提案手法のユーザ適応による認識精度の観点か
ら見た有効性について考察する表 1の結果から，ハイパー
パラメタおよび固定エポック時点での認識精度を比較し
た場合，提案手法が Fine-Tuning や SVD などの既存の
ユーザ適応手法と比べて平均的に良い精度となることが
確認された．また，図 5に示した通り提案手法では既存
手法と比較して過学習を抑制できており，また学習エポッ
ク数の切り出し方によらず安定的に良い精度とであるこ
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とがわかる．これらの結果は，提案手法により既存のユー
ザ適応手法と比較して良いユーザ適応が行えることを示
していると考えられる．また，図 5の結果は，ほとんど
の場合 T を大きくすることで認識精度が向上しており，
単に KL正則化により過学習を抑えるよりも T を考慮す
ることでより良いユーザ適応が行えることを示唆してい
る．表 1の結果は，教師なしデータを利用しない SDと
比較して教師なしデータを利用した半教師あり学習を行
う SSDが優れたユーザ適応を行えることを示している．
また，SSDを利用する場合ラベルありデータを全く利用
せず蒸留による正則化項のみを利用して学習を行った場
合にも認識精度の改善が確認された（図 7）．これらの結
果から，提案手法はラベルなしデータの情報もうまく活
用することで，既存手法と比較して認識精度を高めるこ
とができる手法であると言える．

提案手法の認識精度に関する課題として，一部のユー
ザ（S3ユーザ）に対してMixinと比較して認識精度が高
まりにくいという問題が確認された．具体的には，図 3
の結果は提案手法により認識精度は改善するもののユー
ザ適応の元とするモデルの誤差を引き継ぐことを示して
いた．提案手法が利用している蒸留による正則化は Ref
モデルから離れすぎないように制約をかけることで過学
習を抑制する方法であること，また Refモデルの認識精
度が他と比べて著しく低かった S3ユーザ（平均 F値で
他 3ユーザの平均値より 0.15ポイント低）に対して提案
手法の有効性が相対的に低いことから，元モデルの認識
精度が不十分である場合に提案手法の有効性が相対的に
低いものと推察される．この問題の解決法としては，1．
λや T を徐々に変化させることで正則化の影響を徐々に
小さくする，2. Self-Trainingと組み合わせることで徐々
に教師ではなく自分自身の出力分布に近づける，3. 不特
定行動者モデルの学習に利用するユーザ数の増加やアル
ゴリズム的な工夫により不特定行動者モデルの認識精度
をそもそも改善させる，などの方法が考えられる．これ
らの工夫により認識精度が実際に改善するかの検証が将
来課題の 1つである．

提案手法に限らずユーザ適応を行う上での認識精度に
関する実用上の課題として，ユーザ適応の問題設定での
適切なハイパーパラメタの選択方法がある．今回は実験
上ハイパーパラメタを固定した上で精度比較を行い，加
えてパラメタセンシティビティの検証を行ったが，図 5に
も示したようにハイパーパラメタの設定は認識精度に影
響を与えるため，実用上は何らかの方法でパラメタを選
択する必要がある．一般にハイパーパラメタは学習デー
タとは別に用意した教師データ付きの検証用データを用
いて行うが，ユーザ適応の問題設定では教師データの数
は少なく，ユーザ的応用の教師データの他に検証用デー
タを各ユーザに対して用意することは現実的には難しい．
対策として，例えば今回の実験のように Refモデルを学
習データが大量にあるユーザ全員分で訓練するのではな

く，一部のユーザについては Refの学習に利用せずユー
ザ適応用の検証ユーザとして利用する方法が考えられる．
検証ユーザのデータを利用して実際にユーザ適応を行っ
たのちにその評価値によりパラメタを決めることにより
システマチックなパラメタ選択が可能である．ただし，
この場合検証ユーザに対して良い評価値となるパラメタ
が別のユーザに対しても良いかどうかは明らかではなく，
最適なハイパーパラメタのユーザに関するロバスト性に
関する検証が必要と考えられる．　

図 6では，SSDと既存手法である SVDを組み合わせ
ることにより認識精度が改善することが示された．この
結果は，不特定行動者モデルから離れすぎるのを防ぐ提
案手法と，適応させるパラメタを減らすことで効率良く
学習する手法群は補完的であることを示唆している．適
応させるパラメタを減らす手法は本稿で利用した一部の
層を固定する方法や SVDの他にも，出力層のバイアスを
補正する方法 [Yao 12]，ユーザごとに活性化関数の形を
変化させる方法 [Siniscalchi 13]，隠れユニットの出力の
大きさを補正する方法 [Swietojanski 14, Swietojanski 15]
などが音声認識の領域で提案されている．これらの手法
の行動認識における有効性，SSDとの組み合わせにより
認識精度の有効性の調査は更なる精度改善を必要とする
実用上の検討事項である．

ユーザ適応を行う上での認識精度以外の観点として，
学習モデルを構築するための計算コストがある．今回の
実証結果では，ユーザ適応を行わずに各ユーザに対して
毎回学習をはじめから行うMixinが認識精度の上では提
案手法と同程度であったが，計算リソースが限られてい
る場合には提案手法のように既に学習済みのモデルが獲
得した知識を有効活用できることが望ましい．また，多
数のユーザがアプリケーションを利用する場面で認識精
度を改善する場面を想定すると，ユーザ適応はサーバ側
よりもデバイス側で行えることが望ましい．提案手法に
おいて，単純に Fine-Tuningを行う場合と比較して，必
要な追加計算はソフトラベル sの計算および Lsoft の計
算のみである．前者についてはニューラルネットワーク
を順伝搬させる必要があるため全サンプルについて行う
にはある程度の計算コストがかかるが，各サンプルにつ
いて一度計算すれば良いため実用上そこまで大きな問題
にはならない．また，Lsoft の計算は単純な掛け算であ
り計算上問題にならないと思われる．DNN のユーザ適
応を行う場合に最も計算負荷が大きいのは誤差を逆伝搬
させる部分であり，例えばニューラルネットワークの圧
縮技術 [Han 16, Lin 16]と組み合わせるなどの改良の余
地がある．

本稿の実験設定上の限界および問題点としてまず第 1
にデータセットに関する限界がある．今回は最もよく利
用されるOpportunityデータセットで検証したが，さらに
大規模なデータセット [Zhang 12]やユーザ数の多いデー
タセットなど多様なデータセットで検証を進めることで
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提案手法がどのような場面で有効なのかについての議論
を行う必要がある．第 2に，ユーザ適応時に各クラスに
対して均等な個数のサンプル数が与えられるという実験
設定に伴う問題がありうる．4.2節でも述べたように，こ
の問題設定では平均 F値に対しては良い影響を，逆に正
解率に対して悪影響を及ぼす可能性があり，その意味で
FTや SVDなどの手法を正解率の観点で過小評価してい
る可能性がある．一方で，良い影響を与えると考えられ
る平均 F値の指標においても，提案手法は FTや SVDを
上回っているため，少なくとも今回の問題設定において
も提案手法の有効性を示すのに十分であると考えられる．
実用上正解率を重要視する場合には，全行動クラスのサ
ンプルを均等にNsup個ずつ用意するのではなく，Refモ
デルの学習時に存在したサンプルの割合に応じて異なる
数のサンプルを用意したり，あるいはサンプル数が大き
い行動クラスをより強く重み付けした上で学習を行った
りする方法が考えられるが，これらの方法では正解率は
高められる一方で平均 F値は今回行ったような珍しい行
動クラスの影響を強く受ける方法と比較して低下するた
め，実用上はトレードオフを考慮する必要がある．

また，今回の検証ではユーザ適応技術がよく利用され
てきた音声認識における研究にならいすべての行動クラ
スに対して均一な数のラベルデータが得られる仮定のも
と検証を行ったが，行動認識の場合実際にはクラスごと
にラベルの入手難易度は異なることが多い．例えば，転倒
したかどうかを 2値分類する場合を考えたときに，転倒
に関するラベルデータを用意するのは困難であるが転倒
していない場合のサンプルを得るのは容易であろう．そ
のため，すべてのクラスについて同じ数のラベルデータ
が得られるというよりむしろ特定のクラスのみに対して
ラベルデータが得られるという仮定の方がより現実に即
していると考えられる．Reiss らは，すべての行動クラ
スに対するラベルデータが得られるという仮定を置くべ
きではないと主張し，適応データの一部のクラスにのみ
ラベルデータが与えられる場合における検証を行ってい
る [Reiss 13]．提案手法において，温度 T を上げた場合
に得られるソフトターゲットはクラス間の類似性を保持
した情報となるため，特定のクラスにしかラベルがない
場合でも良い精度が出るのではないかと期待できる．

6. お わ り に

Deep Neural Networksは行動認識の分野においても高
い認識精度を達成することが近年の研究で示されており，
人間行動を高精度に認識する上で重要な技術となってい
る．本稿では，学習済みの深層行動認識モデルをユーザ
適応する問題に対して，蒸留を応用した方法を提案した．
ユーザ適応はラベル付きデータが限られたユーザに対す
る認識精度を改善する主要な方法の 1つであるが，深層
行動認識モデルをいかにユーザ適応させるかの検討はこ

れまで行われてこなかった．DNNをユーザ適応する際の
最大の論点は，ユーザ適応に利用可能なラベル付きデー
タは大量のパラメタを持つ DNN全体を適切に訓練する
ほど十分に得られないことが多く，単純に適応させよう
とすると過学習を引き起こす点である．提案手法は，蒸
留をユーザ適応の文脈およびにラベルなしデータを活用
できるように拡張し，ユーザ適応後のモデルが元のモデ
ルから極端に離れないように制約をかけることで過学習
を抑制してユーザ適応する方法である．本稿では実デー
タによる実験を行い，提案手法により 8種類のベースラ
イン手法と比較してより良いユーザ適応が行えることを
示した．今後は，より大規模なデータセットでの検証やよ
り実環境に近い問題設定において検証を行うことで，現
実的な環境での行動認識の高精度化に貢献していきたい．
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A. ニューラルネットワークの構造
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図 A.1: 実験に利用した畳み込みネットワークの構造．図
中黄色枠が入力，紫が出力，緑が畳み込み層，青がプー
リング層，赤が全結合層．また，畳み込み層およびプー
リング層のとなりにある 1× aという表記は畳み込みま
たはプーリングの大きさを，各層の右下にある数値は特
徴マップ数あるいはユニット数を意味する．


