
1

�� ��原著論文 Original Paper ��

深層学習を用いたアンサンブルモデルによる株主
価値推定モデルの提案
Model for Evaluation of Stock Values by Ensemble Model Using Deep Learning

田村 浩一郎
Koichiro Tamura

東京大学大学院工学系研究科技術経営戦略学専攻
Department of Technology Management for Innovation, School of Engineering The University of Tokyo
koichirot11@weblab.t.u.tokyo.ac.jp, http://koichirotamura.com/

上野山 勝也
Katsuya Uenoyama

（同 上）
uenoyama@weblab.t.u-tokyo.ac.jp

飯塚 修平
Shuhei Iitsuka

（同 上）
iitsuka@weblab.t.u-tokyo.ac.jp

松尾 豊
Yutaka Matsuo

（同 上）
matsuo@weblab.t.u-tokyo.ac.jp

keywords: stock value, deep learning, ensemble, enterprise value evaluation, summary of financial statements of company

Summary
In order to encourage individual asset flow into the Japanese market through long-term investments, it is

important to evaluate stock values of companies because stock prices of companies are determined not only by internal
values, which are independent of other companies, but also by market fundamentalism. However, there are few studies
conducted in this area in the machine learning community, while there are many studies about prediction of stock price
trends. These studies use a single factor approach (such as textual or numerical) and focus on internal values only. We
propose a model where we combine two major financial approaches to evaluate stock values: technical analysis and
fundamental analysis. The technical analysis is conducted using Long-Short Term Memory and technical indexes as
input data. On the other hand, the fundamental analysis is conducted transversely and relatively by creating a program
which can retrieve data on financial statements of all listed companies in Japan and put them into a database. From
the experiments, compared to single technical analysis proposed model’s accuracy in classification was 11.92% more
accurate and the relative error of regression was 3.77% smaller on average. In addition, compared to single factor
approaches the accuracy in classification was 6.16% more accurate and the relative error of regression was 3.22%
smaller on average. The proposed model has the potential to be combined with other prediction methods, such as
textual approaches or even traditional financial approaches, which would improve accuracy and increase practicality
of this model.

1. は じ め に

株価は多様な因子が相互に影響しあう複雑な現象の結

果であり，予測の可能性やモデリングの手法に関して，多

様な分野で学問的関心を集めてきた．株式分析の手法は，

ファンダメンタル分析 [Dornbusch 76, Lev 93]とテクニ
カル分析 [Brock 92, Frankel 85, Frankel 90]に大分され，
[Murphy 86]では，「テクニカル分析は市場の動きの研究
に専念するのに対し，ファンダメンタル分析は価格を上下

させたり，あるいは同じレベルにとどめさせたりする原

因となる，需要と供給関係に焦点をあてる」としている．

株式市場分析の研究にも機械学習の手法が用いられて

いる．大規模なデータからパターンを学習することがで

きる機械学習は，テクニカル分析に基づいた短期的なト

レーディングのためのトレンド予測に用いられることが

多い．

しかし，健全な市場を形成し，より多くの投資を促進

するという観点からすれば，中長期的な投資が重要な役

割を担っている．1,600兆円を超える日本の個人資産をよ
り多く市場に流入させるためには，公正でかつ中長期的

な投資を推進することが必要である．実際に， [川崎 16]
によれば，金融庁は「早耳情報に基づく短期的なトレー

ディングではなく，中長期的な視点に立って投資を行うと

いう投資家の意識変革を促す」という目的で，企業が未

公表の重要情報を選択的に伝えることを禁じる「フェア

ディスクロージャー（ＦＤ）規制」の導入を進めている．

中長期的な投資を行うためには，企業の財務諸表，経

営状態，競争優位性などから，市場における価値に着目

するファンダメンタル分析も重要である．なぜなら，上

場企業の株価は，中長期的には市場原理に基づき，市場

における企業の価値の評価によって決定しているからで
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ある．例えば，類似するA社と B社があるとして，A社
がより良い業績を発表した場合，B社の投資価値そのも
のが下がったわけではないのに，A社の価値が B社より
も高いとして，B社の株が売られ A社の株が買われるこ
とが考えられる．また，C社の業績自体は向上している
場合でも，市場が期待していた水準ではないと認知され

た場合，実際の企業の価値が，期待されていた企業の価

値よりも低いために C社の株価が下がるということもあ
る．よって，中長期的な投資においては，例え最終的な

推定対象が株価であっても，株価そのもののトレンドの

動きを直接推定するテクニカル分析だけでなく，市場に

おける評価価値である株主価値に着目したファンダメン

タル分析が重要である．

しかし，トレンドを推定するようなテクニカル分析に

加えて，株主価値を推定するファンダメンタル分析を組

み合わせた機械学習による手法は著者の知る限り存在し

ていない．確かに，テクニカル指標だけでなくファンダ

メンタル指標を扱う機械学習モデルは提案されているが，

それはファンダメンタル指標を予測対象企業に帰属する

入力変数として用いているにすぎず，需要と供給の関係

を考慮し，株式市場における価値に着目するファンダメ

ンタル分析ではない．

機械学習の分野において，株主価値に着目したファン

ダメンタル分析を行うモデルが提案されていない一方で，

経済学的な分野では，一度株主価値を推定するファンダ

メンタル分析を用いた後に，株主価値を発行株式数で割

ることで，株価を推定することが一般的である．

証券アナリストは，インタビューを通して対象企業や

業界を分析することで，表層的な財務情報だけでなく，詳

細な商品や事業内容などの解像度の高い情報を元に，ファ

ンダメンタル分析に基づいた経済学的な企業価値推定モ

デル (以下，経済学的ファンダメンタル分析と呼ぶ)を用
いて企業価値推定や投資価値推定を行っている．しかし，

先述したＦＤ規制によって，そうした解像度の高い情報

の入手が難しくなり，人間による経済学的ファンダメン

タル分析では予測が困難になってしまった [川崎 16]．

機械学習が飛躍的な発展を遂げ，企業情報を取得する

ことが可能になった今，市場における株主価値を考慮す

るファンダメンタル分析の機械学習モデルを用いること

の価値は相対的に高まっており，今後も高まり続けると

考えることができる．

そこで本研究では，既存のテクニカル分析の機械学習

手法を用いるだけでなく，市場における価値に着目した

ファンダメンタル分析を機械学習を用いて行い，アンサ

ンブル学習を用いた複合的な株主価値推定モデルを提案

する．市場における株主価値を考慮するファンダメンタ

ル分析の機械学習を実現するために，XBRL(eXtensible
Business Reporting Language) ファイルを利用すること
によって，すべての上場企業の決算短信をはじめとした

企業情報を取得するシステムを構築し，企業情報を一元
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図 1 提案モデル概要

化する．そうして，株価といった企業ごとにスケールが

違う値を株主価値に標準化し，推定対象とする．提案モ

デルの概要を図 1に示す．
本研究では，2013年第 1四半期から 2014年第 4四半
期の 8期において，日本の上場企業約 3000企業，5年間
分のデータを用いて学習を行い，分類・回帰予測の両方

について，提案モデルを評価した．検証の結果，

•経済学的ファンダメンタル分析に対して，提案モデ
ルのファンダメンタル分析がより正確な推定を行え

ること

•テクニカル分析に加えてファンダメンタル分析を組
み合わせた提案モデルが，テクニカル分析，さらに

はファンダメンタル分析の各単体手法よりも高い精

度の株主価値推定を行えること

• XGBoost [Chen 16]の決定木の情報利得を利用した
重要度分析により，予測対象が長期化するほど，ファ

ンダメンタル分析が有効であること

を示した．

本論文は，2章で株式評価，株価予測の関連研究を俯
瞰し，本研究の学術的見地を明確にする．3章で提案モ
デルについて説明し，4章で提案モデルの検証実験につ
いて説明し，結果を述べる．5章では，検証実験結果に
基づき提案モデルの有用性や今後の展望について考察す

る．最後に，6章でまとめを述べる．

2. 関 連 研 究

1章で述べたように，株式市場分析に機械学習を用い
ることを提案している先行研究は数多くある．その大

半はテクニカル分析 [Brock 92, Frankel 85, Frankel 90]
に基づき指数のトレンド予測を行う研究である．Time
Delay Neural Networks を用いて株価のトレンド予測を
行った研究 [Kreesuradej 94]，Recurrent Neural Networks
を用いて翌日の株価指数を予測する研究 [Saad 96]など
が 2000 年以前に行われている．2000 年以後，Neural
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Networks と他の予測モデルを組み合わせるハイブリッ
ド型のモデル [Kim 07]が提案され始めた．また，サポー
トベクターマシンを利用した株価予測 [Cao 01] が精度
をあげたことで話題を呼んだ．その後，遺伝子アルゴ

リズムにより特徴量選択を行い，サポートベクターマ

シンを利用して株価を予測するハイブリッド型のモデ

ル [Choudhry 08]が提唱され，精度向上を実現した．最近
では，深層学習の手法の一つであるRecurrent Neural Net-
works の拡張として提唱された Long Short-Term Mem-
ory [Hochreiter 97](以下 LSTMと呼ぶ)を用いて株価指
数予測をする研究 [Chen 15]が行われている．
一方で，ファンダメンタルな因子に着目したモデル

[Choudhry 08, Lam 04]は数少ない． [Lam 04]はファン
ダメンタル分析を試みているが，予測対象が株主資本利

益率であり，本研究とは目的が異なるうえに，株主資本

利益率は財務情報から計算される値であるため，株価を

はじめとするテクニカル指標がファンダメンタル指標の

説明因子になり得ないといった点が問題としてあげられ

る． [Choudhry 08]はファンダメンタル指標を入力変数
としているが，予測対象企業に帰属する入力変数として

用いているにすぎず，株式市場における価値に着目した

ファンダメンタル分析を行ってはいない．発行株式数が

企業ごとに異なることから，株式市場における価値の企

業間比較を行うためには，

株主価値 =株価×発行株式数

を用いる必要がある．

企業情報を一元化し，推定対象を株主価値に標準化す

ることで，株式市場における価値の比較を試みたファン

ダメンタル分析を機械学習により行っている研究はなく，

そうした分析手法を取り入れた複合的なモデルは著者ら

の知る限り提案されていない．

3. 提 案 手 法

ファンダメンタル分析が中長期的な投資の際に重要で

あることはすでに 1章で述べたが，人間による経済学的
ファンダメンタル分析の問題として

(1) 人間が処理できるデータサンプル数の限界
(2) 人間の認知限界
(3) 複数の手法の組み合わせ方が体系立てられていな
いこと

があると洞察できる．「人間が処理できるデータサンプル

数の限界」及び「人間の認知限界」は，全企業の時系列

データを用いて教師あり機械学習を行うことで，帰納的

にパターンを見つけ出し，重要な素性を抽出することで

解決できると期待する．XMLの規格に従って企業ごと
の情報が記載されているXBRLファイルが，Web上に存
在している．複数の企業のXBRLファイルを取得し解析
することにより，複数の企業情報を一元化することが可

能である．複数の企業情報を一元化し，推定対象を株主

価値にすることによって，株式市場における相対的な価

値を考慮したようなファンダメンタル分析が，機械学習

によって実現できる．

3つ目の「複数の手法の組み合わせ方が体系立てられ
ていない」という問題に関しては，複数の分析手法を組

み合わせるアンサンブル学習を用いて解決できると期待

できる．

また，1章で述べた証券アナリストの行う企業価値推
定や投資価値推定は，将来株価の上下の分類と，株価の

適正価格や目標価格の回帰予測の 2種類ある．よって本
研究も，分類モデルと回帰モデルの 2つを提案する．

3 ·1 概 要

提案する「深層学習を用いたアンサンブルモデルによ

る株主価値推定モデル」の概要は図 1に示した通り．既
存の機械学習手法と同様に，テクニカル指標を入力素性

としたテクニカル分析の機械学習モデル (以下「提案モ
デルのテクニカル分析」と呼ぶ)に加えて，XBRLファ
イルから取得したファンダメンタル指標を用いて，市場

における価値に着目したファンダメンタル分析の機械学

習モデル (以下「提案モデルのファンダメンタル分析」と
呼ぶ)がある．提案モデルは，提案モデルのテクニカル
分析と提案モデルのファンダメンタル分析のモデル (以
下ではまとめて「提案モデルの 1層目」と呼ぶ)の予測
結果を入力素性とするアンサンブル学習の非線形モデル

(以下では「提案モデルの最終層」と呼ぶ)によって構成
される．提案モデルの最終層は，最終予測が分類問題で

ある場合は分類モデル，回帰問題である場合は回帰モデ

ルを採用する．

複数の分析による予測を入力データとする非線形学習

器を用いたアンサンブルモデルによって，異なる分析手

法を融合し，より予測性能が高いモデルを構築すること

を試みる本研究では，提案モデルの最終層にXGBoostを
使用する．XGBoostを使用する理由は，

•非線形モデルを使用することによって，分析間にお
ける非線形関係を表現できる

•決定木を用いたアルゴリズムであるため，特徴量の
重要度を情報利得から計算することができ，最終的

にどの分析がどれだけ予測値に寄与しているかとい

うことが指標化できる

といったことがある．情報利得は，以下のように計算さ

れる．

IG(Dp，f) = I(Dp)−
Nleft

Np
I(Dleft)−

Nright

Np
I(Dright)

ただし，f は分割を行う特徴量であり，I は不純度を表

す関数，Dp は親のデータセット，Dleft 及び Dright は

子ノードのデータセットである．
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3 ·2 企業情報の取得

企業のテクニカル指標は，多くの場合データベース化

されており，Webから簡単に取得できる．一方で，企業
のファンダメンタル情報は一般的に一元化されて公開さ

れておらず，一元的にデータベース化するシステムを構

築する必要がある．

XBRLファイルとは，財務諸表などのビジネスレポー
トを XMLの規格をベースとして電子化されたものであ
る．本研究では，XBRLファイルを利用し，すべての企
業のビジネスレポートを一元的にデータベース化するシ

ステムを構築した．

システム概要は以下の通り．

(1) 有報キャッチャーAtomAPI∗1を利用して過去の企
業の XBRLファイルをダウンロードする

(2) 金融庁が公開しているタクソノミ要素リスト ∗2を

元に，各要素の名前空間を作成する

(3) 作成した名前空間を元に，XML ファイルを解析
し，データベースにデータを挿入する

なお，本研究で提案するモデルは，タクソノミ要素リ

ストで定義されている要素のうち，決算短信，損益決算

書，貸借対照表，キャッシュフロー表に含まれるものを

すべてを入力素性の対象とし，テクニカル指標はトムソ

ン・ロイター DataStreamのものを用いた．

3 ·3 テクニカル分析のモデル

テクニカル分析においては，回帰モデルの場合，将来株

主価値でなく一旦株価変化率を求める．企業ごとの株主

価値は株価に比例しているため，対象企業の時系列デー

タを学習に用いるテクニカル分析によって株価変化率を

推定したのち，

推定株主価値 =現在株主価値×推定株価変化率

として株主価値を推定することができる．

今回，予測対象企業に対する市場の時系列相関を反映

させるため，テクニカル指標をすべての企業，マーケッ

ト指数に対して計算し，すべての企業，マーケット指数

のデータを合算したものを，企業 kの時刻 tにおける入

力データ

Xt
k = (xc1,xc2,xc3, , , , ,xcN,xi1,xi2, , ,xiM)

とする．xcj は時刻 tにおける j(j = 1,2,3, , ,N)社のテ

クニカル指標ベクトル (始値，高値，安値，終値，出来
高，及び付録 Aに記述するテクニカル指標からなるベク
トル)，xilはマーケット指数 l(l = 1,2,3, , ,M)のテクニ

カル指標ベクトルである．また，企業 kの時刻 tにおけ

る正解データ ytk は予測対象企業 kの株価変化率とする．

∗1 有 報 キャッチャー AtomAPI: http://resource.
ufocatch.com/

∗2 タクソノミ要素リスト: http://www.fsa.go.jp/
search/20160314.html

テクニカル分析では長い系列長の時系列データを扱う

ため，今回，長期的な時系列データを扱うことが可能で

ある LSTMを学習器として用いる．また，再帰的ニュー
ラルネットワークの一つである LSTMを使用することに
よって，学習の過程で過去の時系列相関を獲得できるこ

とが期待される．LSTMの再帰的な学習の過程

zt = f(WinX
t +Wzt−1)

(f は活性化関数，Win は入力層から隠れ層の重み行列，

Wは隠れ層の重み行列，Xt は時刻 tにおける入力デー

タ，zt は時刻 tにおける隠れ層の出力である)によって
獲得された重みは，「対象企業の株価に過去の各情報がど

れだけの影響を与えるか」という指標と捉えることがで

きる．

一方，経済学の分野では，現代ポートフォリオ理論 [Elton 09]
では株価の相関を表す値として

β =
1
n

∑T
t=1(∆At −µ∆A)(∆Indext −µ∆Index)

σ∆Index

が用いられているが (∆At，∆Indext は時点 t における
企業 A の株価 A 及び指数株価 index の変化率，µ∆A，

µ∆Index は t = 1 ∼ T における平均値，σ∆Index は t =

1 ∼ T における標準偏差である)，この数式モデルは時系
列性を無視した単純な変化率の相関を導き出しているに

過ぎない．再帰的に時系列を扱う LSTMを用いることで
企業間の時系列の影響を学習し，より優れた予測を行え

ることが期待される．

3 ·4 ファンダメンタル分析のモデル

2章で述べた通り，既存の株価予測研究のモデルの多く
はファンダメンタル分析を取り入れたモデルではなかっ

た．今回，全企業のファンダメンタル情報を取得し一元化

したこと，及び予測対象を株主価値にすることによって，

企業の市場における価値を考慮することが可能になる．

構築した企業情報をデータベース化するシステムによっ

て，XBRLファイルを取得，解析することで企業活動情
報をデータベース化する．そして，取得したデータセッ

トに対してXGBoostを用いて特徴量ごとの重要度を計算
し，それに基づいて特徴量選択を行う．特徴量選択によっ

て次元削減された特徴量を用いて複数の学習器 (ロジス
ティック回帰，決定木，非線形サポートベクターマシン，

バギング，ランダムフォレスト，Extra Trees，Adaboost，
Gradient boosting，XGBoost，多層パーセプトロン)を学
習させる．各学習器の予測を入力データとして，XGBoost
を学習・予測をするアンサンブルモデルを構築し，より

予測性能が高いファンダメンタル分析のモデルの構築を

試みる．
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4. 実 験

4 ·1 実 験 目 的

提案モデルに関して検証実験を行うことによって，

•提案モデルのファンダメンタル分析が経済学的ファ
ンダメンタル分析より高い精度の株主価値推定を行

えること

•テクニカル分析に加えてファンダメンタル分析を組
み合わせた提案モデルが，テクニカル分析，さらに

はファンダメンタル分析の各単体手法よりも高い精

度の株主価値推定を行えること

を示す．

4 ·2 実験する手法

本研究では，以下の手法の検証実験を行う．

手法 EF 既存の経済学的なファンダメンタル分析

手法MT 提案モデルのテクニカル分析のモデル

手法MF 提案モデルのファンダメンタル分析のモデル

手法MTMF テクニカル分析とファンダメンタル分析

をアンサンブルした提案モデル

§ 1 EF

経済学的ファンダメンタル分析は，アセットアプロー

チ，マーケットアプローチ，インカムアプローチ ∗3の 3
つがある．

アセットアプローチでは，簿価純資産法を用いて検証

する．今回は簡単のため，純資産額 =推定株主価値 と

する．

マーケットアプローチでは市場株価法を用いる．今回

の検証実験においては，直近営業日 60日間の終値平均
を用いる．

インカムアプローチでは，Discounted Cash Flow法 (以
下 DCF法と呼ぶ)を用いる．DCF法は，将来キャッシュ
フローをリスク等を勘案した割引率によって現在価値に

割り引いた金額を評価額とする評価方法で，ファイナン

ス理論に最も忠実であり実務的に様々な場面で利用され

ているものである．今回の検証実験では，四半期ごとの

フリーキャッシュフロー (以下 FCFと呼ぶ)に対して割引
率を適用する．

DCF法の具体的な方法は以下の通り．
(1) Weighted Average Cost of Capital (負債の資本コス
トと株式の資本コストを負債比率と株式比率で加重平

均したもの，以下WACCと呼ぶ)をCAPM [Sharpe 64]
に基づいて計算

(2) FCFの計算

FCF =営業キャッシュフロー−投資キャッシュフロー

∗3 インターナレッジ・パートナーズ: http://www.ikpi.
co.jp/knowledge/valuation/valuation_file030.
html

(3) FCFをWACCを用いて現在価値に割りもどし，定
額モデルによって総和を「企業価値」とする

企業価値 = lim
n→∞

n∑
k=1

FCF × (
1

1+WACC
)

k
4

(4) 「企業価値」に非事業用資産を足したのち，有利
子負債を差し引いたものを株主価値とする

株主価値 =企業価値+非事業用資産−有利子負債

今回の検証実験において，近年のマイナス金利といっ

た特殊な市場状態を考慮し，安定した予測を行うために

Rd(負債コスト)及びRm(市場期待収益率)に対して，過

去の数値の範囲内でパラメタチューニングを行い，仮想

的に，Rd = 0.05，Rm = 0.1 とした．将来の FCF の予
測が困難であることを仮想的に解決するために，本来は

知ることのできない検証時点から将来 4期分 FCFを既知
とし，将来 5期以降の FCFは検証時点から将来 4期分
FCFの平均が継続すると仮定して，DCF法を用いる．

経済学的ファンダメンタル分析の最終的な予測は，分

類予測の場合，現在の株主価値との比較において単純平

均が上であれば上昇予測，下であれば下降予測とする．

回帰予測の場合，特にインカム分析の DCF法では，無
限等比数列を計算するため，割引率の計算や将来 FCFの
予測値によって大きく値が変動してしまうことを懸念し，

3つの手法の単純平均を予測値とするが，値が現在値か
ら ±100%以上離れている場合は，予測値を ±100%に

制限したものとする．

§ 2 MT

検証の対象となる企業は，基本的に検証期間に上場し

ている日本企業約 3000企業である．しかし，計算時間の
制約から，全期間において全企業の検証をすることは難

しいことを考慮し，MTにおいては，企業ごとにモデル
を学習・構築するのではなく，日経平均株価を構成する

225銘柄 (2016年 4月時点)の検証期間から前 5年間分の
週足のデータを学習用データとした代替モデルを構築し，

代替モデルを各企業に適用することで評価を行う．そし

て今回，週足データをデータセットの 1タイムステップ
とし，LSTMの入力データを 30ステップとする．

具体的に，データセットは，test datasetには検証時点
から前 30ステップのデータを用いる．学習用データは，
test dataset に用いる 30 週間分のデータの直前から前 5
年間分遡ったデータを用いる．学習用データのうち前半

95%を train dataset，後半 5%を validation datasetに分
割し学習を行う．なおデータセットを作成する時，予測

を行うモデルを構築する際に未来情報を与えてはいけな

いことに気をつける．

§ 3 MF

MFを以下の手順で作成する．

step1 予測対象期間の 1期前から前 5年間分 (20期)の
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train datasetを用意する．train datasetをさらにラン
ダムサンプリングによって，1層目の学習器の学習
及びハイパーパラメタの最適化に用いる train first
datasetと，2層目の学習器 (XGBoost)の学習及びハ
イパーパラメタの最適化に用いる train second dataset
に 2等分割する

step2 train first datasetを用いてハイパーパラメタの調
整を行う

step3 train first datasetと調整したハイパーパラメタを用
いて 1層目の学習器 (ロジスティック回帰，決定木，非
線形サポートベクターマシン，バギング，ランダムフ

ォレスト，Exra Trees，Adaboost，Gradient boosting，
XGBoost，多層パーセプトロン)を作成する

step4 作成した 1層目の学習器を用いて，train second
datasetによる予測をそれぞれの学習器ごとに出力す
る．これらの出力を予測データセットとする

step5 出力した予測データセットを用いて 2層目のXG-
Boostのハイパーパラメタの調整を行う

step6 調整したハイパーパラメタと予測データセットを

用いて 2層目の XGBoostを学習させる
§ 4 MTMF

MTと，MFを用いて，MTMFの最終層のXGBoostの
パラメタ最適化及び学習を行う．

step1 検証期間における，2013年第 1四半期から 2014
年第 4四半期のMT及びMFの分類，回帰予測をそ
れぞれ行い，3章で述べたように入力用の予測デー
タセットを作成する

step2 予測データセットのうち，予測対象期間のものを

test dataset，残りを train datasetとする
step3 train datasetをシャッフルし，データセットを 5分
割する．ハイパーパラメタサーチを行い，最終層の

XGBoostのハイパーパラメタを最適化する
step4 最適化されたハイパーパラメタと test datasetを

用いて最終層の XGBoostを学習する

4 ·3 検証実験の設定

評価方法 検証実験としての公平性を保つために, 検証
する期間は，2013年第 1四半期から 2014年第 4四
半期までの 8四半期とする．また，ファンダメンタ
ル分析とテクニカル分析の優位性が予測期間の長さ

によって異なる可能性を考慮し，異なる予測期間に

対して検証を行う．証券アナリストが，3ヶ月後，1
年後の投資価値評価を行うことは一般的であり，特

に，決算短信が出てから次の決算短信が出るまで約

60営業日 (約 3ヶ月)あることを踏まえて，予測対象
期間を 60営業日，240営業日 (約 1年)の 2つにつ
いて検証する．

ファンダメンタル分析の株主価値の推定に対する

寄与度を正確に評価し，できるだけ市場のランダム

要素を排除したい．そこで，各企業の決算短信が発

表された翌日からの，将来の平均の株主価値を推定

し，分類予測の場合，株主価値が予測時点から上昇

するか下降するかの正解率によって，回帰予測の場

合，対象企業における株主価値の平均誤差率によっ

て評価する．

データセット 企業ごとのテクニカル指標に関して，始

値，高値，安値，終値，出来高はトムソン・ロイター

DataStream∗4のデータを用いる．さらに付録Aに記
述するテクニカル指標を計算して追加する．MTに
おいては，日経平均株価を構成する 225銘柄 (2016
年 4月時点)の検証時点から前 5年間分の正規化さ
れた週足のデータ，約 56000データサンプルを用い
て学習する．

企業ごとのファンダメンタル指標は，XBRLファ
イルを解析することで得られた決算短信，損益決算

書，貸借対照表，キャッシュフロー表のデータを用

いる．さらに，Yahoo! ファイナンス ∗5から，業種

分類，設立年月日，市場名，上場年月日，従業員数

(単独)，従業員数 (連結)，単元株数，平均年齢，平均
年収といった企業情報を参照，特徴量として追加す

る．なお，上場年月日，設立記念日などは現在時刻と

の差分を計算することによって経過時間を割り出し，

特徴量として追加する．そうして，取得したデータ

を用いて付録 Bに記述するファンダメンタル指標を
計算・追加する．本検証実験では，前期のデータを

参照する欠損値補完，外れ値の置換，標準化を行う．

また，取得したデータのうち，損益決算書，キャッ

シュフロー表，及び決算短信の一部に含まれるデー

タは，四半期ごとの独立したデータでなく，年度内

の累計データである．そこで，四半期ごとのデータ

を並列して対等に扱うため，累計値から四半期ごと

の値を逆算する形で求め，修正する．MFでは，そ
うして作成される約 3000企業の 5年間分の四半期
データ，約 60000データサンプルを学習に用いる．

ハイパーパラメタの取り扱い方 本研究では，ハイパー

オプト [Bergstra 13]を用いてハイパーパラメタサー
チを行う．なお，MT における LSTM は計算コス
トが高いため，ハイパーオプトは行わず，隠れ層の

ノード:200，ドロップアウト:0.15，出力層の活性化関
数:[分類問題:softmax，回帰問題:linear]，学習率:0.00001，
最適化法:RMSprop [Tieleman 12]，損失関数:[分類問
題:categorical cross entropy,回帰問題: mean squared
error]とハイパーパラメタや最適化法を設定した．

4 ·4 実 験 結 果

検証実験による結果を表 1，表 2に示す．
表 1，表 2は，検証期間が 2013年第 1四半期から 2014

年第 4四半期までの 8四半期における，推定対象を営業

∗4 http://www.datastream.jp/
∗5 http://finance.yahoo.co.jp/
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表 1 検証 5:分類予測における正解率の比較 (%)

検証期間 予測対象 EF MT MF MTMF

2013Q1
60日 50.46 48.35 53.02 58.43

240日 46.57 38.30 69.63 72.76

2013Q2
60日 45.51 55.72 59.65 62.82

240日 54.43 63.57 67.92 71.75

2013Q3
60日 56.43 54.84 47.80 47.80

240日 52.37 50.17 68.96 76.36

2013Q4
60日 42.92 73.13 63.54 51.84

240日 60.58 61.55 74.70 78.50

2014Q1
60日 52.23 57.11 55.95 56.40

240日 53.88 48.70 70.59 69.90

2014Q2
60日 40.51 35.60 64.66 60.83

240日 53.04 59.63 74.21 73.59

2014Q3
60日 34.97 39.95 67.88 62.49

240日 52.61 54.54 65.44 66.15

2014Q4
60日 52.28 45.35 59.56 59.32

240日 54.23 46.05 53.35 54.37

表 2 検証 5:回帰予測における平均誤差率の比較 (%)

検証期間 予測対象 EF MT MF MTMF

2013Q1
60日 29.96 12.44 14.52 10.25

240日 32.39 38.8 19.31 18.44

2013Q2
60日 30.32 11.54 11.21 8.14

240日 31.65 20.58 15.25 14.73

2013Q3
60日 26.92 9.1 25.55 10.09

240日 30.3 20.91 22.5 17.03

2013Q4
60日 28.5 12.63 11.84 9.06

240日 29.54 25.7 16 14.77

2014Q1
60日 28.7 8.24 9.64 8.23

240日 29.16 16.83 15.36 13.71

2014Q2
60日 28.83 7.9 8.73 7.46

240日 27.8 15.64 13.25 12.76

2014Q3
60日 32.53 10.31 9.07 7.55

240日 29.18 14.11 13.48 12.86

2014Q4
60日 28.06 8.36 8.55 7.59

240日 28.46 14.88 16.32 15.02

60日平均の株主価値及び営業 240日平均の株主価値とし
た場合のそれぞれの評価結果であり，表 1は各モデルの
株主価値の上下予測の正解率，表 2は株主価値の平均誤
差率を表している．表 1分類予測における正解率の比較
において，EFとMFの正解率の評価結果を比較すると，
16検証パターン中 14パターンでMFの正解率が優れて
いる．同様に，表 2回帰予測における平均誤差率の比較
において，全ての検証パターンでMFの平均誤差率が優
れている．

MTとMTMFを比較すると，分類問題では 16検証パ
ターンで 13 パターンにおいて MT よりも MTMF が高
い正解率を示していて，回帰問題では 16検証パターン
中 14パターンでMTよりもMTMFが優れた平均誤差率
を示している．MTの正解率平均は 52.04%であるのに対
し，MTMF の正解率平均は 63.96%であり，11.92 ポイ
ント優れている．MTの誤差率平均は 15.50%であるのに
対し，MTMFの誤差率平均は 11.73%であり，3.77ポイ
ント優れている．

MTとMFの双方と，MTMFを比較すると，分類問題
では 16検証パターン中 8パターンにおいてMT及びMF
よりも MTMFが高い正解率を示していて，回帰問題で
は 16検証パターン中 14パターンでMT及びMFよりも
MTMFが優れた平均誤差率を示している．特に，全検証
パターンの平均を取ると，分類予測の場合，提案モデル

を構成する各分析の正解率平均が 57.79%であるのに対
し，それらをアンサンブルした提案モデルは 63.96%であ
り，6.16ポイント優れている．回帰予測の場合，提案モ
デルを構成する各分析の平均が 14.95%であるのに対し，
それらをアンサンブルした提案モデルは 11.73%であり，
3.22ポイント優れている．

表 3 は，MF の検証過程で，XGBoost に基づいて特
徴量ごとに情報利得の平均を計算し，順位付けを行っ

たものである．推定時点での株主価値に直接比例する

EV(Enterprise Value) や株価，株主発行数が上位に来て
いるだけでなく，PER(株価収益率)や PBR(株価純資産倍
率) といった一般的なファンダメンタル指標も上位にき
ている．また，従業員数や法人税等の支払額など，直接

株主資本に関連しないような項目も重要な特徴量として

抽出されている．このように，MFは，ファンダメンタ
ル指標から株主価値推定に重要な特徴量を抽出している

ことがわかる．

また，ファンダメンタル分析の最終的な予測における

重要度 (最終的な推定結果に対する寄与度)が全体に占め
る割合を図 2，図 3に示す．図 2，図 3は，分類予測及
び回帰予測において，営業 60日間平均の予測に対して
営業 240日間平均の予測の方がよりファンダメンタル分
析の寄与度が有意に大きいことを示している．
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表 3 2014年第 4四半期・営業 240日平均の回帰予測におけるファ
ンダメンタル指標の重要度ランキング (上位 10 項目)

順位 項目

1 EV
2 連結総従業員数

3 株価

4 株式発行数

5 PBR
6 PER
7 従業員数

8 配当利回り

9 法人税等の支払額

10 配当金の支払額

5. 考 察

実験で行った EFとMFの評価結果から，経済学的な
ファンダメンタル分析と比較して，提案モデルのファンダ

メンタル分析がより正確な株主価値推定を行えることが

わかった．機械学習によって，約 60000サンプルのデー
タセットから帰納的な推定を行ったこと，そして表 3の
ように重要な特徴量を 1000項目ほどの企業情報の特徴量
から抽出することによって，人間の処理できるデータサ

ンプル数の限界及び人間の認知限界の問題を解消し，よ

り精度の高い株主価値推定が行えたと考えられる．

また，表 3において，キャッシュフローに関連する項目
が株主価値推定における重要な特徴量の上位にきていな

いことは興味深い．なぜなら，代表的な経済学的なファ

ンダメンタル分析である DCF法は，企業価値は将来生
み出すキャッシュフローの割引現在価値によって決定す

るというファイナンス理論に基づいており，キャッシュフ

ローに関連する項目が重要な特徴量として抽出されるこ

とが期待できたからである．ファイナンス理論と，実際

に機械学習を用いて解析的に得られた結果が必ずしも一

致しないと考えられる．

法人税等の支払額が重要な特徴量として抽出されてい

ることにも注目すべきである．ファイナンスの理論で企

業価値の推定の際にキャッシュフローに着目するのは，期

間業績の適正化から財務会計の基準が企業ごとに異なり，

客観的な比較が正確に行えないという理由がある．法人

税の計算は法人税等の規定によって会計計算とは切り離

されて別個に行われるものであり，法人税は利益に対し

て計算されるため，法人税等の支払額は実際の利益を比

較可能な形で反映していると考察できる．このように，提

案モデルによって既存の経済学的なファンダメンタル分

析では捉えていなかった項目や指標を抽出し，既存手法

では着目していなかった指標や観点から企業価値を評価

することが可能になると期待できる．

MT と MTMF の比較から，テクニカル分析に加えて
ファンダメンタル分析を組み合わせた提案モデルが，テ

クニカル分析に対して優れた推定を行えることがわかる．

また，図 2，図 3の結果から，予測対象が長期化するほど，
ファンダメンタル分析が有効であると推論できる．よっ

て今回のような中長期的な投資の際に，テクニカル分析

に加えて，長期的である場合により重要度が高まる株主

価値に着目したファンダメンタル分析を行うことによっ

て，より優れた推定を行えると考察する．

さらに，MT と MF，MTMF の評価結果の比較から，
ファンダメンタル分析とテクニカル分析を融合させた提

案モデルが，単一の分析手法より汎化性能が高いモデル

となることが示された．

「テクニカル分析は市場の動きの研究に専念するのに

対し，ファンダメンタル分析は価格を上下させたり，あ

るいは同じレベルにとどめさせたりする原因となる，需

要と供給関係に焦点をあてる」 [Murphy 86]とあるよう
に，ファンダメンタル因子とテクニカル因子は，それぞ

れ価格変動の原因と観測結果に対応している．ファンダ

メンタル因子とテクニカル因子という金融データの関係

性の特徴として，ノイズトレーダー [Murphy 86]の存在
ゆえ，原因と観測結果が非合理である場合が存在する時

系列データであることが挙げられる．例えば，ある銘柄

Aの株価が下落し，その銘柄 Aのファンダメンタル因子
から導かれる株価に対して割安になったとする．割安で

あるならば，その銘柄 Aを買うことが合理的な行動であ
り，銘柄 Aの株価は上昇すると期待されるが，株価が下
落したことにより，ノイズトレーダーは悲観的な評価を

行って銘柄 Aを売却するといった非合理な行動を取り，
結果として銘柄 Aの株価は一定，またはさらに下落する
可能性がある．

本研究は，より一般的に，原因と観測結果に非合理な

関係が存在している時系列のデータに対して，それぞれ

原因に着目したモデルと観測結果に着目したモデルを独

立に構築し，アンサンブルモデルを用いることで，予測

精度を向上することができ，原因と観測結果のデータが

予測結果にもたらす影響を定量的に分析できる可能性を

示唆している．

例えば，インターネット広告の将来 cost per action(以
下 CPAと呼ぶ)を予測する際に，インターネット広告の
素性の特徴量 (広告の商品，色，予算，入札額，ターゲッ
ト層など) と，インターネット広告効果の観測結果の特
徴量 (インプレッション数やクリック数，CPAなど)を用
いる場合が考えられる．広告の素性は広告効果の観測結

果に影響を与えるという因果関係が存在し，そして広告

効果の観測結果は人の気まぐれや誤クリックといった合

理的でない行動による結果を含んでいる．このような場

合に，本研究の提案モデルのように，広告の素性を入力

データとする提案モデルのファンダメンタル分析のモデ

ルと，広告効果の観測結果を入力データとする提案モデ

ルのテクニカル分析のモデルをそれぞれ独立に構築し，

アンサンブルモデルを用いることで，予測精度を向上さ
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図 2 分類予測におけるファンダメンタル分析の重要度の割合

図 3 回帰予測におけるファンダメンタル分析の重要度の割合

せ，広告の素性と観測結果を切り分けて予測結果に対す

る定量的な分析を行える可能性がある．

また本研究の提案モデルの適用可能性の他の例として，

インターネット通販サイトにおける商品の売上予測を行

う場合が考えられる．例えば商品 Aと商品 Bの 2つの
商品があり，値段以外の素性は全て同じで，商品 Aの方
が値段が安いとする．この場合，商品 Aを購入すること
が合理的な行動であるが，知人が商品 Bを購入していた
などの理由から，商品 Bが商品Aに対して多く売れてい
ると消費者が感じた場合，より多く売れている商品を購

入したいという消費者の心理が働き，実際には商品 Aよ
りも商品 Bがさらに売れるという可能性が考えられる．
商品の値段や種類，機能などといった素性のデータを特

徴量とする提案モデルのファンダメンタル分析のモデル

と，インターネット通販サイトにおけるインプレッショ

ンやクリック数，販売個数などの観測結果の時系列デー

タを入力データとする提案モデルのテクニカル分析のモ

デルをアンサンブルするというように，本研究の提案モ

デルを適用することで予測精度を向上させ，商品の素性

と，観測結果がそれぞれ予測結果に与える影響を定量的

に分析できる可能性がある．

今回の検証実験では，60日，240日と 2つの期間につ
いての推定を行った．図 2，図 3から，予測期間が異なれ
ば予測に対する手法の寄与度も異なることがわかったが，

十分な学習データが存在していれば，提案モデルは期間

に応じて適化された分析手法の組み合わせを実現するた

め，より短い期間またはより長い期間にも適応すること

ができると考える．また，今回の検証実験は日本の株式

市場に対して行ったが，企業情報を取得するシステムを

変更する必要があるが，十分な学習データさえ存在すれ

ば他国の市場に適用することが可能であるはずである．

複数の手法を組み合わせるアンサンブルモデルにより，

より予測性能が高いモデルを実現する提案モデルは，異

なる分析手法を追加できる拡張性を持っており，さらに

予測性能が高いモデルを実現できる可能性を持っている．

例えば今回，ファンダメンタル分析として主にファンダ

メンタル指標の数値情報を特徴量としているが，実際の

株式分析においては，決算短信の文字情報などを参考に

することが普通である．提案モデルは，事業内容や将来

の方針などの文字情報から予測する分析を加えることが

可能であり，より予測性能を上げられる可能性を持って

いる．

6. ま と め

本研究では，既存のテクニカル分析の手法を用いるだ

けでなく，市場における価値に着目したファンダメンタ

ル分析を機械学習を用いて行い，アンサンブル学習を用

いた複合的な株主価値推定モデルを提案した．

XBRLファイルを利用し，すべての上場企業の企業情
報を取得するシステムを用いて企業情報を一元化した．

推定対象を標準化された株主価値にすることで，機械学

習によるファンダメンタル分析を可能にした．機械学習

によって，約 60000サンプルのデータセットから帰納的
な推定を行ったこと，そして表 3のように重要な特徴量
を 1000項目ほどの企業情報の特徴量から抽出すること
によって，人間の処理できるデータサンプル数の限界及

び人間の認知限界の問題を解消し，より精度の高い株主

価値推定が行えることを示した．

そして，アンサンブルモデルによって異なる分析を融

合させた提案モデルが，単一分析手法より予測性能が高

いモデルとなることを示した．また，提案モデルによっ

て今まで独立で研究されていた複数の既存手法を予測期

間・対象に応じて組み合わせることが可能となり，さら

に優れた予測を行えるようになる可能性について述べた．

本研究は，株式市場のデータ化，機械学習の発展など，

多分野にわたる様々な成果によって初めて可能になった

ものである．本研究が，日本の金融の発展に貢献するこ

とを願っている．
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♢ 付 録 ♢

A. テクニカル指標一覧

以下，時刻 tにおける終値を ct，始値を st，高値を ht，安値を
lt，出来高を vt とする．

(1) 終値に対する始値，高値，安値の割合
xt

ct
xt = [st,ht, lt]

(2) k ステップ前からの終値変化率

ct

ct−k
k = 1,5,20,60,120,240,360,720

(3) k ステップ前からの出来高変化率

vt

vt−k
k = 5,20,60,120,360

(4) 終値の k ステップ移動平均乖離率

ct

1

k

t∑
i=t−k+1

ci

k = 5,25,75

(5) RSI(k ステップで値上がりしたステップの割合)

1−
1

1+ (

t∑
i=t−k+1

Ut−i)/(

t∑
i=t−k+1

Dt−i)

where Ut =

{
1, ct > ct−1

0, ct ≤ ct−1

Dt =

{
1, ct < ct−1

0, ct ≥ ct−1

k = 14,20,60

(6) ゴールデンクロス (短期の移動平均線が，長期の移動平均線
を下から上に抜ける現象) の有無{

1, at(k)− at(l) > 0 & at−1(k)− at−1(l) ≥ 0

0, otherwise

where k < l, at(k) =
1

k

t∑
i=t−k+1

ci

(7) デットクロス (短期の移動平均線が，長期の移動平均線を上
から下に抜ける現象) の有無{

1, at(k)− at(l) < 0 & at−1(k)− at−1(l) ≤ 0

0, otherwise

where k < l, at(k) =
1

k

t∑
i=t−k+1

ci

B. 追加するファンダメンタル指標一覧

(1) PER(株価収益率) = 時価総額
当期純利益

(2) EPS(一株あたりの利益) =
純利益

発行済株式総数

(3) BPS(一株あたりの株主資本) =
株主資本

発行済株式総数

(4) PBR(株価純資産倍率) =
現在株価
BPS

(5) 配当利回り =
一株あたりの配当

株価
× 100

(6) ROE(自己資本利益率) =
EPS

BPS

(7) ROA(総資産利益率) =
純利益
総資産

(8) 自己資本比率 =
総資産−負債
総資産

× 100

(9) 有利子負債自己資本比率 =
有利子負債
自己資本

× 100

(10) EV (賃貸貸借表から導かれる企業価値) =時価総額+有利
子負債−貯金

(11) EBITDA(利払い前・税引き前・減価償却前・その他償却前
利益) =営業利益+減価償却費

(12) EV/EBITDA =
EV

EBITDA
× 100
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(13) 流動比率 =
流動資産
流動負債

× 100

(14) 当座比率 =
当座資産
流動負債

× 100
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