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Summary
Recent progress of EdTech raise attention on the research of the Knowledge Tracing(KT), which tries to esti-

mate the knowledge-level of students by learning log data. On this context, the method so called Deep Knowledge
Tracing (DKT), which leverage deep neural network to estimate students’ knowledge-level, shows remarkable perfor-
mances; however, most of existing KT methods, including DKT, requires skill tags that shows what skill is required
to solve a question, and it harms the applicability of KT to real world data, which often not organized by skill tags. In
this paper, we extend the DKT model to generate pseudo-skill tags inside the model by enforcing the weight matrix of
first layer could be regarded as translation matrix from questions to skills. This paper empirically validate the efficacy
of the proposed extension using public two datasets, ASSISTments 2009-2010 and Bridge to Algebra 2006-2007.
The results shows our extension gives almost similar or slightly higher performance compared with original DKT
model without requiring any pre-defined skill tags. We also analyze the property of generated pseudo-skill tags with
statistics and network analysis, and found that they have more hierarchical and information-efficient structure than
the pre-defined skill tags.

1. は じ め に

近年，教育と情報技術の融合により，生徒の学習内容

を個人の理解状態や学習状況に応じて最適化するための

試みが活発化している．従来の学校教育においても，習

熟度別のクラス分けや補講といった形で同様の試みは存

在したが，生徒の学習行動を網羅的に記録・分析すること

の困難さや，一人の教師が多数の生徒に一斉に指導する

という授業の形式などから，すべての生徒に個人最適化

された学習内容を提供するには障壁があった [Rosenberg
01]．一方，近年普及が進む，オンライン上で提供される
教材を生徒が個人で利用し学習する形態のオンライン教

育サービスは，生徒の学習行動ログを自動で収集・蓄積

することで，これまで困難であった大規模な学習効果分

析を可能にし，またその結果を元に最適化された学習内

容を個人個人に提供することを容易にした．

学習内容の個人最適化については歴史的にさまざまな

研究が行われてきたが，オンライン教育サービスの普及や

分析技術の発展により，Knowledge Tracing(KT)[Corbett
94] の分野が再度注目されている．KT は，生徒の学習
行動データを基に各生徒が知識をどの程度獲得している

かを予測するタスクのことで，よりレベルの高い問題に

着手する前に必要な知識を確実に習得できるようにカリ

キュラムを設計したり，生徒の苦手な部分に特化して学

習サポートを行ったりと，生徒の学習効率を最大化する

ことを目的としている．歴史的にさまざまな手法が考案

されてきたが，[Piech 15] が提案した Deep Knowledge
Tracing(DKT)という手法は，深層学習を用いることで知
識間の関係性と知識獲得の時系列性を考慮した包括的な

KTを行えることが報告されている．

DKTを始めとする既存の KTの手法においては，「知
識タグ」の存在が前提とされている．ここでいう知識タ
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グとは，生徒が解答する個々の演習問題に紐付けられた

分類タグのことで，高校数学を例に取れば，「三角関数」

や「微積分」，あるいはそれより更に細かい粒度の「余

弦定理」や「定積分」などのように，教材やカリキュラ

ムの目的によってさまざまな粒度の知識タグが存在する．

既存の KTでは，知識タグの間に相互の影響関係がある
ものとして，知識タグに対する正答・誤答の過程が生徒

の習熟過程を表現すると見なすため，生徒の問題解答の

系列情報を，その問題に紐付く知識タグに対する解答の

系列情報に変換してモデルに入力し，生徒がどの知識を

習得しているかという予測を行う．このような背景から，

KTを適用する際には，知識タグの存在が前提となって
いた．

しかし，このような知識タグが存在しないデータは数

多く存在する．例えば，義務教育で教えられるような数

学や社会などのように伝統ある学問は，専門家らによっ

て十分に体系が検証されてきており，教材にも適切なタ

グ付けが行われていることが多いが，近年のオンライン

教育サービスなどの普及に伴い登場しているプログラミ

ングや資格試験対策などのように，伝統的な学問体系の

範疇を超えた新たな学問は，歴史が浅く，その学問を司

る正統な機構も存在しないことが多いため，十分に体系

付けられておらず，教材にも適切なタグ付けがほとんど

行われていない．このように明示的に構造化されていな

い学問や教材においても，生徒の習熟過程をモデリング

し，生徒の学習内容を最適化することができれば，より

多様な学問の発展を促すことが可能になると考えられる

が，知識タグに値する表現が存在しないため，既存のKT
の手法の適用は難しい.

また，知識タグが存在するデータであっても，KTの
適用結果を異なる教材間で比較することが難しいという

問題が存在する．KTは，対象の生徒の習熟度合いを予
測するという直接的な目的に加え，モデルの予測精度や

学習済みのモデルから抽出されるネットワークの分析を

通じて，当該のカリキュラムがどの程度適切に構造化さ

れているのかという知見を与えることも可能なものであ

るが，教材ごとに知識タグを作成する尺度や粒度が異な

るため，そのような知識タグを前提とした KTの結果の
厳密な比較は難しく，カリキュラムの相対的な評価やそ

れに基づく意思決定が難しい．

本研究では，知識タグが KTにおいて果たす機能を再
現するような擬似的な知識タグ表現を，既存の知識タグ

を必要とせずに，生徒の学習行動データから自動で学習

する「タグ学習モデル」を提案する．提案手法は，既存

のDKTのモデル構造をベースに，入力をタグ解答系列で
はなく問題解答系列にした上でタグを表現するための中

間層を追加し，その中間層の表現が知識タグとしての性

質を満たすように制約を加えることで，生徒の問題解答

正誤の系列を最もよく表現できるようなタグ表現を学習

し抽出するものである．本研究では，専門家の作成した

既存の知識タグ情報が存在するデータセットを用い，提

案手法によって生成されたタグを DKTに適用した際に
既存の知識タグと比較して十分な精度を発揮するかとい

う点から，生成されたタグの知識表現としての妥当性を

評価する．また，既存の知識タグと生成されたタグそれ

ぞれの構造やタグ間の影響関係ネットワークなどを比較

することで，人間の専門家が作成した知識タグと提案手

法によって自動的に作成した擬似的な知識タグの性質の

違いについて考察する．

本研究の貢献は，以下の 2点である．
•生徒の問題解答系列の情報から擬似的な知識タグを
生成することで，明示的に構造化されていない教材

においても KTによって生徒の知識獲得過程をモデ
リングすることが可能になる．

•生徒の学習行動データから定量的な尺度に基づいて
問題のタグ付けを行うことで，多様なデータにおけ

る KTの適用結果の比較分析が可能になる．
以下に本論文の構成を示す．2章では，DKTなどの既
存の KTに関する研究と，コンテンツ集合から自動でタ
グを生成する研究について俯瞰することで，本研究の学

術的位置付けを明確にする．3章では，擬似的な知識表現
として機能するタグを生成するための要件を検討した上

で，その要件を達成するタグ表現を生徒の問題解答系列

から学習する提案手法について説明する．4章では，提
案手法によって生成したタグを既存の知識タグと比較す

る実験を行う．5章では，実験結果を踏まえ，提案手法
や提案手法によって生成したタグと既存の知識タグの比

較に関する考察を述べる．最後に，6章で結論を述べる．

2. 関 連 研 究

本章では，KTに関する研究と，コンテンツ集合から自
動的にタグを生成する研究について俯瞰することで，本

研究の学術的位置付けを明確にする．

2 ·1 KT
KT[Corbett 94]は過去の生徒の問題解答履歴から生徒
が次に解く問題の正誤を予測するというものである．生徒

の時刻 tにおいて観測された問題解答結果を qtとすれば，

q1, q2, . . . , qt から qt+1 の正答確率を求めるという，事後

確率 p(qt+1 = correct|q1, q2, . . . , qt)を求めるタスクとし
て設定でき，予測性能の評価指標は正解率 (Accuracy)や
Area Under the Curve(AUC)など，目的に応じてさまざ
まである．知識タグに対する解答正誤の予測によって生

徒の習熟度合いを予測するという目的から，問題の解答

系列は問題に紐付く知識タグに対する解答系列に変換さ

れてモデルに入力されることが一般的である．

KTには，ベイズの定理に基づき知識獲得の時系列性を
考慮するBayesian Knowledge Tracing(BKT)[Corbett 94]
や，知識ごとに重み付けを行い知識間の関係性を考慮す
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表 1 Deep Knowledge Tracing における解答ログと入力ベクトルの
対応例

解答ログ 入力ベクトル

ユーザ ID ログの順番 問題のタグ番号 正誤 変数名 値

A 1 1 誤 x1 [000
...100]

A 2 1 正 x2 [100
...000]

A 3 2 正 x3 [010
...000]

る Performance Factor Analysis（PFA）[Pavlik Jr 09]な
ど，歴史的にさまざまなアプローチが存在するが，2015
年に報告された深層学習を用いるDeep Knowledge Trac-
ing(DKT)[Piech 15]の手法により，知識獲得の時系列性
と知識間の影響を反映した包括的なKTが可能になった．
§ 1 DKTの概要

DKTのモデル構造の概観を図 1に示す．DKTの構造
は伝統的なRecurrent Neural Networks(RNN)の構造に基
づいており，時刻 tにおける入力を xt，隠れ層を ht，出

力を yt とすると，その関係性は以下の式で表される．

ht = f(xt,ht−1)

yt = g(ht)

モデルは関数 f と gによって定義されており，LSTM
[Hochreiter 97] や GRU[Cho 14] などさまざまな活性化
関数を利用できる．入力 xt は，全部でN 個ある既存の

知識タグ (以下，既存タグ)が紐付いた問題のうち，正答
したタグに対応する要素のみ 1で他は 0の長さN のベク

トルと，誤答したタグに対応する要素のみ 1で他は 0の

長さN のベクトルを結合した，長さ 2N の二値のベクト

ルとして表現される．例えば，問題の紐付くタグの数が

全部で 3つ (N = 3)の場合，xtの長さは 6であり，ある

ユーザ Aが，表 1の解答ログのように問題に解答した場
合，xt は表 1の入力ベクトルの系列として定義される．
最適化は式 (1)で表される解答正誤予測に関する損失

関数 Lp を最小化することにより行われる．

Lp =
∑
t

l(yT
t δ̃(qt+1),at+1) (1)

ここで，ytは時刻 tの出力である問題正答予測ベクトル

であり，δ̃(qt+1)は実際の時刻 t+1の問題解答ベクトル

であり，at+1 は時刻 t+1に対応する問題で正答したか

否か（1か 0）のベクトルであり，lは交差エントロピー

誤差関数である．

§ 2 DKTによる知識間関係ネットワークの抽出
学習済みの DKTのモデルからは，知識獲得の時系列
性や知識間の関係性を考慮した，包括的な知識間の関係

性を表すネットワークを抽出することができる．まず問

題 iと jのすべての有向ペア (i, j)のうち，問題 iが出現

した後に残りの問題系列の中で問題 j が出現する系列数

が問題 iが出現する問題系列数全体の V%以上であるも

のに対して，式 (2)の影響度 Jij を割り当てる．

Jij =
y(j|i)∑
k y(j|k)

(2)

ここで y(j|i)は，ある生徒が最初に問題 iに正答した

場合に，次の時刻に問題 jに正答する確率である．[Piech
15]では，この影響度に基づいて作られた問題間の影響行
列からのネットワーク抽出では V = 1とし，ネットワー

クの可視化に際しては，影響度が 0.1以上であればエッ

ジを引くというようにしてネットワークを構築している．

ネットワーク構造を分析する手法はさまざまに存在す

るが，一般的にネットワーク分析に用いられる指標とし

て，ネットワークをクラスタに分割したときのモジュー

ル性を評価するモジュラリティ[Newman 06]や階層性を
評価するフロー階層性 [Luo 11] などがある．モジュラ
リティは式 (3)で与えられ，eiiはクラスタの隣接行列の

(i, i)成分を，aiは隣接行列の i行の和を示しており，ク

ラスタ内のエッジ割合とクラスタ間のエッジ割合の差を

表現した指標である．

Modularity =
∑
i

(eii－ a2i ) (3)

フロー階層性は式 (4)で与えられ，Lはネットワークに

含まれるエッジの数を示し，ei はエッジ iが環状構造に

含まれていたら ei = 0でそれ以外は ei = 1であり，環状

構造の少なさから階層性を表現する指標である．

FlowHierarchy =

∑L
i=1 ei
L

(4)

§ 3 KTにおける知識タグの役割
DKTは時刻 tにおける生徒の解答正誤ベクトル xt を

入力として時刻 t+1における解答正誤を予測するベク

トル yt を出力するものであり，入力と出力は同じコン

テンツ集合に対する解答正誤を表現している．すなわち，

問題に関する解答系列を入力すれば問題に関する解答正

誤予測が，知識タグに関する解答系列を入力すれば知識

タグに関する解答正誤予測が出力される仕組みである．

DKT の適用結果を実際に活用する際は，生徒の特定の
問題に対する正答確率を求めるというよりは，より抽象

的な，各知識に対する理解の度合いを求め，知識間の関

係性などに基づき教材推薦などに活用されることが多い

ため，モデルには知識タグに関する解答正誤が入力され，

出力された知識タグに関する解答正誤予測をその生徒の

各知識の理解度合いとみなすことが一般的である．この

ような性質はDKTに限らず他のKnowledge Traingの手
法にも共通しているため，既存の KTの手法は知識タグ
の存在を前提とし，知識タグが存在しないデータに対し

ては適用や活用が困難であるという問題がある．

2 ·2 自動タグ生成

教育の分野に限らず，特定のコンテンツ集合に対して

自動でタグ付けを行う研究は存在し，中でも文書などへ

のタグ付けの研究は盛んである．[Mishne 06]ではブログ
の記事に対して，記事とタグの協調フィルタリングから，

未だタグが付いていない記事のタグを推定しており，[西



4 人工知能学会論文誌 33巻 3号 C（2018年）

図 1 DKT のモデル構造 図 2 提案手法のモデル構造

田 10]では Q&Aコミュニティにおける知識整理のため
に，文書分類とキーワード抽出によって文書に意味的階

層構造を有するタグを自動的に複数付与している．この

ような手法はさまざまに提案されているが，いずれも基

本的には既存のタグを教師データとして用い，未知デー

タに対するタグ付けや，より階層的なタグ付けを行う研

究である．教師データを用いない手法としては，画像を

低次元のバイナリのコードで表現できるようにオートエ

ンコーダで学習する [Sze-To 16]などがあり，コンテンツ
集合をタグ付けして分類するという目的のものではない

が，コンテンツのより効率的な低次元表現を教師なしに

学習するという点では提案手法に類似するものがある．

一方，教育の分野では，問題集合を集約する表現を生

成するものとして，問題文のテキスト解析により概念関

係ネットワークを構築する手法 [Chen 08]などがある．ま
た，KTと関連したものでは，[Zhang 16]がMemory Aug-
mented Neural Networks[Santoro 16]を拡張してDKTに
適用したことによって知識表現を獲得したとしているが，

[Zhang 16]では既存の知識タグの情報を入出力に用いた
上でモデル内部で知識表現を再現しており，事前の構造

化情報なしに知識タグを生成しているわけではないため，

DKTの適用範囲を広げることにつながるものではない．

3. 提 案 手 法

本研究は，専門家が作成した知識タグが存在しないよ

うな環境においても，既存の知識タグが KTにおいて果
たす機能を再現し，擬似的な知識タグとして機能するよ

うな問題を構造化する表現を自動で獲得するために，既

存の DKTを 2つの点において拡張した「タグ学習モデ
ル」を提案する (図 2)．以下ではまず，問題集合を構造
化する表現が擬似的に知識タグの機能を再現するための

要件を検討した後，提案手法の具体的な構造を説明する．

3 ·1 擬似的な知識タグとしての要件

本節では，問題を構造化する表現が，既存の知識タグ

が KTにおいて果たしている機能を再現するために必要

な 2つの要件を定義し，順に検討する．

§ 1 タグ表現であること

1つ目の要件は，問題を構造化する表現がタグ表現で
あることである．タグ表現の定義はさまざまに考えられ

るが，本研究では問題の集合となんらかの低次元表現の

集合を，0または 1の離散表現で，かつ重複を許した疎
な表現によって対応付けるものをタグ表現と定義する．

既存の知識タグが KTにおいて果たしている大きな機
能の一つとして，そのままでは次元数が大きい問題集合

を，より低次元のタグの集合に変換することで，KTを適
用した際に具体的な問題個別についてではなく抽象的な

概念を表すタグについての正誤確率を予測可能にすると

いうものがある．問題が各タグに紐付くか否かを表現す

るには，問題とタグの対応関係は 0または 1の離散値で
表現される必要がある．また，問題にタグが多く紐付き

すぎても，問題解答をタグ解答に変換した際に情報が分

散してしまうため，各問題に少数のタグが紐付くような，

ある程度疎な表現である必要がある．ただし，完全に重

複がないように問題とタグを対応付けてしまうと，複数

の分野をまたぐような知識の複雑性を捉えきれない可能

性があるため，問題とタグの対応にはある程度の重複を

許す必要がある．

§ 2 擬似的な知識表現として機能すること

2つ目の要件は，問題を構造化する表現が擬似的な知
識表現として機能することである．

知識タグは単に重複を許す疎な離散表現で問題を構造

化しているだけでなく，タグ同士の間に生徒の学習過程

における順序性や依存性といった知識としての関係性が

反映されているため，KTによって生徒の知識獲得過程の
適切なモデリングや，その結果に基づいた次にどの知識

を獲得するべきかという判断が可能になっている．よっ

て，問題集合から自動で学習させたタグ表現を KTに適
用できるようにするには，知識タグが持つようなタグ間

の順序性や依存性を備えて，擬似的な知識表現として機

能するものにする必要がある．

このようなタグ間の順序性や依存関係は，問題の集合

から自明に判断できるような単純な概念ではなく，実際
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に生徒がそれらの問題に解答し正誤のフィードバックを

受けることを繰り返す学習の過程と密接に関わるもので

あると考えられる．そのため，こうした前提を反映せず

に作成されたタグが，タグ間の順序性や依存性を備えた

擬似的な知識表現として機能する可能性は低い．例えば，

問題集合からタグ表現を生成する手法として，問題解答

の共起を基にした単純なクラスタリングや，問題文のテ

キスト解析により概念関係ネットワークを構築する手法

[Chen 08]の活用など，さまざまなアプローチが考えら
れるが，このような手法は実際の生徒の学習過程に関す

る情報を反映しにくいため，タグ同士の間に順序性や依

存性を反映できない．

これらの性質を備えたタグを生成するには，問題のみ

に着目するのではなく，それらの順序性や依存性が反映

された生徒の解答系列の情報を用いることが有効と考え

られ，そのためには解答系列をモデリングする KTの最
適化の過程でタグ表現を生成することが有効と考えられ

る．このモデルの最適化を行った後に抽出される表現は，

問題の解答正誤予測を最適化するように問題を抽象化す

る表現となっていると考えられるため，問題同士の順序

性や依存関係などを反映した，擬似的な知識表現となっ

ている可能性が高い．

KTの手法としてもさまざまなものが考えられるが，他
の手法に比べてDKTが知識間の関係性や知識獲得の時系
列性を考慮した包括的なKTを行えるとされており [Piech
15]，そうした性質を持つ DKTを拡張したモデルの最適
化の過程で生成したタグのほうが，包括的に生徒の知識

獲得過程を反映できると考えられる．また，生成したタ

グは DKTに適用することを前提としているため，DKT
を拡張したモデルの最適化で生成したタグのほうが，実

際に DKTに適用する際にも親和性が高く，End to End
な学習・検証プロセスを形成しやすいといえる．

以上の 2つの要件を踏まえ，本研究においては，DKT
を拡張したモデルの最適化の過程で擬似的な知識表現を

学習し，その表現を重複を許す疎な離散表現となるよう

に離散化してタグ表現を生成する．

3 ·2 タグ学習モデルの具体的な構造

本節では，DKTモデルを 2つの点において拡張した提
案手法である「タグ学習モデル」について，拡張を行う

目的とその詳細について説明する．

§ 1 モデル構造に関する拡張

まず，DKTのモデル構造に低次元の中間層を追加し，
入力層と中間層の間の写像行列の学習によって問題を低

次元のタグに変換する行列を学習・抽出するための拡張

について説明する．

一般的な DKTのモデルでは，問題の数がM，知識タ

グの数がN である場合に，問題に対する解答情報が，問

題に紐付く知識タグに関する長さ 2N の解答ベクトル (図
1，橙色実線の xt)に変換されて入力とされる．一方，本

手法では，問題に関する長さ 2M の解答ベクトル (図 2，
水色破線の xt)をそのまま入力とした上で，問題解答を
より低次元で表現できるN ′次元のタグの存在を仮定し，

入力 xt と隠れ層の ht の間に 2N ′ 次元の ut，および ht

と出力層 ytの間にN ′次元の vtという中間層を設ける．

この拡張は，既存タグによる問題の構造化を所与のもの

とせず，モデル自身に問題を適切に構造化する低次元表

現を学習させることを目的としている．また，タグの次

元数 N ′ は任意に設定することが可能であるが，生徒の

学習過程を個別の問題よりも抽象的なレベルで捉えると

いう本来の目的を踏まえると，問題の次元M よりも小

さい次元に設定することが適切である．特に本研究では，

既存の知識タグとの精度比較を行うという背景から，比

較を公平に行い差分を明確に検証するために，N ′ =N

として既存の知識タグと同じ次元数に設定する．

次に，問題をタグに変換する表現として，M 次元の問

題解答ベクトルをより低次元の N ′ 次元のベクトルに変

換する写像行列Pを式 (5)のように定め，これをモデル
のパラメータとして追加することで，解答正誤予測の最

適化と同時に Pも最適化させ，学習済みの Pを離散化

することで問題とタグの対応関係を表す行列を生成する．

P = σ(Wxu) (5)

ここで，WxuはM ×N ′の大きさの重み行列を指し，σ

はシグモイド関数を指す．

問題に対する長さ 2M の解答ベクトル xtについて，問

題の正答の有無を表す前半のM次元のベクトルをxt pos，

誤答の有無を表す後半のM 次元のベクトルを xt neg と

すると，xt pos，xt neg は共通の写像行列Pによってそ

れぞれ N ′ 次元のベクトルに変換され，連結されて長さ

2N ′のベクトル utとなる．その後，一般的なDKTと同
様に隠れ層 ht を経由した後，N ′ 次元のベクトル vt を

経て，最終的に問題に関するM 次元の正答予測ベクト

ル yt が出力される．

xt = [xt pos,xt neg]

ut = [Pxt pos,Pxt neg]

ht = φ(ut,ht−1, θ)

vt = σ(Whvht +bv)

yt = σ(Wvyvt +by)

ここで，Whv，Wvy は重み行列を指し，bv，by はバイ

アス項を指し，φは活性化関数を表す．なお，θ は任意

のパラメータを指し，用いる活性化関数によって異なる．

§ 2 損失関数に関する拡張

3 ·2節 §1の拡張によって問題をタグに変換する表現は
得られるが，本手法ではさらに，式 (1)で表される既存
の損失関数 Lp に加え，学習によって得られるタグ表現

が擬似的な知識表現としての性質を満たすように 2つの
損失関数を導入する．
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1つは式 (6)で表される「再構成誤差 (Lr)」である．本
研究では，知識を表現するようなタグであれば，問題集

合に対する解答の正誤とタグ集合に対する解答の正誤は

相互に可換なはずであるという設定を仮定し，この再構

成誤差によってその設定を学習に反映させることを目的

としている．具体的には，vtをタグに関する解答予測ベ

クトル，ytを問題に関する解答予測ベクトル，Wvyをタ

グを問題に変換する重み行列とみなし，このWvy を用

いてタグ解答ベクトル ut から問題解答ベクトル xt が復

元できるような以下の損失関数を設定し，最小化させる．

g(ut) = σ(Wvyut +by)

Lr =
∑
t

l(xt, g(ut)) (6)

もう 1つは式 (7)で表される「スパース正則化項 (Ls)」
である．これによりPの各値が 0または 1に近づくよう
に学習が進むため，離散行列に近いPが得られる．本研

究では Pを学習した後に一定の条件に基づき Pの各値

を 0または 1に離散化することでタグを生成するが，初
めからPが離散表現に近いほうが離散化する際に情報量

の損失が少ない．よって，このスパース正則化項を導入

することにより，Pを事前に目的の離散表現に近づける．

Ls =
∑
t

(0.5− |ut − 0.5|) (7)

結果的に，モデル全体の損失関数 Lは以下の式 (8)に
よって定められ，この損失関数を最小化するようにモデ

ルが最適化される．

L = Lp +αLr + βLs (8)

ここで，α，β は任意の非負の実数である．

4. 実 験

4 ·1 実 験 手 法

§ 1 データセット
実験には，オンライン教育サービスの ASSISTments
が提供する「ASSISTments 2009-2010(skill builder)」∗1

と，KDDCup の Educational Data Mining Challenge で
使用された「Bridge to Algebra 2006-2007」[Stamper 10]
という，小学校から高校レベルの算数・数学に関するオ

ンライン教育サービス上の生徒の問題解答ログからなる

2つのデータセットを用いた．いずれも専門家によって作
成された知識タグ (以下，既存タグ)の情報が存在し，提
案手法によって生成したタグとの比較検証が可能なデー

タセットである．各データセットにおける具体的な既存

タグの例を表 2に示した．
各データセットについて以下の条件に基づいてデータ

抽出を行った．

∗1 https://sites.google.com/
site/assistmentsdata/home/
assistment-2009-2010-data/
skill-builder-data-2009-2010

表 2 各データセットにおける既存タグの具体例

データセット名 既存タグの具体例

ASSISTments 2009-2010
Addition and Subtraction Integers
Greatest Common Factor
Equation Solving Two or Fewer Steps

Bridge to Algebra 2006-2007
Calculate area of overlap
Identify GCF
Convert fraction to decimal with division

表 3 各データセットの統計量

データセット名 生徒数 問題数 既存タグ数 ログ数

ASSISTments 2009-2010 3,410 2,635 55 129,317
Bridge to Algebra 2006-2007 1,136 3,439 192 606,819

「ASSISTments 2009-2010」
(1) 同時解答を意味する重複ログを 1つにまとめる．
(2) 名前が割り当てられている知識タグを持つ問題の
解答ログのみを抽出する．

(3) 2 のうち，最低 30 回以上解答されている問題の
解答ログのみを抽出する．

(4) 3に含まれる問題を，最低 2回以上解答している

生徒に関するログを抽出する．

「Bridge to Algebra 2006-2007」
(1) 問題 (problem)とステップ (step)の組み合わせを

1回の問題解答とみなす．
(2) 名前が割り当てられており，かつダミーでない知
識タグを持つ問題の解答ログのみを抽出する．

(3) 2のうち，最低 100回以上解答されている問題の
解答ログのみを抽出する．

(4) 3に含まれる問題を，最低 2回以上解答している

生徒に関するログを抽出する．

同時解答ログに関する扱いは頻繁に共起するタグによっ

て DKTの精度が不当に高くなることを防ぐための処理
であり，知識タグに関する抽出は提案手法によって生成

したタグとの比較を公平に，かつ行いやすくするための

処理である．問題の解答回数に関する閾値処理は生徒の

解答行動からタグを生成するという提案手法を機能させ

る上で有意なログ数を確保する目的であり，ユーザの解

答回数に関する閾値処理は KTを行う上で最低限必要な
ログ数を確保する目的である．以上の条件から抽出され

た，本実験に用いるデータセットの統計量を表 3に示す．

§ 2 タグ学習モデルによる写像行列の学習

各データセットの生徒の問題解答ログに対し，提案手

法であるタグ学習モデルを適用し，問題空間を低次元空

間に変換する写像行列 Pを学習した．

低次元空間の次元数は任意に設定できるが，比較のた

め既存タグの数と統一し，「ASSISTments 2009-2010」で
は 55，「Bridge to Algebra 2006-2007」では 192とした．
実際のモデルにおいては，入力の問題に対する正答ベク

トルと誤答ベクトルそれぞれに対して別々に写像が行わ

れるため，2倍のユニット数で表現されている．

RNNの部分にはGRNNを用いた．ハイパーパラメータ
については，学習率の初期値を 200，モーメントを 0.98，
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1 エポックごとに減衰率 0.95 として学習率を最小学習

率 10まで減衰させた．また，勾配のノルムの最大値を

0.00001として [Pascanu 13]に従い勾配に制約を設けた．
dropoutは ut から ht の方向に dropout率 0.2，ht から

yt の方向に dropout率 0.5で適用した．隠れ層のユニッ

ト数は 400として，各重み行列の初期化は [Glorot 10]に
従った．時系列方向の誤差逆伝搬は最長で 200まで伝搬

するように制約を設けた．

最適化手法は，式 (8)の Lを目的関数として最小化す

るものである．α と β は 0 または 1 とした．学習時は

[Piech 15]と同様にミニバッチごとに確率的勾配降下法
で目的関数を最小化し，評価指標は AUCを採用した．

2つのデータセットいずれにおいても，訓練：検証：テ
スト = 8：1：1となるようにユーザを分け，訓練ユーザ
のデータでモデルを構築し，検証ユーザのデータでハイ

パーパラメータを調整し，検証ユーザのデータで精度が

最も高かったモデルから写像行列を抽出した．

§ 3 写像行列の離散化とタグの生成

タグ学習モデルの学習後に得られた写像行列Pは，M

次元の問題空間をN次元の低次元空間に写像するM ×N

の大きさの行列である．この行列は 0から 1の値を取る
連続値表現であるため，問題に紐付くか否かを示すタグ

表現とするために，本研究では，以下の手順に基づいて

Pを離散化し，閾値 θはハイパーパラメータとして探索

した．
(1) Pの各行において最も値が大きいタグを 1とする．
(2) P全体において値が閾値 θ 以上のタグを 1とする．

(3) P全体において 1でない要素を 0にする．

こうして生成されたタグを，以下，提案手法タグとする．

§ 4 既存タグと提案手法タグの比較分析

提案手法タグの KTにおける有効性やその性質を分析
するため，既存タグとの比較分析を行った．

まず，各タグを DKTに適用した際の予測精度の比較
を行った．既存タグに関する解答系列にDKTを適用した
際の精度をベースラインとして定め，提案手法タグに関

する解答系列に DKTを適用した際の精度をベースライ
ンと比較した．また，KTの文脈と無関係に，オートエン
コーダで低次元に圧縮・離散化して作成したタグ (以下，
次元削減タグ)を入力とした場合や，式 (6)や式 (7)の損
失関数を導入しない場合とも精度の比較を行った．これ

は，提案手法が，KTの最適化の文脈で，かつ適切なモ
デル構造や損失関数の拡張を行ったものであるという点

に関する差分を明確にするためである．

次に，各タグの構造や個別のタグ間の影響関係などの

性質を比較した．まず，既存タグと提案手法タグのそれ

ぞれの構造において，1つ 1つのタグが解答ログに出現
する回数の分布に着目した．既存タグと提案手法タグは

問題に対する紐付き方が異なるため，問題をタグに変換

した場合に，既存タグと提案手法タグで，1つ 1つのタ
グの解答ログにおける出現回数，すなわちモデルに入力

される回数の分布が異なる可能性が高い．モデルの入力

の分布の違いは予測精度に直接的に影響を与える可能性

が高く，この分布を比較することで予測精度に影響を与

えているタグ構造を分析した．また，既存タグと提案手

法タグそれぞれについて，2 ·1節 §2で述べた知識間の影
響度を求め，各タグをノードとし，各タグに対して影響

度の高い上位 3つのタグからエッジを引いてネットワー
クを構築し，各ネットワークにおけるモジュラリティと

フロー階層性を比較することで，ネットワーク構造の概

要を分析した．さらに，既存タグと提案手法タグの定性

的な内容的関係性を分析するため，既存タグの知識間影

響ネットワークに提案手法タグを紐付けた，2種類のタ
グが混在するネットワークを作成した．具体的には，各

既存タグのノードに対し，その既存タグが紐付く問題に

対して多く紐付いている提案手法タグのノードからエッ

ジを引いた．

4 ·2 実 験 結 果

§ 1 各タグの DKTへの適用
4 ·1節 §4で述べた各手法によって学習された写像行列

Pから生成されたタグと，既存タグを DKTに適用した
際の予測性能の比較を表 4に示す．既存タグ以外の各タ
グの名称の下の項目は，写像行列を学習する際に導入し

た損失関数を表しており，Lp，Lr，Lsはそれぞれ式 (1)
の解答正誤予測に関する損失関数，式 (6)の再構成誤差，
式 (7)のスパース正則化項に対応している．なお，次元
削減タグについては，生成するためのモデルの構造は入

力層，隠れ層，出力層の 3層構造であり，提案手法タグ
の生成に用いる 5 層のタグ学習モデルとは違うものの，
損失関数の式は Lp を用いない場合とみなせるため，便

宜上損失関数の項目を純粋なオートエンコーダは「Lr」，

隠れ層にスパース正則化項を適用したオートエンコーダ

は「Lr +Ls」と表記した．提案手法タグについては式

(8)において αと β を 0または 1とした 4通りについて
実験し，「Lp」「Lp +Lr」「Lp +Ls」「Lp +Lr +Ls」と

表記した．各タグの精度の横の括弧内の値は写像行列P

を離散化した際の閾値 θの値を表している．既存タグの

「marginal」は各タグの単純な正解確率を予測結果とする
ものであり，[Piech 15]にも記載されていたため本稿で
も同様にベースラインの参考として記載した．また，各

データセットにおいて最良の精度は太字で記載した．

いずれのデータセットにおいても，損失関数の項目は異

なるものの，提案手法タグが既存タグと同等以上のAUC
を記録した．一方，次元削減タグでは同様の精度は得ら

れなかった．以下，提案手法タグについては，各データ

セットにおいて最も良い精度を発揮したものを対象に議

論する．

§ 2 既存タグと提案手法タグの性質の比較

まず，各タグの解答ログにおける出現回数の度数分布

と各分布の標準偏差 σを図 3に示した．図より，既存タ
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表 4 各タグの DKT における予測性能

データセット
AUC

既存タグ (marginal)
次元削減タグ 提案手法タグ

Lr Lr +Ls Lp Lp +Lr Lp +Ls Lp +Lr +Ls

ASSISTments 2009-2010 0.75 (0.61) 0.71(θ = 0.8) 0.72(θ = 0.8) 0.70(θ = 0.6) 0.75(θ = 0.6) 0.71(θ = 0.7) 0.72(θ = 0.7)
Bridge to Algebra 2006-2007 0.79 (0.72) 0.78(θ = 1.0) 0.79(θ = 1.0) 0.78(θ = 1.0) 0.79(θ = 0.7) 0.81(θ = 0.9) 0.78(θ = 1.0)

表 5 各ネットワークの指標

データセット タグの種類 モジュラリティ フロー階層性

ASSISTments 2009-2010
既存タグ 0.41 0.36

提案手法タグ 0.19 0.92

Bridge to Algebra 2006-2007
既存タグ 0.49 0.52

提案手法タグ 0.34 0.58

グは偏りが大きく，提案手法タグは偏りが小さいことが

わかる．

次に，既存タグと提案手法タグそれぞれについて，タ

グをノードとする知識間影響ネットワークを作成し，図 4
に示した．この各ネットワークについてモジュラリティと

フロー階層性の指標を比較したものを表 5に示し，デー
タセットごとに各指標の高いものを太字で示した．表よ

り，提案手法タグのネットワークのほうが既存タグのネッ

トワークよりもモジュール性が低く，階層性が高くなっ

ていることがわかる．

さらに，既存タグと提案手法タグが紐付けられたネッ

トワークから，既存タグと提案手法タグの内容的関係性

が確認できる部分の一例を図 5に示した．番号が振られ
ている中心のノードが提案手法タグを，そのノードから

エッジが貼られている英語のラベル付きのノードが既存

タグを表している．図より，「ASSISTments 2009-2010」
の例では「Probability of Two Distinct Events(2つの異な
る事象の確率)」「Venn Diagram(べン図)」「Percent Of(百
分率)」，「Bridge to Algebra 2006-2007」の例では「Iden-
tify GCF(最大公約数)」「Identify number as common fac-
tor(公約数)」「Identify number as common multiple(公倍
数)」というように，内容的に一定の共通性がある複数の
既存タグにまたがるような提案手法タグの存在が確認で

きる．

5. 考 察

実験結果を踏まえ，提案手法によって生成されたタグ

(提案手法タグ)について，既存の知識タグ (既存タグ)と
の比較などを通して考察を行う．

5 ·1 提案手法タグの知識表現としての妥当性

まず，提案手法タグの KTにおける知識表現としての
妥当性を考察する．提案手法タグの知識表現としての妥

当性は，DKT に適用した際に既存タグを適用した場合
と比較して十分な予測精度を発揮するかという点から評

価するものとし，その検証のために 4 ·2節 §1の実験を
行った．

表 4より，提案手法タグをDKTに適用した場合に，既

存タグを用いた場合と同等以上の予測精度を発揮したこ

とから，提案手法によって KTにおいて擬似的な知識表
現として機能するタグが生成できていることが検証され

た．また，KTの文脈を反映しない次元削減タグでは同
様の精度は得られなかったことから，解答系列の情報を

考慮できる KTの最適化の過程でタグ表現を学習させる
提案手法の有効性が確認できた．

5 ·2 提案手法における損失関数の拡張

次に，表 4 より，提案手法における損失関数の拡張
について考察する．まず，「ASSISTments 2009-2010」と
「Bridge to Algebra 2006-2007」のデータセットいずれに
おいても，損失関数の拡張を行ったものが最良の精度を発

揮したことから，損失関数の拡張が擬似的な知識タグ表現

の学習において有効なものであることがわかった．一方，

各データセットで最良の精度を発揮したのは全ての損失関

数を組み合わせた「Lp +Lr +Ls」ではなく，「Lp +Lr」

または「Lp +Ls」であった．これは，3つの損失関数を
全て同じ比率で導入することにより，解答正誤予測に関

する損失関数の比率が小さくなり，KTの文脈を反映す
るという提案手法の性質がタグ表現の学習に適切に生か

されなかったことが原因と考えられる．本研究では，各

損失関数の比重である α や β のパラメータを簡便のた

め 0または 1にしか設定しなかったが，このパラメータ

を十分に探索することにより 3つの損失関数それぞれを
適切に反映した学習を行えると考えられる．また各デー

タセットで精度が最大となる損失関数の組み合わせが異

なっていたことについては，このパラメータ探索を十分

に行っていないために共通の最適な損失関数の組み合わ

せが見つけられなかった可能性と，そもそも最適な損失

関数の組み合わせは一意に定まらず，データの分布や問

題の性質などによって変わりうる可能性が考えられ，よ

り幅広い多数のデータセットでパラメータ探索を行いな

がら検証する必要がある．

5 ·3 提案手法タグの性質

次に，提案手法タグの性質について考察する．図 3よ
り，解答ログにおけるタグごとの出現回数の分布は，既

存タグでは偏りが大きい一方で，提案手法タグでは偏り

が小さく，平均の中心にまとまって分布していることが

わかった．既存タグは，対象の学問の歴史的背景や実際

の教育現場の状況などの定性的な文脈を踏まえて作成さ

れるため，そのタグが扱われる問題の解答回数について

平均化することなどは考えられておらず，初歩的な知識
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図 3 各タグの解答ログにおける出現回数の分布

図 4 各タグの知識間影響ネットワーク

を表すタグは解答回数が多くなる一方，より高度な知識

を表すタグは解答回数が少なくなるため，分布に偏りが

出やすい．一方の提案手法タグは，タグ学習モデルにお

いて学習される過程で，どのタグも低次元空間の 1つの
ユニットで表現され，ニューラルネットワークの最適化

において効率の良い形で各タグに情報が分配されるため，

最も効率良く情報を保持できるよう分布の偏りが小さく

なったと考えられる．このように情報量が均等に分配さ

れたタグ構造は，DKTのようにニューラルネットワーク
を用いた予測を行う上では有効な可能性が高く，提案手

法の，DKTを拡張した機構でタグ構造を学習するという
点が適切に機能したと考えられる．

また，表 5より，各タグの知識間影響ネットワークに
おいては，提案手法タグのネットワークのほうが既存タ

グのネットワークよりもモジュール性が低く，階層性が

高くなっていることがわかった．このことから，提案手

法タグはタグ間で知識としての順序関係が明確になって

おり，教材全体で見て，どの知識を習得しているからこ

の知識を問う問題に正答できる，という予測がしやすい

構造になっていると考えられ，この性質が既存タグと同

等以上の精度を発揮したことの一因と考えられる．一方，

図 5より，従来の分類においても一定程度の内容的共通
性を持つ既存タグを束ねているような提案手法タグの存

在も確認できたことから，各タグが紐付く問題の内容や

難易度，形式などをより詳細に分析することで，予測に

おいて効率的な階層的構造と内容的な共通性を提案手法

タグがどのように反映したものとなっているのかが明ら

かになる可能性があり，今後の研究課題である．

これらの分析結果と，DKTに適用した際に提案手法タ
グが既存タグと同等以上の精度を発揮したことから，人

間にとって直感的でわかりやすい知識タグの構造と，生

徒の知識獲得過程を最適に表現するような知識タグの構

造は性質の異なるものである可能性が示唆され，生徒の

理解度を正しく把握し適切な教材を推薦するという目的

においては，事前のタグ情報がない状態でも後者のタグ

構造を獲得できる提案手法の利用価値は高いと考えられ

る．一方で，実際の学習環境においては，教材推薦の目

的以外にも，生徒がどのような知識を習得できているの

かという生徒や教師の認識を明確にすることで，学習や

指導のモチベーションを向上させたり，教材推薦以外へ

の指導設計への応用が可能になるが，提案手法では，抽

出された各タグが表す知識の性質を人間が解釈しやすく

なるような設計は考慮されていない．本研究では，タグ

が紐付く問題を媒介として，既存タグと提案手法タグの

共起性から提案手法タグの性質を解釈することを試みた

が，より幅広い視野で知識タグを活用していく上では，

各タグのより詳細な解釈や，全体における各タグの位置

付けの解釈が行いやすいように手法を拡張する必要があ
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図 5 既存タグと提案手法タグの内容的関係性

り，今後の研究課題である．

5 ·4 提案手法の異なるデータセットにおける有効性

本研究では，算数・数学に関するオンライン教育サービ

ス上の生徒の問題解答ログからなる 2つのデータセット
を用いて実験を行い，提案手法の有効性を検証した．以

下では，本研究で用いたものとは異なるデータセットに

おける提案手法の有効性について議論する．

まず，データセットの教科が異なる場合について考察

する．本研究では [Piech 15]と同様にデータセットの教
科を算数・数学に絞って実験を行ったが，DKT自体が生
徒の解答正誤を RNNを用いて予測するという一般性の
あるアルゴリズムであり，プログラミング教育に適用し

た事例なども報告されている [Wang 17]ことから，多様
な教科に対して有効である可能性が高く，DKTを拡張し
た機構でタグ表現を学習している提案手法も，同様に算

数・数学以外の教科に対しても有効である可能性が高い．

次に，データセットの規模が異なる場合について考察

する．本研究では，全体のログ数や問題数，ユーザ数等

を比較的多く有するデータセットを用いたが，実環境な

どでは，データセットがより小規模になる可能性が想定

される．提案手法は，生徒の学習ログを基に，生徒の理

解状態などを把握する上で問題の性質を効率的に表現で

きるタグ表現を学習・抽出するものであるため，学習され

るタグの性質はデータセットの性質に依存する部分が大

きい．そのため，ログ数や問題数・ユーザ数などが小規模

な場合に，提案手法で学習するタグにどのような影響が

出るか，精度が低下する場合にはどのような対策が有効

か，既存の知識タグがある場合にはそれと比較してどの

ような性質のものとなるか，などを含めた包括的な検証

を行う必要があり，今後の研究課題である．一方，デー

タセットの規模が拡大した場合においては，図 4や図 5
などのネットワーク図もより複雑になる可能性があるが，

影響力の大きいノードやエッジを強調したり，[Ma 13]な
どの技術を踏まえてグラフを単純化して可視化すること

で，こうした大規模ネットワークにおいても分析が可能

になると考えられる．また，提案手法は抽出するタグの

次元数 N ′ を任意に設定できる柔軟性を有するため，既

存の知識タグの次元が大きすぎる場合に，より低次元の

タグ表現を抽出するようにモデルを設計することも可能

である．

以上より，本研究で用いたデータセットと異なる条件

のデータセットにおける提案手法の有効性は，タグを抽

出する目的や分析対象とするデータセットの規模などに

依存する部分があり，特にデータセットが小規模になる

場合はその影響や対策を含めた検証が必要である．一方

で，多様な教科や規模のデータセットに対して提案手法

を適用することで，提案手法によって作成したタグ表現

は専門家による知識の構造化とどのように違うのか，そ

の構造には教科や規模などで違いはあるのか，明示的に

構造化されていない未成熟な学問はどのように構造化さ

れるのか，構造はいくつかの系統としてまとめられるの

か，など，知識の構造に関するさまざまな知見を得られ

る可能性があり，今後の研究課題である．

6. 結 論

本研究では，従来の KTの手法が，明示的に構造化さ
れていないデータに対して適用が困難であったり，複数

のデータに対する適用結果の比較分析が困難である点に

問題提起を行い，専門家が作成した知識タグを用いずに

生徒の学習行動データから自動で擬似的な知識タグを生

成する手法を提案した．提案手法によって生成したタグ

は，DKTにおいて専門家の作成した知識タグと同等以上
の予測性能を発揮し，生徒の知識獲得を予測する際に擬

似的な知識タグとして利用できるものであることを確認

した．また，生成されたタグは，一定程度の内容的共通

性を有しながらも専門家の作成する知識タグに比べて階

層性が高く，かつ各タグが均等に情報量を保持している

ことがわかり，この構造をより詳細に分析することで知

識やその体系付けに関する知見を得られる可能性を示唆

した一方で，より発展的な分析を行ったり多様な領域で

活用するには，人間にとっての解釈性や可読性も考慮し

た手法の研究が必要であることを述べた．

明示的に構造化されていない教材や学問に対して提案

手法を適用し，擬似的な知識タグを自動で生成して KT
を行える領域を拡大することは，生徒の学習内容を個人
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に最適化し，より適切な教材やカリキュラムを設計でき

る範囲を拡大することにつながり，より多様な学習環境

における生徒の学習効率を向上させることが可能になる

といえる．本研究が，あらゆる学問における学習科学を

加速させることで，生徒の学習効率の向上，新たな教育

システムの構築，そして人間の学習や知識の解明につな

がると信じている．
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