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あらまし 筆者らはこれまで，車いすに設置した加速度センサの観測値が路面の凹凸のパターンや傾度などに
影響されることに着目し，機械学習を用いて路面状態を推定するシステムを提案してきた．本論文では，車いす
座席下側に設置した 3 軸加速度センサによって歩道を走行して取得した加速度データを入力として学習を行った
深層畳み込みニューラルネットワークを利用し，走行路面の状態を表現していると期待される特徴量を取り出し，
その表現の精度を評価した．その結果，深層畳み込みニューラルネットワークが獲得した特徴量が，学習用に付
したラベルよりも詳細な路面状態の差異を捉えることが可能であり，路面状態を定量的に表現する手段として有
効であることを示した．
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1. ま え が き

歩道のアクセシビリティを確保し，高齢者や障がい

者などの移動弱者の負担を軽減することは，重要な社

会的課題の一つである．情報通信技術を用いた課題解

決方法の一つに，歩道のアクセシビリティ情報を移動

弱者に提供するための大規模な地理情報システムとし

てのアクセシビリティマップを開発するという方法が

ある [1], [2]．アクセシビリティ情報を考慮した最適経

路を推薦するパーソナライズドアクセシビリティマッ

プ（PAM）の概念も提案されている [3]．アクセシビ

リティマップ開発には，歩道のアクセシビリティ情報
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をどのように大規模に収集するか，という課題がある．

データ収集方法には現在，歩道が撮影された画像等

から専門家が事例ごとに評価するもの [4] や，クラウ

ドソーシングを利用して歩道の撮影や評価を一般人の

協力を募って行うもの [5], [6]などがある．これらのマ

ンパワーに基づいた手法では，時間的・金銭的コスト

を要することから大規模な情報収集が困難という問題

があり，公開されているアクセシビリティ情報の多く

は，大学や駅などの公共性の高い施設とその周辺に留

まっているのが現状である．スマートフォンやスマー

トウォッチのような多彩なセンサを搭載した電子デバ

イスの普及により，近年，人間行動を計測し活用する

動きが活発化している [7], [8]．車いすユーザがもち歩

く電子デバイスが計測する人間行動データからその

ユーザが通った路面の特徴を推定することができれば，

ローコストに大規模でのアクセシビリティ情報の収集

が可能になる．

そこで筆者らはこれまで，車いすに設置した加速度

センサの観測値が路面の凹凸のパターンや傾度などに

影響されることに着目し，機械学習を用いて路面の特
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徴を推定するシステムを提案してきた．図 1 にシステ

ムの概要図を示す．提案システムは，車いす座面下部

に装着されたスマートフォンの 3軸加速度センサを用

いて，走行時の加速度データを収集し，機械学習を用

いることで加速度データから路面情報を抽出した後，

路面情報を蓄積し地図上に可視化するものである．

車いす走行時に観測された 3軸加速度センサデータ

（以降，車いすセンサデータと表記）から路面情報を

抽出する場合の難しさの一つが，生データから路面に

よる影響をどのように取り出すかである．一般にセン

サ値はユーザやデバイスの違いなど多様な要因に影響

され，観測したセンサ値からその要因の一つのみを抽

出することは容易ではない [9], [10]．そのため，車い

すセンサデータを路面の状態をよく表す指標に変換す

ることが重要となる．Fukushimaらは，車いすセンサ

データを振動加速度レベル (VAL) に変換することで

ユーザの主観を抽出することを試みている [11]．しか

し，車いすセンサデータは系列データであり生データ

のままでは人間には解釈しにくく，路面要因だけを取

り出す指標を人間が設計することは極めて難しい．

Iwasawaらは機械学習を用いて車いすセンサデータ

の分類器を作成することで路面の状態を幾つかの離散

的なクラスで表現する方法を提案している [12]～[14]．

しかし，路面の状態は実際には，「特定の特徴がある/

ない」のように離散的に表されるものではなく，「どの

程度凸凹しているか/どの程度の傾度か」といった連

続的に表現されるものであると考えられる．

本論文では，実験の走行時に撮影された走行路面

の動画像をもとにラベリングが施された車いすセン

サデータと，路面の凹凸や傾斜といった路面の特徴

を学習した深層ニューラルネットワーク (以降 DNN

図 1 車いすセンシングと機械学習による路面の特徴の自
動評価システムの概要図

Fig. 1 Outline drawing of road surface feature auto-

matic evaluation system by wheelchair sensing

and Machine Learning.

と表記する)を利用して，走行路面の状態を表現して

いると期待される特徴量を取り出し，その精度を評

価する．DNN はここ 10 年間さまざまな認識タスク

で State-of-the-artな精度を達成している手法であり，

生のデータからその背後に潜む因子を分解する点に大

きな特徴がある [15], [16]．本論文の貢献は，近年高い

精度を発揮している DNNの 1種である深層畳み込み

ニューラルネットワーク（以降 DCNNと表記）を用

いて，車いすセンサデータからの路面の状態を表現し

ている特徴量の抽出手法の提案と，実データを用いた

提案手法の有効性の検証を行う点にある．

これまで身体に取り付けた加速度計によって計測さ

れた生の人間行動データに機械学習を適用して人間行

動認識を行う研究がなされてきた．例えば，日常生活

や工場での組み立て作業などのデータセットを用いて

人間行動認識に対する各種機械学習方法の可能性の調

査を行ったもの [17]，これらの認識精度の向上を目指

したもの [18], [19]，時系列データを画像化して学習の

効率化を目指したもの [20]，疾病による不随意な体の

振動と随意な運動とを区別することを目的としたも

の [21]などである．しかし本件のように，学習済みの

DCNN のネットワークから人間行動データの特徴量

を抽出し，その特徴量が付されたラベル以上に詳細な

環境の特徴，例えば段差の高低や坂の傾斜の強弱など

を捉えていることを示す研究例は他にない．

以降本論文では，2.において関連研究を踏まえた提

案手法の有用性について論じ，3.で提案手法の検証に

用いた加速度データ及び DCNNモデルについて説明

する．4.では，クラスタリングを通じて，事前に付し

たラベルよりも詳細な路面の状態を DCNNが特徴量

として捉えていることを定性的に検証する．5. では，

DCNN から取り出した特徴量が近い路面同士の実験

動画を目視することで，事前に付したラベルよりも詳

細な路面の状態を DCNNが特徴量として捉えている

ことを定性的に検証する．6.で，前述の検証結果に基

づいた提案手法の有効性，及び問題点とその改善方法

について言及し，7.で結びとする．

2. 深層畳み込みニューラルネットを利用し
た車いすセンシングデータからの路面
状態の定量化

本論文の目的は，路面の凹凸や傾斜に関するラベリ

ングが施された車いすセンサデータをもとに路面の特

徴を学習した DCNNの内部に，付したラベルよりも
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詳細な路面の特徴が中間表現として蓄えられているこ

とと，それを路面状態推定に利用可能であることを明

らかにすることである．本章では，DCNN を採用す

る理由と，DCNN の中間表現を利用する理由につい

て述べる．

2. 1 DCNNと人間行動認識

車いすセンサデータから交通弱者にとって有益な

情報である路面状態（坂の有無，路面の種類，点字ブ

ロックの有無，障害物の有無など）を反映した特徴量

を機械学習によって抽出し，路面状態の機械による認

識に利用することができれば，これまでの人手による

方法 [4]～[6]と比較して，人的・金銭的・時間的コスト

を劇的に低下させ，広大な地域のアクセシビリティ情

報を蓄積・提供することができるようになる．DCNN

は深層学習の手法の一つであり，特に画像認識の分野

で高い認識精度を達成することが知られている手法で

ある [15]．近年の研究では，今回扱う車いすセンシン

グデータと類似したデータであるスマートフォンによ

る健常者の行動センシングデータに対して，DCNNの

有効性が検証されている [19]．例えば Liuらは，行動

センシングデータに対して畳み込みニューラルネット

ワークを適用し，既存の手法と比較して 10%程度の認

識能力の改善が見られることを確認した [22]．これら

の理由から，DCNN の利用により路面状態の認識に

おいても高い認識精度を達成することが期待できる．

2. 2 特徴量としてのDCNNの中間表現

筆者らはこれまで，路面の特徴の抽出を分類問題と

考え，坂/縁石/点字ブロック/その他（「前記三つ以外

のバリア及びバリアなし路面」の意味で以降用いら

れる．）の 4 種類のラベルデータを付して予測モデル

を学習させる方法を提案しその有効性を検証してき

た [12]～[14]．しかし，このような教師あり分類学習

ではラベルデータの付与がマンパワーに依存している

ため，例えば路面の舗装材の種類や舗装状態まで分類

するような詳細な分類を行うことは，ラベルデータの

付与作業の実施の観点から実現が困難である．

そこで本論文では，より詳細な路面状態の分類を行

うにあたって，車いすセンサデータにより詳細なラベ

ルを付与するのではなく，4種類のラベルに基づいた

学習を通して DCNNが蓄積した中間表現に注目した．

画像認識において DCNNの中間表現が画像中の重要

な特徴量に対応していることは，例えば画像からの猫

の認識において中間表現が猫の耳や目などの部分画像

としての特徴量に強く反応を示す事例から知られてい

図 2 本論文の検証方法の概要図
Fig. 2 Outline of verification method in this paper.

る [23]．車いすデータにおいても同様に，DCNNの中

間表現が加速度センサ波形の重要な特徴量に対応して

いると考えられる．4種類のラベルに基づいた学習に

おいては，加速度センサ波形の重要な特徴量を蓄積し

た中間表現の反応パターンをもとに，DCNN が車い

すセンサデータから 4種類のラベルに基づいたバリア

を分類していることから，中間表現は四つのバリアの

詳細な路面の特徴に対応している可能性が高い．以降

本論文では，図 2 に示すように，クラスタリングや

反応パターンの近い路面同士の比較を通して，DCNN

の中間表現の反応パターンが路面状態を定量的に表現

することができているのかを検証する．

3. DCNNモデルの作成

本章では，提案手法の有効性の検証に用いた車いす

センサデータの取得方法，ラベル付けをしたデータ

セットの作成方法，提案手法に用いた DCNNの構造

及び分類精度について順に説明する．

3. 1 検証用データ取得方法とデータセット作成方法

検証に用いられた車いすセンサデータは，6名の手

動車いすユーザ，3名の電動車いすユーザ，計 9名の

車いすユーザが東京都四ツ谷駅周辺の約 1.5km の経

路を走行した際の行動を，車いすの座席下側に設置し

た加速度センサ（iPod touch）により 1秒間に 50Hz

でサンプリングされ x軸，y軸，z軸の 3軸の加速度

値として計測されたものである．計測では位置情報を，

衛星測位利用推進センンターの実証実験に参加するこ

とで，準天頂衛星による高精度の測位信号を受信して

付与した．将来的には更に SLAM [24] を用いた測位

信号の補正を導入する予定だが，今回は扱わない．9

名の車いすユーザの走行を通して，合計 1,405,824サ

ンプル（約 9時間）が得られた．経路全体の傾向とし
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て平坦な歩道が多く，建物等に設置された車いす用ス

ロープの上り下りに問題のないユーザであれば，身体

への過度な負担や事故の危険性は発生しにくいと考え

られる経路となっている．実験中は車いすユーザの走

行している様子と走行路面の動画撮影も行われた．

x 軸，y 軸，z 軸の 3 軸の加速度値が計測された地

点がどのような路面状態であったのかを実験動画を目

視することによって，坂/縁石/点字ブロック/その他，

の 4種類のラベルを付した．この四つを選択した理由

は，それぞれ順に継続する傾斜/突発的な段差/継続す

る凹凸という路面の代表的な特徴を表していると考え

られることと，分類学習に十分な地点数（全ラベル付

きデータ数に対して，どの種類のラベルのデータも最

低 1%程度は確保されている場合に分類精度が高かっ

た）が確保できるためである．

本論文の DCNN では，x 軸，y 軸，z 軸の 3 軸の

加速度データを入力するにあたり，ラベル付きデータ

(以降，データと略記)を，ウィンドウ幅を 400サンプ

ル（約 8 秒），重なり率を 0.5 としたスライディング

ウィンドウ方式により 7016個切り出した．この幅と

重なり率は，同じデータを用いた研究によって適した

値を探索して決定された [14]．これ以降，6 名の手動

車いすユーザの走行によって得られたデータセットは

それぞれ M1～M6 (Manual Wheelchair)，3 名の電

動車いすユーザの走行によって得られたデータセット

はそれぞれ P1～P3 (Powered Wheelchair)と表記さ

れ，用いられる．

3. 2 DCNNの学習方法

図 3 に，本論文で利用した DCNN の構造を示す．

本ネットワークは，1. 入力層，2～4. 畳み込み層

（Convolution+Max Pooling），5. 全結合層，6. 出力

層，の 6層から構成されている．このような階層構造

をもつネットワークを利用して入力から出力への関数

を学習させることで，データの分類に有効な特徴抽出

図 3 本論文で利用した DCNN の構造
Fig. 3 Illustration of the DCNN structure.

器 hと分類器 f の学習を同時に進めることができる．

学術的には，どこまでが特徴抽出器でどこからが分類

器であるかが厳密には定義されておらず，解釈には自

由度がある．本論文では単純化のため入力から全結合

層までの部分を特徴抽出器と考え，全結合層から分類

対象の One-Hot な表現への写像を分類器として議論

をすすめる．

畳み込み処理部分では，代表的な研究 [19]にならい，

Convolution 及びに Max Pooling の二つの処理を用

いた．ここで図中 wは入力データに対して畳み込まれ

る重みであり，入力を出力へうまくマッピングするよ

うに学習されるパラメタである．また，図中 Feature

Map(N) とは，N 種類の異なる重みを学習しており，

それぞれ N種類の異なる出力を得ていることを意味し

ている．その他の設定として，ニューラルネットワー

クの学習には Adamを利用し，学習率は 0.0001とし

た．また，活性化関数には出力層で Softmax関数を利

用したのを除き，Rectified Linear Unitsを利用した．

3. 3 路面分類タスクによる定量的評価

本節では，路面分類タスクを通して既存手法と

DCNN を比較し，獲得された特徴量が路面状態と

どの程度対応しているのかを確認する．表 1 は，既存

手法とDCNNの坂/縁石/点字ブロック/その他の分類

タスクにおける認識精度を比較したものである．ここ

で，各表の値はそれぞれ Leave-One-Subject-Out 法

により得られた 9 回の試行の平均値である．Leave-

One-Subject-Out法とは，8名分のデータセットで訓

練したモデルを残りの 1名分のデータセットで評価す

表 1 既存手法と DCNN の認識精度の比較
Table 1 Performance comparison between DCNN

features and heuristic features.

指標 Raw MV SVM Heuri ECDF DCNN

平均 F 値 0.22 0.58 0.56 0.63 0.65 0.71

Accuracy 0.36 0.79 0.74 0.83 0.83 0.88
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ることを繰り返す方法であり，学習データ含まれない

ユーザのデータで評価を行うことで，未知のユーザに

対する認識精度を検証することができる．評価指標に

は各クラスの平均 F 値及びに正解率（Accuracy）を

用いた．今回の分類問題はクラスインバランスであり，

平均 F 値が高いことはデータセット中に出現する地

点が少ないバリアについてもよく認識できていること

を意味する．比較に用いた手法の詳細は次のとおりで

ある．
• Raw: 9 人分のデータセットを入力に，K-

Nearest-Neighbor法（KNN）で分類．なお入力には，

データごとに 400ウィンドウ分の 3軸加速度値を単純

に結合して一次元ベクトルとして用いた．K の値とし

てはK =1, 5, 10, 15, 20, 25, 30を検証し，検証デー

タにおいて最も精度の高かった K = 1を利用した．
• MV: Rawと同様に，K = 1のKNNを利用し

た．入力には，400ウィンドウ分の 3軸加速度の xyz

各軸の平均値及びに標準偏差の六つを利用した．
• SVM: MV と同様に，入力には，400 ウィン

ドウ分の 3 軸加速度の xyz 各軸の平均値及びに標準

偏差の六つを利用し，KNNの代わりに分類器として

Support Vector Machineを利用した．カーネルとし

ては radial bias function を利用した．また，パラメ

タは γ(10−12 – 102)及びに C(10−7 – 107)について

グリッドサーチを行い，検証データにおいて最も精度

が高かったパラメタを利用した．
• Heuri: SVM と同様に分類器として Support

Vector Machineを利用した．入力には，3軸加速度の

xyz各軸に対して平均，標準偏差，最大，最小，ゼロ

クロッシング，平均クロッシング，階差の平均，階差

の標準偏差，階差の最大，階差の最小，FFT周波数成

分（サンプリング周波数は 50Hz としている），FFT

周波数成分の 0スペクトルの強さ，エネルギ，エント

ロピー，を算出し利用した．また，xyz各軸の軸ペア

ごとの相関と相互相関の最大値（時間ずれを考慮した

上で最も相関係数が高い時間ずれにおける相関係数）

も算出し利用した．
• ECDF: SVMと同様に分類器として Support

Vector Machineを利用した．入力には ECDFを利用

した．ECDFは Empirical Cumulative Distribution

Function（経験累積分布関数）の略であり，Hammerla

らにより 2013年に提案され，複数のタスクにおいて

FFT，PCA，統計量などの特徴抽出方法と比較した

優位性が報告されている [25]．なお，ハイパーパラメ

タである補間点数については，センシティビティが低

いことが報告されていることから実験では 10 と固定

した．

結果として，表 1 が示すように，DCNNを利用し

た方法は従来手法より良い精度が得られた．次点で

認識精度の高かった ECDF と比較して平均 F値では

0.06 ポイント，及びに正解率で 0.05 ポイントの精度

向上となった．このように本論文で構築した DCNN

の車いす走行データの分類精度が高いことが定量的に

示される結果となった．当 DCNNの出力層の一つ前

の層である全結合層の 400ユニットにおいて，車いす

走行データから走行路面の特徴が捉えられていること

が想像される．

4. クラスタリングによる定性的評価

本章では構築した DCNNの全結合層の 400ユニッ

トがどのような路面の特徴を捉えられているのかを確

認するために，M1～M6，P1～P3の全データセット

に対する 400 ユニットの出力パターンをクラスタリ

ングし，作成されたクラスタの分析を行う．4種類の

バリアに関するラベルが付されたデータセットに対す

る 400ユニットの出力パターンが，それぞれ複数のク

ラスタに分かれていればいるほど，DCNN がより詳

細な路面の特徴を捉えていると考えられる．分析は，

4種類のバリアに関するラベルのうち，その他を除く

「坂」，「縁石」，「点字ブロック」の 3種類について行う．

4. 1 分 析 手 順

クラスタリングを用いて分析を行った方法を Step1

から Step5に分けて順に説明する．

Step1 : 全データの出力パターン獲得

3.3と同様に 8名のデータセットで訓練したDCNN

モデルを作成し，残りの 1名のデータセットをテスト

データとして入力することで，データごとの全結合層

の 400 ユニット出力パターンを獲得した（以降この

400ユニットの出力パターンを指す言葉として「特徴

量」を用いる）．

Step2 : 特徴量をクラスタリング

M1～M6，P1～P3のそれぞれのデータセットに対

する出力パターンとして得られた特徴量のクラスタリ

ングが行われた．クラスタリングの手法には k-means

が用いられた．k-means のクラスタ数は任意であり，

指定するクラスタ数によって分類精度が変わる．本論

文では，クラスタ数を 4種類のラベルよりも多い 5～

15個を指定した．
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表 2 最適クラスタ数
Table 2 A list of the number of clusters per user used

for analysis.

ユーザ P1 P2 P3 M1 M2 M3 M4 M5 M6

クラスタ数 14 13 9 8 11 11 9 11 10

Step3 : 地図上に可視化

生成されたクラスタごとに色を決め，クラスタに含

まれる個々のデータが得られた走行地点（以降，地点

と略記）を地図上に色分けして可視化することで，ク

ラスタリング結果を分析した．

Step4 : 最適クラスタ数の決定

上り傾斜走行時のデータに対するユニットの出力パ

ターンが一つのクラスタとなる場合がM1～M6，P1～

P3 の全てで存在することが確認された．このような

場合には，他のクラスタも上り傾斜のように詳細な路

面の特徴が的確に捉えられている可能性が高いと考え，

本論文ではその際のクラスタ数を最適クラスタ数とし

た．M1～M6，P1～P3のそれぞれの最適クラスタ数

を表 2 に示す．

Step5 : 動画の目視によるクラスタリング結果の分析

クラスタごとに，属するデータが得られた際の走行

時撮影動画を目視することで，DCNN の全結合層の

出力パターンと対応する路面状態の分析を行った．

4. 2 結果と考察

図 4 は，DCNNの分類精度が 1番高い P1をテス

トデータとした場合の特徴量をクラスタリングし，そ

の結果を地図上に可視化したものである．可視化する

にあたり，動画をもとに補正された位置情報が用いら

れている．図 4 のように各ユーザは経路を 3周してお

り，2周目は経路を 1周目と 3周目とは反対向きに走

行した．

a ) 坂

図 4 の道 2は傾斜であり坂のラベルも付与していた

場所である．図 4 のように全ユーザのケースで坂を上

るクラスタと下るクラスタの二つに分けられていた．

これは上りと下り走行の場合の進行方向と地面に垂直

な方向の加速度の違い，手動車いすの場合の漕ぎの回

数やパターンの違いを，DCNN が捉えていたと考え

られる．

また図 4 の道 3 は距離が短く傾斜が緩やかである

ため坂のラベルを付さなかった地点である．当地点は，

傾斜を上る方向での走行時のデータの場合に 7 名の

ユーザが上り傾斜と同じクラスタに含まれており，更

図 4 P1 の加速度データを入力として得られた DCNN

の特徴量をクラスタ数 14 個でクラスタリングした
結果

Fig. 4 The clustering result of DCNN feature output

of P1’s acceleration data in 14 clusters.

に最も分類精度が良い P1がテストデータであるケー

スには独立した一つの別のクラスタとなっていた．こ

れは DCNNの分類精度を上げることで，より詳細な

路面の特徴表現が可能になることを示唆している．一

方で傾斜を下る方向での走行時の当地点のデータは，

いずれのユーザの場合も傾斜ではない地点も多く含ま

れるクラスタに分けられていた．

b ) 縁 石

縁石は，ユーザや場所によって分類精度の差が見ら

れる結果となった．最も分類精度の高い P1がテスト

データの場合，図 4 の道 1 には 3 種類の縁石が存在

することがクラスタから示された．このように縁石が

詳細にクラスタリングされた理由は，縁石通過時の振

動が強い特徴をもっており，縁石ごとの詳細な特徴を

DCNN が獲得しうるからであると考えられる．今回

は得られた加速度データを 400ウィンドウ（約 8秒）

の等間隔で，200ウィンドウずつずらして分割したた
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め，400ウィンドウの前半・中盤・後半のどこに縁石が

含まれているかで別のクラスタとして分類され，同じ

縁石が複数のクラスタに属するといった事例が見られ

た．例えば，図 4 の白色のクラスタはウィンドウの中

盤に，オレンジ色のクラスタは前半に，黒色は後半に

それぞれ縁石が含まれており，同じ縁石が二つのウィ

ンドウに含まれていたためこれらのクラスタが連続し

ている事が多かったのではないかと考えられる．

c ) 点字ブロック

点字ブロックを横切った地点は，様々なクラスタに

分散して分類される結果となった．一方で，点字ブロッ

クの上を片方の車輪がある程度の時間走行した地点は，

その前後の地点と別のクラスタとして分類されること

が多かった．点字ブロックの横切りが一つのクラスタ

に分類されなかった理由として，点字ブロックによる

凹凸が縁石に比べ小さいこと，磨耗によって凹凸の形

や大きさも様々であること，どのような向きで片輪/両

輪が点字ブロックの上を横切ったかの違いが挙げられ

る．更に点字ブロックは横断歩道の直前に設置されて

おり，点字ブロックの表面は規格化されほぼ同じ状態

であっても，設置された路面付近の縁石や傾斜がそれ

ぞれに異なり，縁石や傾斜の強い特徴を含んでいるこ

とが，一つのクラスタにまとまらなかった理由と考え

られる．当分析からは，点字ブロックの横切りを含む

地点とその前後の地点とのクラスタが異なることがわ

かった．これは点字ブロックの横切りを含む路面と含

まない路面とを，路面の特徴変化として捉えているこ

とを示している．すなわちセンサ値から，点字ブロッ

クを横切ったことを断定するのは難しいが，走行路面

中の異常値として検出する事は可能である事を示して

いるといえる．

4. 3 生データのクラスタリング結果との比較

本節では，DCNN の入力に用いた全データセット

を生データのまま同様にクラスタリングし，前節の結

果と比較を行うことで，DCNNの全結合層の 400 ユ

ニットがどのような路面の特徴を捉えているのかを議

論する．

図 5 は DCNN の分類精度の高さが 9 人中 3 位で

手動車いすユーザの中では 1 位である M1 をテスト

データとしてクラスタリングした結果である．図 6 は

DCNNの分類精度が一番高い P1をテストデータとし

てクラスタリングした結果である．図 5，図 6 は共に

左が特徴量を用いた場合であり，右が加速度の生デー

タを用いた場合である．可視化するにあたり，図 5，

図 5 左：M1の加速度データを入力として得られたDCNN

の特徴量をクラスタ数 8 個でクラスタリングした結
果，右：M1 の加速度の生データをクラスタ数 8 個
でクラスタリングした結果

Fig. 5 Left: The clustering result of DCNN feature

output of M1’s acceleration data in 8 clusters,

Right: The clustering result of raw accelera-

tion data of M1 in 8 clusters.

図 6 左：P1の加速度データを入力として得られた DCNN

の特徴量をクラスタ数 14 個でクラスタリングした
結果，右：P1 の加速度の生データをクラスタ数 14

個でクラスタリングした結果
Fig. 6 Left: The clustering result of DCNN feature

output of P1’s acceleration data in 14 clusters,

Right: The clustering result of raw accelera-

tion data of P1 in 14 clusters.

図 6 ともに動画をもとに補正された位置情報が用い

られている．電動車いすユーザから得られた加速度の

生データを用いた場合は，図 6 に示すように，特徴

量を用いた場合と類似の結果となったが，手動車いす

ユーザから得られた加速度の生データを用いた場合は，

6 人中 3 人で図 5 のように，ほぼ全ての地点が一～

三つのクラスタに集中し，残りのクラスタにはごく少

数の地点のみが含まれる結果となった．残りの 3人も

DCNNが獲得した特徴量を用いた場合と比較して，特

定のクラスタに集中する同様の傾向がみられた．これ
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は，手動車いすの場合は電動車いすの場合と比較して，

加速度生データを単純にクラスタリングするだけでは

細かい路面の変化は捉えられないことを示している．

5. 類似路面検索による定性的評価

4.のクラスタリングによる評価の結果，分類タスク

のラベルに用いた坂/縁石/点字ブロックのそれぞれに

ついて，DCNN がより詳細な路面状態を分類可能な

レベルで特徴量を獲得していることがわかった．そこ

で本章では，DCNN の特徴量がラベルデータよりも

詳細な路面状態を捉えていることを確認するために，

ラベルデータは同じであるが路面の特徴に大小の差異

のある二つの地点を Query として類似路面検索タス

クを行う．DCNN の特徴量がラベルデータよりも詳

細な路面状態を捉えているのであれば，各々の類似路

面の路面の特徴にも大小の差異が反映されるはずであ

る．本章では DCNNの入力に用いた全データセット

と DCNNが獲得した特徴量を用いて，任意の「地点

（そのデータが得られた走行地点の略記）」と DCNN

の全結合層の 400ユニットの反応パターンの類似度が

高い地点との動画像による比較・検証を行う．

5. 1 分 析 手 順

任意の地点を入力したときに，その地点と 400 ユ

ニットの反応パターンが近い地点を抽出し，実験時に

撮影したビデオ動画で任意の地点と反応パターンが近

い地点のそれぞれの路面状態を目視により確認する．

Step1 : 全データの特徴化

4.1と同様に 8名のデータセットで訓練したDCNN

モデルを作成し，残りの 1名のデータセットをテスト

データとして入力することで，全地点ごとの全結合層

の 400ユニット出力パターン（特徴量）を獲得する．

Step2 : 地点間のユークリッド距離の計算

任意の地点の特徴量と，他の全ての地点の特徴量と

のユークリッド距離を算出する．

Step3 : 類似路面の検索

任意の地点に対して，Step2で計算した特徴量空間

におけるユークリッド距離が近い上位 5地点を類似地

点として抽出する．

また，比較対象として全データセットに含まれる生

データを用いて上記の Step2と Step3を行い，同様の

類似地点の抽出を行う．

以降，二つの方法での類似地点の抽出において，検

索のための入力として使用した地点を Query と呼ぶ

こととする．Queryには，前章で付したラベルよりも

詳細な路面状態を表現する特徴量が獲得されていた，

「上り坂」，「縁石のある場所」，「点字ブロックを横切る

場所」の三つを用い，類似した路面の特徴をもつ地点

が正しく抽出されるかどうかを実験動画より確認する．

また，DCNN が路面の特徴を数値やベクトルの量と

して表現できているかどうか確認するために，似た路

面の特徴をもつが縁石と傾斜の大きさに差のある二つ

の地点を Query とし，それぞれの地点の類似路面を

比較する．

5. 2 類似路面検索結果

a ) 加速度の生データと DCNNの特徴量を用いた

類似路面検索結果

加速度の生データと DCNNの特徴量を用いてそれ

ぞれ類似路面検索を行った結果を図 7 に示す．図中の

Queryは比較を行うため，加速度の生データを用いた

場合と特徴量を用いた場合とも同一の地点のものを用

いた．また，Queryに対してユークリッド距離が近い

上位五つの場所を右側に示した．図の画像は，実験動

画から各場所の走行時刻を参考に取り出したものであ

る．画像の枠の色は，Queryと同一の路面の特徴をも

つことが動画から読み取れる場合は黒とし，同一の路

面の特徴をもつことが読み取れない場合は赤とした．

図 7 の上り坂では，加速度の生データを用いた場

合は上位五つ中 4 位だけが上り坂に該当しているが，

DCNN の特徴量を用いた場合は上位五つ全てが上り

坂に該当している．縁石では，加速度の生データを用

いた場合は上位五つ中 1，3位が，DCNNの特徴量を

用いた場合は上位五つ全てが該当している．点字ブ

ロックを横切る場所では，加速度の生データを用いた

場合は，車いすが停止状態のデータが類似と判断され，

DCNNの特徴量を用いた場合には，上位五つの中で 1

位だけが点字ブロックを横切る場所が正しく類似と判

断されていた．誤判断された 2位から 4位について動

画で詳細を確認したところ，いずれも目地の小さなタ

イルで構成された路面であった．

b ) 同様の路面の特徴をもつが異なるクラスタに分

かれた二つの地点を Query とした類似路面検

索結果

次に，特徴量が走行時の路面の特徴を数値化して連

続的に表現できているのかを確認するために，歩道か

ら車道に変わり，縁石と傾斜の大きさに差があるが，

傾斜，点字ブロック，縁石，横断歩道が連続的に含ま

れる，路面の特徴が類似した 2地点を Queryとして，

特徴量を用いてそれぞれ類似路面検索を行った結果を
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図 7 加速度の生データと加速度データを入力として得られた DCNN の特徴量を用いた
類似路面の検索結果

Fig. 7 Similar road surface search results using DCNN feature output obtained

by inputting acceleration data and raw acceleration data.

図 8 歩道から車道に変わる場所を含む地点二つの地点をそれぞれ Query としたときの
類似路面検索結果

Fig. 8 Similar road surface search results when two points including a place that

changes from a sidewalk to a roadway are taken as Query.

図 8 に示す．図 8 の Query-1と Query-2は，共通の

路面の特徴として縁石や傾斜，点字ブロックや横断歩

道が確認できるが，縁石と傾斜に関してはQuery-1の

ほうが明らかに大きい．

Query-1の類似路面として抽出された全ての地点で

縁石と大きな傾斜が確認できた．点字ブロックや横断

歩道は上位 2位，3位，4位の地点で確認することが

できた．Query-2の類似路面として抽出された上位 1
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位は 3周目の同じ地点であり，Queryと同じ路面の特

徴を確認することができた．上位 2位と 3位では点字

ブロックのみが確認でき，4位では横断歩道と傾斜，5

位では横断歩道のみが路面の特徴として確認できた．

5. 3 考 察

図 7 で生データである加速度波形の類似性をユーク

リッド距離から求めた場合，点字ブロックでは四つの

事例で，上り坂では一つの事例で停止状態の波形を類

似路面と判別していた．その他の赤枠で示した地点で

は，走行してはいるものの点字ブロックや縁石を通過

することもなく，また坂でもないほとんど平坦な路面

であったことから，全く特徴を捉えることができてい

ないことがわかった．それに対して，特徴量を用いた

場合では，上り坂と縁石の上位四つ全てが Query と

同様にそれぞれの路面の特徴を含む地点であった．点

字ブロックでも，類似度上位 2位から 4位までは点字

ブロックが含まれていない路面となってしまったが，

どれも目地の小さなタイルで構成されている似た特徴

をもつ路面ともいえる路面を走行しているときのもの

であった．このことから，DCNN によって生成され

る特徴量を用いた場合の方が加速度の生データを用い

た場合よりも，詳細な路面の特徴を捉えていることが

わかった．縁石のような鮮明な特徴が含まれる事例で

は生データからの分類も不可能ではないかもしれない

が，DCNN によって生成される特徴量は加速度の生

データより軽微かつ精緻な路面の特徴を捉えることが

可能であると言える．

図 8 に示した Query-1を Queryとした場合の結果

から，大きな縁石や大きな傾斜は点字ブロックや横断

歩道などの路面の小さな凹凸よりも鮮明な路面の特

徴と捉えていることが考えられる．また，Query-2を

Queryとした場合の結果から，小さな縁石や小さな傾

斜よりも点字ブロックや横断歩道といった路面の連続

した小さな凹凸の方がより鮮明な路面の特徴と捉えて

いると考えられる．このことから，DCNNによって生

成された特徴量は凹凸の度合いや傾斜の度合いを数値

やベクトル量として連続的に表現できていることが推

察される．

また，四ツ谷データで学習した DCNNに，手動車

いすの漕ぎの負担を定量化する研究 [26] で用いられ

た市ヶ谷のルートを全く別の手動車いすユーザ 5名が

走行したデータを適用して，類似路面検索を行った．

図 8 の「歩道から車道に変わる場所」といったラベル

よりも細かい表現を含む四ツ谷データを Query とし

た場合であっても，市ヶ谷データ 5名中 4名で，同様

の路面が類似度 1位となる結果となった．

このように，本論文の DCNNによって生成される

特徴量が，分類に指定した坂/縁石/点字ブロック/そ

の他の四つのラベルよりも細かい特徴を捉えているこ

と，凹凸の度合いや傾斜の度合いを連続的に表現でき

ていることが確かめられた．DCNN によって生成さ

れる特徴量を用いることで路面状態を定量的に表現す

ることが可能であると考えられる．

6. 考 察

4.では，DCNNが路面の特徴をどのように捉えて

いるのかを確認するため，全結合層の 400 ユニット

の全データセットに対する出力パターンをクラスタリ

ングする方法で分析を行った．その結果，坂の上り下

りが別クラスタに分類されていたこと，縁石と点字ブ

ロックを走行条件の違いから複数のクラスタに分類さ

れていたことから，分類学習のための事前に付した 4

種類のラベルよりも詳細な路面状態を DCNNが特徴

量として捉えていることが確認できた．

5.では，4.の結果を受けて，DCNNが捉えた 4種

類のラベルよりも詳細な路面状態が実際にどのような

路面状態の差異を反映したものとなっているのか，を

分析するため，ラベルデータは同じであるが縁石と

傾斜の大きさに差のある二つの地点を Query として

DCNN の反応パターンの類似度が高い地点と，加速

度の生データの類似度が高い地点との動画像による比

較・検証を行った．その結果，生データを用いた場合

に比べ，DCNN の反応パターンを用いたほうが，路

面の特徴の大小を反映した類似路面検索が可能である

ことを示した．これは DCNNによって生成された特

徴量が，段差の度合いや傾斜の度合いといった事前に

ラベルで付していない詳細な情報を表現していたこと

を示している．

本論文はこれらの分析結果を通して，学習済み

DCNN の全結合層の反応パターンが，車いす走行

時の加速度センサデータから路面状態を特徴量として

定量化する手段として有効である可能性を示した．そ

の一方で，ユーザごとに得られた特徴量には，路面状

態の分類精度にばらつきがあることがわかった．一般

に，ユーザの違いに起因するクラス間の多様性は，モ

デルを開発するための主要な問題の一つとして認識

されており [27]，その問題の対処方法は重要な研究課

題となっている．最も簡単な解決策は，大規模な行動
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データベースを開発することである．Kawaguchi ら

は，現実世界の活動理解のための人間行動コーパスの

収集という概念を提案した [28]．大規模な行動コーパ

スは，個人推定モデルを開発するだけでなく，個人的

な特性を理解するのにも重要であるうえ，全てのユー

ザに適用できる非個人的モデルを開発することも技術

的に可能となる．本研究においても，新規環境を含む

より多くのデータセットの収集と解析を行うことで，

ユーザごとに得られる特徴量のばらつきとそれを用い

た路面状態の分類精度のばらつきを低減できると考え

られる．

7. む す び

本論文では，車いす座席下側に設置した 3軸加速度

センサによって歩道を走行して取得した加速度データ

を入力として学習を行った DCNNを利用し，走行路

面の状態を表現していると期待される特徴量を取り出

し，その表現の精度を評価した．その結果，DCNNが

獲得した特徴量が，学習用に付したラベルよりも詳細

な路面状態の差異を捉えることが可能であり，路面状

態を定量的に表現する手段として有効であることを示

した．今後は新規環境を含むより多くのデータセット

の収集と解析，獲得された特徴量の定性的評価を通じ

て，ユーザごとの影響を低減可能な，より高精度な特

徴表現を獲得する手法の提案を行う予定である．
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