
1

�� ��原著論文 Original Paper ��

行動時刻を考慮した条件付き変分オートエンコー
ダによる推薦システム
Time-Sequential Variational Conditional Auto-encoders for Recommendation

保住 純
Jun Hozumi

東京大学
The University of Tokyo
hozumi@weblab.t.u-tokyo.ac.jp

岩澤 有祐
Yusuke Iwasawa

（同 上）
iwasawa@weblab.t.u-tokyo.ac.jp

松尾 豊
Yutaka Matsuo

（同 上）
matsuo@weblab.t.u-tokyo.ac.jp

keywords: recommendation system, variational auto-encoder, time information, deep learning

Summary
In this study, we propose a method for adding time of action information to a Variational Auto-encoder (VAE)-

based recommendation system. Since time of action is an important information to improve the accuracy of recom-
mendation, many methods have been proposed to use the information of time of action, such as purchase or review
of a product, for recommendation. And VAE-based recommendation systems have been reported to be more accu-
rate and robust for small data sets compared to traditional deep learning-based recommendation systems. Existing
research on introducing time information into VAEs includes a method of weaving information on the order in which
products are preferred by passing the encoding layer consisting of RNN, but the time information of the product
preferred is not considered. If the absolute time information is not taken into account when recommending a product,
for example, when a temporary boom causes many users to prefer a particular product, it may be judged to be a pref-
erence based on the user’s preferences, which may adversely affect the recommendation results. Based on the above
problems, this study examines a VAE-based recommendation system to improve the recommendation accuracy by
adding time information of each action to the input information, and finally proposes Time-Sequential VAE (TSVAE)
and confirms its accuracy. In addition, to verify how to add time information to improve the accuracy, we conducted
experiments using multiple models with and without absolute time information and different encoders of time interval
information, and evaluated the accuracy.

1. は じ め に

推薦において行動時刻は精度向上に寄与する重要な情

報であるので，これまでに商品の購入や商品のレビューな

どの行動をした時刻の情報を推薦に用いる手法が提案さ

れている [Pavlovski 20, Zhu 17]．一般に，推薦システム
の研究ではユーザの購入した商品の情報にユーザの性別

や年代といった属性情報や使用している端末の情報などを

条件として用いることで推薦精度を高める文脈考慮型推

薦システム（Context-Aware Recommender Systems）が
これまでに数多く提案されている [Adomavicius 11]．さ
らに，これらの情報は入力方法によって大きく推薦精度

が変化するため，どのように付与すればよいかについて

も研究が行われている [Beutel 18]．
本研究では，Variational Auto-encoder (VAE) [Kingma

13]ベースの推薦システムに行動の時刻情報を付与する方
法を提案する．VAEは深層学習による生成モデルの一種

であり，エンコーダによって入力データから潜在変数の分

布の平均や分散を学習し，デコーダによってこの分布か

らサンプリングした潜在変数から再び入力データと似た

データを復元する手法である．近年では深層学習をベー

スとした推薦システムの研究においてもVAEをベースと
した手法が注目されつつある．VAEを用いた推薦システ
ムは，ユーザが各商品に関して行動していたか否かを記

録した行動履歴データをエンコーダに入力し，それとデ

コーダからの出力との差分を見る．その際に，出力結果

では復元されているが実際の入力には含まれていなかっ

た商品が，本来関与されていて然るべき商品であったと

みなし，そのような商品を推薦していく．VAEベースの
推薦システムは，従来の深層学習を用いた推薦システム

に比べ，より小さいデータセットに対する精度が向上し，

頑健性も高まることが報告されている [Liang 18]．しか
し，[Liang 18]など既存の VAEベースの推薦手法では，
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好んだ商品の情報が順序や時刻を無視したBag-of-Words
形式で与えられるため，その時刻や時間間隔は無視され

てしまっている．そこで，本研究ではVAEベースの推薦
システムの精度を時刻情報を考慮することで改善するこ

とを目的とする．

時刻情報を VAEに織り込む既存研究として，RNNに
よるエンコード層を通すことによって商品を好んだ順序

の情報を織り込む手法 [Sachdeva 19]が挙げられる．しか
し，[Sachdeva 19]では，その商品を好んだ時刻情報は考
慮されていない．推薦時に絶対時刻の情報が考慮されて

いないと，たとえば，一時的なブームによって特定の商品

が多くのユーザによって好まれる事態が生じた際に，そ

のユーザの嗜好による選好であると判断され，推薦結果

に悪影響を及ぼしてしまう可能性がある．他にも，複数行

動の時刻の差である時間間隔情報が考慮されていないと，

特に酒類やコンテンツのような時間の経過とともに成熟

度が変わることによって趣味嗜好の対象が変化すると考

えやすい種類の商品カテゴリを推薦する場合 [McAuley
13]に，観測された行動に反映されていないユーザの内
部状態の変遷を追うことができないため，その影響が適

切に推薦に反映されない可能性がある．

以上の問題を踏まえ，本研究では入力とする情報に各

行動の時刻情報を付与することで推薦精度を高めるVAE
ベースの推薦システム (Time-Sequential VAE; TSVAE)
を提案し，その精度を確認する．また，時刻情報をどの

ように付与していけば精度の向上に寄与するかを検証す

るために，絶対時刻情報の有無や時間間隔情報を織り込

むエンコーダの違いによる複数のモデルを用いた実験を

行った．本研究では，提案手法の有効性を確認するため

に，以下の検証実験を行った．

• [Sachdeva 19]では系列情報を VAEに入力する前の
エンコーダとして RNNを用いるが，そこに時間情
報を考慮する RNNである Time-LSTM [Zhu 17]を
採用し，行動間の時間情報をRNNエンコード前の表
現に織り込む手法を検討した．検証実験の結果，時

刻情報を取り入れることで推薦精度が向上すること

が確認された．

• VAEを用いた推薦システムを拡張した CVAE [Sohn
15]による推薦システムによる手法を導入し，その
入力条件に最新の行動の時刻情報を用いる手法を検

証した．検証実験の結果，単純に時刻情報を条件と

した CVAEを用いることによって，単純な VAEに
よる推薦システムに比べて精度が向上することが確

認された．

•以上で検討した手法でより良い結果を残した構造を
組み合わせて，精度を向上する手法 (TSVAE)を提案
する．この結果，上記の既存手法に比べてより良い

精度を記録することが確認された．

• VAEデコーダからの出力時において，商品情報だけ
ではなく時刻情報を同時に再構成する手法を検証し

た．実験の結果，この方法では推薦精度が上がらな

いことが確認された．

本論文の構成は以下の通りである．2章では，本研究
に関連する研究を説明する．3章では，提案手法の構成す
る基礎となる手法の概要を述べる．4章では，前章の内
容を踏まえ，提案手法の詳細について説明する．5章で
は，複数の実データセットを用いた検証実験を行い，提

案手法の性能を比較対象となる手法と比較することで確

認する．6章ではこれまで実験結果を踏まえて，今後の
研究のための考察を行う．最後に，7章で本研究の総括
を述べる．

2. 関 連 研 究

2 ·1 付加情報を使用した推薦システムの研究

ユーザに推薦をする際にその推定のための情報源とし

て用いるデータは，多くの場合，ユーザの商品の購買履

歴や，高評価レビューのログといったユーザごとの行動

履歴データである．そして，その他にも推薦精度の向上

に寄与すると考えられる情報を推薦時に活用することが

できれば，推薦システムの精度が向上できることが期待

される．このことから，これまでに様々なユーザの購買

や評価に関するデータが推薦時に付加する情報として検

討され，それが推薦に与える有効性について検証されて

きた．たとえば，これまでにユーザごとの履歴データの

他に商品の画像情報を加える [Kang 17]，レビュー文章
の情報を加える [Zheng 17]，SNS上のユーザのつながり
の情報を加える [Zhao 17]，直前のアクションからの時
間間隔を加える [Zhu 17]といったものが挙げられる．特
に，近年では深層学習を用いることによって様々な情報

を似た形式の内部表現として取り扱うことができるよう

になったため，これらをまとめて推薦に活用するマルチ

モーダル推薦 [Liu 19]の試みも行われている．以上の研
究から分かる通り，商品やユーザのログデータに関連す

る様々な種類や形式のデータが，推薦システムの精度向

上に利用できる可能性があると言える．

また，これらの情報を単純に行動履歴データと同時に

入力するのではなく，その入力方法やタイミングを工夫

することによって推薦精度を向上させる研究も存在する．

たとえば，[Cheng 16]は追加する情報を履歴データとは
別に学習し，最後の層の直前に履歴データ側と組み合わ

せることによって推薦に使用し，精度の向上を確認して

いる．他にも，[Beutel 18]では，ログデータに対しRNN
モデルを通す前および後でこれらの情報を文脈 (Context)
情報として付与する手法がとられている．[Beutel 18]で
はこれらの情報を入力する箇所を工夫することによって

何層ものネットワークの追加に相当する精度の向上が見

込まれることが報告されているため，このような情報付

与の方法に関する研究は，推薦システムの研究において

も重要性があると考えられる．



行動時刻を考慮した条件付き変分オートエンコーダによる推薦システム 3

2 ·2 VAEを用いた推薦システムの研究
伝統的な推薦システムの手法の考え方には，アイテム

ベースや協調フィルタリング，Matrix Factorizationなど
様々なものが挙げられるが，これらの考え方を踏襲しつ

つ，それらのモデルの一部に深層学習を取り入れること

によって，より推薦精度を高めた手法が提案されている．

たとえば，[He 17]は多層パーセプトロンを用いた協調
フィルタリングによる手法であり，[Xue 17] は Matrix
Factorizationの一部に深層学習を活用している．
それらのアプローチの中には，VAEをベースとした手
法がある．[Liang 18]は協調フィルタリングを拡張する
推薦手法である．VAEを用いた推薦システムは，ユーザ
の行動履歴データを入力し，それとVAEのデコーダから
の出力との差分をとることで，その足りない部分の商品

を推薦する．VAEベースの推薦システムは，従来の深層
学習を用いた推薦システムに比べて，より小さいデータ

セットに対する精度が向上し，少しの行動の変化によっ

て推薦結果が大きく悪影響を受けないという，頑健性の

向上といったメリットも報告されている [Liang 18]．
他にも，単純なVAEを発展させ，さらに精度を向上さ
せる手法が提案されている．たとえば，[Sohn 15]は，エ
ンコーダとデコーダの入力に条件を付与することで，よ

り再構成誤差を小さくすることができる．このように工

夫がなされた VAEを用いた推薦システムの研究も進め
られている．たとえば，ユーザの行動履歴の順序を考慮

して予測に活用できるようにするために，系列情報を扱

えるよう拡張された手法である SVAEが提案されている
[Sachdeva 19]．ただし，[Sachdeva 19]では行動の順序の
みが考慮されており，各行動の絶対時刻は考慮されない．

そのため，前章で述べたように，推薦時に用いる情報に

行動の時間の情報を取り入れることができれば，商品の

購入間隔や商品カテゴリに対するユーザの成熟度といっ

た各行動間の時間間隔による情報が取り入れられるよう

になるため，さらなる推薦精度の向上が期待される．本

研究では，エンコーダに時間情報を考慮するTime-LSTM
[Zhu 17]を導入することで，精度が向上するかどうかを
検証する．さらに，SVAEにおけるVAE部分に条件付き
VAEを使用し，その条件に行動時刻の情報を導入するこ
とによって，さらに精度を高める手法を提案する．

3. 前 提 知 識

本章では，本研究で提案する手法の一部分として用い

られている手法について解説する．

3 ·1 Sequential Variational Auto-encoder (SVAE)
変分オートエンコーダ (Variational Auto-encoder; VAE)
とは，通常のオートエンコーダと同様のエンコーダとデ

コーダの構造を持つ深層学習を用いた生成モデルである

[Kingma 13]．通常のオートエンコーダは，エンコーダに

より入力 xから潜在変数 zに変換し，それからデコーダ

により xの予測値として x̂を復元，xと x̂間の再構成

誤差が小さくなるように学習を進める．しかし，VAEで
は，その潜在変数が確率分布 N (0,1)に分布に従うこと

を仮定し，潜在変数の平均 µおよび分散 σ を入力デー

タより学習する．そして，VAEは生成モデルであるので
データの分布 p(x)を推定するよう学習を進めるが，そ

の尤度を直接最大化することはできないため，以下のよ

うな式変形を行う．ただし，E は期待値，q(z|x)は近似
事後分布，DKL は KLダイバージェンスを表す．

logp(x) =

∫
q(z | x) logp(x)dz

=

∫
q(z | x) log p(x | z)p(z)

p(z | x)
dz

=

∫
q(z | x) logp(x | z)dz

+

∫
q(z | x) log q(z | x)

p(z | x)
dz

−
∫
q(z | x) log q(z | x)

p(z)
dz

= E[logp(x | z)] +DKL(q(z | x)∥p(z | x))

−DKL(q(z | x)∥p(z))

最終的にこの式を整理することによって，以下の式を

得られる．左辺に表されている尤度を最大化を目指すた

めに，右辺の変分下界 (Evidence Lower Bound; ELBO)
の最大化問題を解く．VAEの学習は，この変分下界の最
適化問題として実行される．

logp(x)−DKL[q(z | x)∥p(z | x)]

= E[logp(x | z)]−DKL[q(z | x)∥p(z)]

その入力データが系列データとなった SVAE [Sachdeva
19]も，VAEと同様にデコーダによって復元された系列
データとの復元誤差が小さくなるようにエンコーダとデ

コーダの学習を進める．ただし，系列はエンコーダに一

度に直接入力するのではなく，系列の順で逐次的に RNN
によるエンコーダを通し，その出力を VAEエンコーダ
φに入力していく．その後，VAEと同様に VAEデコー
ダから出力する．デコード時は RNNを通すことはせず，
VAEデコーダからの出力をそのまま結果とする．そのた
め，系列データの順序に関する情報がRNNエンコーダを
通した際に織り込まれることによって，VAEによって復
元された系列にも反映されると考えられる．ただし，通

常のVAEとさらに異なる点として，xが正規分布ではな
く多項（マルチヌーイ）分布に従うと仮定することが挙

げられる．また，[Sachdeva 19]では RNNエンコーダに
Gated Recurrent Unit(GRU)を採用している．



4 人工知能学会論文誌 36巻 3号 C（2021年）

図 1 Time-LSTM(3) の模式図

µ(m),σ(m) = φ (hm)

hm = RNN
(
hm−1,x(m−1)

)

3 ·2 Conditional Variational Auto-encoder (CVAE)
通常の VAE では入出力の復元対象とする x は x ∼

p(x|z)として表されるが，それに条件 cを付け p(x|z,c)
に拡張したものを考える．それは CVAE [Sohn 15]と呼
ばれる．具体的には，期待値をE，目的関数をLCVAEと

して以下の式で表される．

logp(x | c) ≥
∫

logp(c | x,z)p(z | x)dz

=−DKL (q(z | x,c) |p(z | c))

+E[logp(x | z,c)]

≡LCVAE(x,c,p, q)

学習の対象が条件付き尤度に拡張されても，エンコー

ダやデコーダの形状は入力に条件を付与する変更のみで

よく，その学習もVAEと同様に変分下界の最大化によっ
て進めることができる．

3 ·3 Time-LSTM
通常の再帰的ニューラルネット (Recurrent Neural Net-

work; RNN)は系列データをその順番に入力しているが，
その系列データが順序のみを考慮すればよい自然言語文

ではなく，行動履歴のようなそれぞれの要素に時刻が定

義でき，それらに異なる時間間隔があるようなデータの

場合，その情報は無視されてしまう．そこで，その時間

間隔を同時に入力データとして考慮するゲート付きRNN
である Time-LSTM [Zhu 17]が提案された．[Zhu 17]の
論文中では Time-LSTMのいくつかのバリエーションが
提案されているが，本研究では [Zhu 17]にて最も良い精
度を示していた Time-LSTM(3)を用いる．

これより，本提案手法で使用する Time-LSTM(3)の概
要を紹介する．まず，重みをW，バイアス項を b，セル

を c，セルの重みを w，入力ゲートを i，出力ゲートを

oと表記すると，Time-LSTM(3)は以下の式で表される．
ただし，σ は活性化関数を表し，σi,σ∆t,σo はシグモイ

ド関数，σc,σh は tanh関数である．また，⊙は要素積
（アダマール積）を表す．

im =σi (xmWxi + hm−1Whi +wci ⊙ cm−1 + bi) (1)

T1m =σ1 (xmWx1 + σ∆t (∆tmWt1)+ b1)

　s.t. Wt1 ≤ 0 (2)

T2m =σ2 (xmWx2 + σ∆t (∆tmWt2)+ b2) (3)

om =σo (xmWxo

+∆tmWto + hm−1Who +wco ⊙ c̃m + bo) (4)

c̃m =(1− im ⊙T1m)⊙ cm−1 + im ⊙T1m

⊙ σc (xmWxc + hm−1Whc + bc) (5)

cm =(1− im)⊙ cm−1 + im ⊙T2m

⊙ σc (xmWxc + hm−1Whc + bc) (6)

hm =om ⊙ σh(c̃m) (7)

Time-LSTMでは，一般的なLSTMで入力されるxm,hm

の他に，ユーザの各行動ごとにそのユーザの直前のアク

ション xm−1からの時間間隔∆tを導入する．∆tを出力

に作用させる方法には様々なものが考えられるが，∆tを

より効果的に出力に反映させるために，Time-LSTM(3)
では∆tを，直接出力に影響を与えられる出力ゲート om

の他に，∆tの直近の推薦への影響を制御する時間ゲート

T1mと∆tの影響を長期にわたって保持するための時間

ゲート T2m を導入して，それらに入力していく．ユー

ザの直近（短期）の興味が x から入力されるのに対し，

∆t が入出力ゲートに作用されるとともにそれぞれのセ

ル cm や c̃m にも作用されるため，∆tの影響が長期間に

わたって保持できるようになっている．そして，一般的

な LSTMにおいて忘却ゲートとして用いられる機構は，
Time-LSTM(3)では，GRUと類似した入力ゲートを用い
た機構である 1− imに置き換えられている．これを模式

図で表すと，図 1となる．

4. 提 案 手 法

前章の内容を踏まえて，本章では時刻に関する情報を

推薦時に織り込む VAE ベースの推薦システム (Time-
Sequantial Variational Auto-encoder; TSVAE) を提案す
る．モデル全体の概要を図 2に示す．具体的には，TSVAE
は SVAE [Sachdeva 19] をベースとし，時間情報 ∆t を

織り込むために RNN エンコーダに Time-LSTM(3) を，
時刻情報 tを織り込むために，VAEエンコーダおよびデ
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図 2 提案手法の模式図

コーダに Conditional VAEを採用したモデルである．実
際の推薦タスクを行う際も [Sachdeva 19]と同様に，VAE
エンコーダの出力では評価されているが入力（実データ）

では評価されていない商品をランキング化し，それらを

上位から推薦する．

mを行動の順番とし，行動 xmでは商品 imに対し時刻

tmにおいて行動したものとする．まず，入力データの前

処理としての変換 (Embedding)を行う．ID形式で入力さ
れている商品の系列を，ベクトル表現に変換する．また，

時間情報∆tには，[Zhu 17]でも提案されている通り，行
動 xの間隔時間差を直接用いるのではなく，より推薦精

度を高めることができるよう以下の式で表される時刻の

差に対数をとったものに変換する．ただし，tm = tm−1

のとき便宜上∆tm = 0とし，∆t1 = 0とする．

∆tm = log(tm − tm−1) (8)

4 ·1 Time-LSTMによる∆tのエンコーディング

次に，変換された系列データを SVAE と同じ要領で
RNNエンコーダに入力する．SVAEではRNNエンコーダ
にGRUを採用していたが，本提案手法ではそれを Time-
LSTM(3)に置き換える．そうすることで，RNNエンコー
ダを通した際に順序情報のみならず，x中に含まれる時

間情報 ∆tの情報もエンコードされ，推薦時に考慮され

るようになると考えられる．具体的には，以下の式で表

される．

hm−1 = Time-LSTM3 (hm−1,xm−1,∆tm−1) (9)

4 ·2 tを条件とした CVAEによる入力データの復元
Time-LSTMによるエンコーディングでは時間間隔情
報∆tしか反映されない．それだけでは，1章で述べたよ
うに，一時的なブームによって特定の商品が多くのユー

ザによって好まれる事態が生じた際に，そのユーザの嗜

好による選好であると判断され，推薦結果に悪影響を及

ぼしてしまう可能性がある．そこで，VAE側で時刻情報
tを条件として取り入れるようにすることで，その入力の

絶対時刻の情報が推薦時に反映できるようにする．SVAE
では VAE エンコーダおよびデコーダが通常の VAE で
あったが，これを時刻を条件としたCVAEに置き換える．
RNNエンコーダを通した入力 hm と VAEエンコーダ φ

を通じて得られた潜在変数 zにVAEにユーザの行動履歴
の最新の行動時刻 tm を条件として付与し，それを VAE
デコーダ ϕに入力することによって最終的にユーザの行

動履歴を復元する．具体的には，以下の式で表される．た

だし，N (µ,σ)は平均 µ，分散 σの正規分布を表す．

µm−1,σm−1 = φ(hm−1, tm−1) (10)

zm−1 ∼N (µm−1,σm−1) (11)

îm = ϕ(zm−1, tm−1) (12)

以上の方法で tや ∆tに関する情報を付与することに
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表 1 データセットの概要

データセット ユーザ数 商品数 平均データ長

MovieLens 2597 705 39.86
LastFM 149 3898 1224

Amazon (Beauty) 16880 32892 8.22
Goodreads 59290 30268 24.94

よって，VAEベースの推薦システムにユーザの各行動の
時間間隔やその絶対時刻といった情報が反映され，従来

の SVAEより推薦精度の向上につながると考えられる．

5. 実 験

5 ·1 実 験 設 定

本章では，ユーザの行動時刻情報や提案手法によるそ

の付与の方法の有効性を検証するために，実際の行動履

歴データを用いた推薦タスクに，GRU，LSTM，Time-
LSTM(3)，Latent Cross，CVAE，そして提案手法である
TSVAE を用いた推薦システムを用意し，それらを用い
てタスクを実行した．これらの中では CVAE のみ唯一
RNNエンコーダが用いられておらず，GRU，LSTMお
よび CVAE は ∆t の情報が推薦に反映されない．また，

Latent Crossは入力 im と条件∆tm との要素積を取った

ものを RNNに入力していく手法である．さらに，提案
手法である TSVAEについては，VAEデコーダの出力に
時刻の系列 tn も復元するように誤差の計算方法を変更

し，それらも正しく再構成されるようにしたモデルも作

成し，精度を比較検証した．どのモデル，データセット

も共通して，それぞれ 30 epochずつ学習させた．最適化
アルゴリズムには Adamを採用し，VAEエンコーダ，デ
コーダはそれぞれ三層で，25%の DropOutを実行した．

5 ·2 デ ー タ セット

本検証実験で用いるデータセットには，映画のレビュー

サイトのデータセットであるMovieLens-1M∗1，およびイ

ンターネットラジオをベースとした SNSのデータセット
である Last.fmのMillion Song Dataset∗2，ECサイトの
データセットであるAmazon (Beauty Products)∗3，書籍の
レビューサイトのデータセットであるGoodreads Datasets
(Comics & Graphic) [Wan 18] ∗4を用いた．データセット

の概要を表 1に記す．
§ 1 MovieLens
ユーザが 5段階評価で 5を付けた作品を本研究の対象
とする行動であるとみなし，そのような行動を起こす作

品を推薦するタスクとした．総評価数が 50以上のユー
ザのみを対象とし，それらユーザから 100人以上に評価
された作品のみを推薦の対象とした．以上のフィルタリ

∗1 https://grouplens.org/datasets/movielens/1m/
∗2 http://millionsongdataset.com/lastfm/
∗3 https://www.kaggle.com/skillsmuggler/amazon-ratings
∗4 https://sites.google.com/eng.ucsd.edu/ucsdbookgraph/home

図 3 MovieLens データセット内での ∆t の分布

図 4 Last.fm データセット内での ∆t の分布

ングの結果，各推薦モデルは 705本の作品から各ユーザ
が次にどの作品を評価するかを予測して推薦することに

なった．訓練データセットは 2197件，バリデーションお
よびテストデータセットはそれぞれ 200件である．また，
図 3から分かるように，データセット内の多くのレコー
ドで∆t = 0となっており，∆tの分布がべき乗則に従っ

ているようにも見えることが分かる．これはMovieLens
データセットでの t自体は unixtime（秒単位）で記録さ
れているものであり，同時に多数の作品を評価をした時

刻が記録されている．このことから，これはユーザが実

際に作品に評価をしたタイミングではなく，その評価情

報が収集された時刻であると考えられる．そのため，同

一ユーザの履歴の中で ∆t = 0で記録されている映画の

順序については，暫定的に各映画に付与されている ID
順にした．なお，以降に述べるデータセットにおいても

∆t = 0であるものについては同様の処理をしている．

§ 2 Last.fm
このサービス上で実際に楽曲を聴くことを本研究の対

象とする行動であるとみなし，そのユーザが次に聴く楽

曲を推薦するタスクとした．総評価数が 5以上 2000以
下のユーザのみを対象とし，それらユーザから 5人以上
に評価された作品のみを推薦の対象とした．以上のフィ

ルタリングの結果，各推薦モデルは 3898本の作品から
各ユーザが次にどの曲を聴くかを予測して推薦すること
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表 2 MovieLens実験結果（最も良い結果のものを太字で表記）

推薦手法 DCG@10 Recall@10 Precision@10 DCG@100 Recall@100 Precision@100
GRU 10.09 9.59 7.95 26.38 51.89 4.49

LSTM 10.70 10.59 8.85 25.96 51.26 4.35
Time-LSTM(3) 10.98 10.44 8.50 26.17 50.86 4.31

CVAE 10.01 9.59 7.95 25.93 51.34 4.39
Latent Cross 8.50 8.49 6.75 24.30 50.60 4.28

TSVAE 11.31 11.19 8.95 29.24 52.29 4.90

になった．訓練データセットは 89 件，バリデーション
およびテストデータセットはそれぞれ 30件である．図
4から分かるように，このデータセットではMovieLens
のようなデータのタイミングによって ∆t = 0となった

データは存在せず，MovieLensとは異なる分布を構成し
ている．

§ 3 Amazon (Beauty Products)

このサービス上の 5段階評価で 5を付けた商品を本研
究の対象とする行動であるとみなし，そのような行動を

起こす商品を推薦するタスクとした．総評価数が 5以上
2000 以下のユーザのみを対象とし，それらユーザから
5人以上に評価された作品のみを推薦の対象とした．以
上のフィルタリングの結果，各推薦モデルは 32892種類
の商品から各ユーザが次にどの商品を評価するかを予測

して推薦することになった．訓練データセットは 13880
件，バリデーションおよびテストデータセットはそれぞ

れ 1500件である．

§ 4 Goodreads Datasets (Comics & Graphic)

このサービス上の 5段階評価で 5を付けた書籍を本研
究の対象とする行動であるとみなし，そのような行動を

起こす書籍を推薦するタスクとした．総評価数が 5以上
2000以下のユーザのみを対象とし，それらユーザから 5
人以上に評価された作品のみを推薦の対象とした．以上

のフィルタリングの結果，各推薦モデルは 30268本の作
品から各ユーザが次にどの書籍を評価するかを予測して

推薦することになった．訓練データセットは 49290件，バ
リデーションおよびテストデータセットはそれぞれ 5000
件である．

5 ·3 評 価 指 標

評価実験において，各推薦モデルはユーザごとに作

品を上位 n = 10か n = 100本推薦し，それらに対して

精度を評価する．精度の評価には，以下に挙げる DCG,
Precision@n, Recall@nを採用した．

§ 1 Discounted Cumulative Gain (DCG)

DCGとは，推薦システムの提示した順位が実際の順位
とどれだけ近いかを示す指標である．ri は i番目に推薦

した作品を評価したか否かを 0,1で表す．DCGは大きい
値をとるほど性能が良いことを示している．

DCG@n =

n∑
i=1

ri
log2(i+1)

(13)

§ 2 Precision, Recall, F-Value
推薦した作品がどれだけ実際にユーザが評価したかを

表す Precision（適合率）と，ユーザが推薦リスト中の作
品を実際にユーザが評価した割合を表す Recall（再現率）
を評価指標として用いる．言い換えるなら，Precisionは
正解率であり，Recallはどれだけ作品をカバーできたか
を表す指標である．|R|は推薦したアイテム数を表す．ど
ちらもより大きい値をとるほど性能が良いことを示して

いる．

Hits =
∑
i

ri (14)

Precision@n =
Hits@n

n
(15)

Recall@n =
Hits@n

|R|
(16)

5 ·4 実 験 結 果

実験結果を，MovieLens については表 2，Last.fm に
ついては表 3，Amazonについては表 4，Goodreadsにつ
いては表 5に記す．既存手法はデータセットが異なると
精度の良し悪しに違いが現れているが，提案手法である

TSVAE については，他のいずれの既存手法に比べても
今回設定した多くの評価指標でより高い精度を示す結果

が出たことが確認された．

比較対象とした手法について注目すると，Time-LSTM(3)
は，MovieLensデータセットでは精度が高いが，Last.fm
データセットについては，∆tをエンコードしない GRU
や LSTMに比べて精度が低い結果となっている．このこ
とから，元々の Time-LSTM(3)では，∆tの情報が精度に

活かせていない可能性がある．その原因としては，実験

に使用できたデータセット内のユーザの総数が少なかっ

たことが考えられる．提案手法である TSVAEでは小さ
いデータセットに対しても精度を出せるVAEによる推薦
を取り入れているため，良い精度が出せたと考えられる．

また，Latent Cross [Beutel 18]は，MovieLensデータ
セットでは他の手法と比べて精度が同程度か低い結果と
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表 3 Last.fm実験結果（最も良い結果のものを太字で表記）

推薦手法 DCG@10 Recall@10 Precision@10 DCG@100 Recall@100 Precision@100
GRU 2.38 1.07 2.33 3.12 4.27 1.10

LSTM 1.93 0.62 2.00 3.20 4.91 1.67
Time-LSTM(3) 1.89 0.66 1.33 2.29 2.50 0.76

CVAE 1.31 0.30 1.40 1.32 2.46 0.70
Latent Cross 4.46 1.62 3.00 3.72 4.85 1.07

TSVAE 4.31 2.30 3.40 4.24 5.29 1.90

表 4 Amazon (Beauty)実験結果（最も良い結果のものを太字で表記）

推薦手法 DCG@10 Recall@10 Precision@10 DCG@100 Recall@100 Precision@100
GRU 1.73 0.22 1.17 1.66 3.17 0.53

LSTM 1.71 0.14 1.20 1.45 3.66 0.72
Time-LSTM(3) 1.51 0.39 1.11 1.94 3.42 0.56

CVAE 1.31 0.41 1.25 2.64 4.13 0.72
Latent Cross 1.72 0.58 1.47 3.05 4.10 1.01

TSVAE 1.83 0.61 1.61 3.16 4.19 1.14

なっているが，Last.fmデータセットでは，TSVAEに近
い高い精度を示している．これは，Latent Crossが∆tの

情報が正確にデータに反映されている場合には有効であ

るが，そうでない場合には精度を下げてしまうことを示

唆していると言える．それに対して TSVAEでは，どち
らのデータセットでも高い精度を示している．

次に，TSVAE を用いた推薦において，CVAE デコー
ダで再構成する対象として商品 inの系列だけではなくそ

の時刻の系列 tnも対象とし，その再構成誤差の損失関数

が小さくなるようモデルを学習させた．そして，Last.fm
データセットにおいて他のモデルと同様の推薦実験を行っ

た．その実験結果を表 6に記す．結果から見て分かる通
り，CVAEによって時刻を再構成しないモデルのほうが
精度が高くなることが確認された．再構成誤差を小さく

する対象を商品のみに限定したほうが，最終的に商品の

再構成の精度が高まることが示唆される．

6. 考 察

検証実験によって，RNNエンコーダに Time-LSTMを
採用し，VAEに時刻を条件づけた CVAEを用いた提案
手法である TSVAEのほうが，他の既存手法に比べて精
度が高くなることを示せた．

MovieLensにおける実験では，RNNエンコーダに時
間情報を用いない単純な GRUや LSTMのほうが，時間
情報を用いる Time-LSTMに比べて精度が高かった．こ
のことから，正確な行動時刻情報をサンプリングできて

いないデータセットについては，学習時に時間情報がノ

イズになってしまっている可能性が考えられる．ただし，

時刻情報を用いた本提案手法 TSVAEでは，そのいずれ
の手法よりも精度が勝っていることから，たとえ時間情

報が正確に反映されていないデータセットであっても，時

刻情報を学習時に取り入れることができれば，推薦精度

の向上につなげられることが考えられる．

また，Last.fm データセットにおける実験結果が他と
比べて良かったことから，データセット内の時刻のばら

つきがあるほど本提案手法の有効性が示されることが示

唆される．特に，時間情報を直接学習データに掛け合わ

せることで学習に反映させる Latent Crossの性能が他の
データに比べて高かった．このことから，時間情報がよ

り正確に収集できている場合には Latent Crossによるシ
ンプルな特徴量の活用も有効であることが示唆される．

以上より，時間情報 ∆tを活用することが推薦時には

有効であり，推薦システムもそれを活用できるようにす

ることによって精度を向上させることができることが考

えられる．ただし，時間情報が正確に収集されていない

データセットや，行動と紐づいた時間情報にばらつきが

ない場合は，それを推薦時に用いることが精度を低下さ

せる要因となる可能性があるため，本手法を適用する際

にはデータセット内の ∆tの収集状況やその分布をあら

かじめ確認しておくことが必要であると考えられる．一

方で，もしデータ収集の都合で正確な時間情報が得られ

ていない場合においても，その（絶対）時刻 tの情報を

取り入れることによって，精度を高めることができると

考えられる．以上より，これらをどちらも推薦時に活用

する本提案手法である TSVAEは，時間に関する情報を
十分に活用して推薦精度を高めた手法であると言える．

本提案手法の制約として，より未来の時刻における予

測になると精度が低下していくことが考えられる．これ

は，学習に用いたデータセットより先の時刻を条件とし

て本手法を適用した場合に，学習されていない将来の流

行の影響などが推薦結果に反映されなくなるからである．

学習に用いたデータセットの時刻より先の時刻において

も推薦精度が担保されるようにすることは，今後の研究
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表 5 Goodreads実験結果（最も良い結果のものを太字で表記）

推薦手法 DCG@10 Recall@10 Precision@10 DCG@100 Recall@100 Precision@100
GRU 1.51 0.47 1.15 1.94 3.71 0.93

LSTM 1.51 0.42 1.46 1.92 3.82 0.98
Time-LSTM(3) 1.10 0.57 1.49 2.25 3.85 0.93

CVAE 1.41 0.53 1.13 2.70 4.12 1.04
Latent Cross 1.82 0.57 1.26 2.84 4.01 1.14

TSVAE 2.04 0.68 1.69 3.29 4.20 1.23

表 6 TSVAE時刻情報の再構成の有無による比較実験（Last.fm，最も良い結果のものを太字で表記）

再構成対象 DCG@10 Recall@10 Precision@10 DCG@100 Recall@100 Precision@100
x 4.31 2.30 3.40 4.24 5.29 1.90
x, t 2.21 1.62 2.40 3.64 3.36 0.70

課題である．

7. ま と め

本研究では，入力とする情報に各行動の時刻情報を付

与することで推薦精度を高めるVAEベースの推薦システ
ムを検討し，最終的に TSVAEを提案し，その精度を確
認した．商品系列情報をVAEに入力する前のエンコーダ
として Time-LSTM [Zhu 17]を採用し，VAEを用いた推
薦システムを拡張し時刻情報を条件とした CVAEを導入
することによって，単純なVAEによる推薦システムや条
件付き推薦システムに比べて精度が向上することが確認

された．また，VAEデコーダからの出力時において，商
品情報だけではなく時刻情報を同時に再構成する手法を

検証したが，実験の結果，この方法では推薦精度が上が

らないことが確認された．ただし，本研究の提案システ

ムはベースとした手法に比べてパラメータが増加するこ

とで計算量が大きくなり，より大規模なデータセットに

対して適用しづらくなっている．これは，[Liang 18]が
主張する，より小さいデータセットでの推薦精度の確保

というメリットを相殺していると言える．このため，今

後は計算量を削減しつつ，TSVAE と同様の推薦精度を
示せるよう，特に RNNエンコーダ部分についての改善
を検討したい．
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